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RESUMO

A necessidade de informações, em muitos aspectos da vida, é alta em função da po-

pularização e disponibilidade de novos recursos tecnológicos. Estes são integrados através de

dispositivos e aplicações que promovem funcionalidades para atender às diversas atividades do

cotidiano e geram uma quantidade expressiva de dados armazenados. O desafio em obter in-

formações e conhecimentos provenientes desta grande massa de dados reflete diretamente no

aumento das atividades de pesquisa, onde os especialistas e pesquisadores enfrentam desafios

no sentido de como extrair informações relevantes e significativas que não estão visíveis atra-

vés de modelos tradicionais de consulta. Esta abordagem condiz com a utilização de algoritmos

baseados em agrupamento, pelo fato de compreender métodos de aprendizagem não supervi-

sionada ou agrupamento de dados não supervisionado, que refletem a descoberta de padrões e

informações sem a necessidade de detalhamento prévio para treinamento ou especificação de

padrão. Baseado nesta característica e dentre vários outros algoritmos, o QG-SIM tem como

premissa a heurística de agrupamento baseado na similaridade dos dados, necessitando ape-

nas do parâmetro Q, que representa a similaridade mínima entre os elementos para formação

de agrupamento. Sendo assim, neste trabalho, o QG-SIM é submetido a avaliação por meio

de análise dos indicadores de qualidade, aplicado nos resultados dos agrupamentos para com-

paração a outros modelos de algoritmos e assim, compor dados relevantes para mensurar as

vantagens e limitações observadas. O objetivo é contribuir com informações que auxiliem a

efetiva aplicabilidade do QG-SIM e a eficácia do conceito de similaridade para determinar a

formação de grupos em relação a outros algoritmos que necessitam previamente da quantidade

de grupos (parâmetro K) que é utilizado em algoritmos hierárquicos para determinar o número

de agrupamentos. Desta forma, através dos resultados obtidos, o algoritmo QG-SIM apresenta

uma melhor eficácia para compor agrupamentos através da similaridade, pois obtém resultados

tão bons como os alcançados nos demais algoritmos onde o número de grupos (parâmetro K)

é determinado para compor os agrupamentos, possibilitando assim a utilização em uma vasta

gama de aplicações, bem como a oportunidade de aprimoramentos de algumas limitações evi-

denciadas no método de similaridade.

Palavras-chave: QG-SIM. Indicador de Qualidade. Algoritmo de Agrupamento. Similaridade

de Dados.



ABSTRACT

The necessity for information in several aspects in life is high due to both popularization

and availability of new technological resources which are integrated through devices and appli-

cations promoting functionalities that attend the various day-by-day activities and create an ex-

pressive amount of stored data. The challenge in obtaining information and knowledge derived

from this huge data amount reflects immediately in a research increase on which specialists and

researchers face challenges in how to extract relevant and meaningful information which are

not visible in traditional search patterns. Such approach agrees with the use of algorithms based

on group because it understands non supervised learning methods or non supervised data clus-

tering which reflects the revealing of patterns and information without needing previous details

for patterns training and specification. Based upon this feature and among other algorithms, the

QG-SIM, whose premise is the heuristic in grouping based on data similarity, and which needs

only the parameter of entrance reffering to the minimal Q; therefore in this work, the QG-SIM is

submmited to evaluation through analysis of quality indicators, compared with other algorithms

models and make relevant data in order to measure the observed advantages and limitations, and

also to contribute to information that can support the effective applicability of QG-SIM.The ob-

jective is to contribute with information that helps the effective applicability of the QG-SIM and

the effectiveness of the concept of similarity to determine the formation of groups in relation

to other algorithms that previously need the number of groups (parameter K) that is used in

hierarchical algorithms to determine the number of clusters. Thus, through the results obtained,

the algorithm QG-SIM presents a better efficiency to compose groupings through the similarity,

because it obtains results as good as those obtained in the other algorithms where the number

of groups (parameter K) is determined to compose the groupings, making possible thus the use

in a wide range of applications, as well as the opportunity of improvements of some limitations

evidenced in the method of similarity.

Keywords: QG-SIM. Quality Indicator. Data Clustering Algorithm. Data Similarity
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1 INTRODUÇÃO

Hoje em dia, em meio a tantas tendências que emergem em função da intensa acelera-

ção de novas tecnologias na sociedade, a internet revolucionou nossa forma de comunicação

e relacionamento social, transformando profundamente o modo como interagimos com nossas

famílias ou em outros grupos a que pertencemos. Isso refletiu na sociedade alterando a maneira

como vivemos, consumimos, trabalhamos, aprendemos e nos divertimos. Através da utiliza-

ção das tecnologias, a internet agregou benefícios que permitem fácil acesso a informação e a

colaboração entre as pessoas e organizações, criando novos valores.

A internet possibilitou também novos negócios e novos modelos de negócios que fo-

ram criados em torno da organização, como a coleta de dados que resulta em uma quantidade

expressiva de dados armazenados. Esta movimentação em obter informações e conhecimentos

provenientes desta grande massa de dados, reflete diretamente no aumento das atividades de

pesquisa, onde os especialistas e pesquisadores enfrentam desafios no sentido de como extrair

informações relevantes e significativas que não estão visíveis através de modelos tradicionais

de consulta (HAN; PEI; KAMBER, 2011).

Os estudos para obter informações e conhecimentos provenientes desta grande massa de

dados, reflete diretamente na busca de soluções através dos algoritmos de agrupamento (SA-

JANA; RANI; NARAYANA, 2016; WIWIE; BAUMBACH; RÖTTGER, 2015). A aplicação

deste tipo de algoritmo, por diversas áreas de pesquisa, é motivada pelo fato de compreender

métodos de aprendizagem não supervisionada ou agrupamento de dados não supervisionado.

Estes métodos refletem na descoberta de padrões e informações sem a necessidade de detalhes

prévios para treinamento ou especificação de padrão, sendo possível identificar um dado em

qual grupo esta inserido, caracterizando um padrão de comportamento sem nenhum conheci-

mento prévio da massa de dados (SAJANA; RANI; NARAYANA, 2016).

Dentre os muitos algoritmos de agrupamento para suportar a identificação de grupos ou

padrões de comportamento em base de dados sem conhecimento prévio dos dados, uma ques-

tão relevante é identificar qual modelo de algoritmo melhor representa um conjunto de dados

para propor uma Análise Exploratória de Dados para formação de agrupamentos, sendo que

conceitualmente os algoritmos devem necessariamente atender características que abrangem

parâmetros intuitivos, os resultados dos agrupamentos devem ser estáveis mesmo quando ocor-

rerem execuções com pequenas variações de valores nos parâmetros e a qualidade no resultado

dos agrupamentos baseados em indicadores (MCINNES; HEALY, 2017).

Obviamente, um algoritmo especializado em agrupamento de texto apresenta um me-

lhor resultado para agrupar os dados de texto. Sendo assim, algumas informações sobre o

conjunto de dados é relevante para restringir a escolha de um algoritmo de agrupamento e com-

por os parâmetros mais adequados para a execução do algoritmo no conjunto de dados. Porém,

tratando-se de um conjunto de dados cujas as informações não são claras de modo que se per-

mita identificar a utilização de um algoritmo específico ou não sendo possível obter de forma
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clara os valores necessários para informar nos parâmetros de execução do algoritmo, é necessá-

rio abordar os conceitos da análise exploratória de dados para formação dos agrupamentos.

A utilização dos conceitos da análise exploratória de dados delimita os algoritmos ele-

gíveis, pois os algoritmos devem apresentar características de que os parâmetros devem ser in-

tuitivos, os resultados dos agrupamentos devem ser estáveis quando ocorrerem execuções com

pequenas variações de valores nos parâmetros e devem apresentar qualidade no agrupamento

baseados em indicadores.

Diante do contexto de análise exploratória de dados, a característica do algoritmo Qua-

lity Groups of Similarity Clustering (QG-SIM), que tem como premissa a heurística de agru-

pamento baseado na similaridade dos dados e que necessita apenas do parâmetro Q para re-

presentar a similaridade mínima a ser garantida entre os elementos de um mesmo agrupamento

(MASIERO; TONIDANDEL; AQUINO JUNIOR, 2013). Fomenta a hipótese da aplicação do

algoritmo em uma ampla gama de problemas, que derivam da falta de conhecimento preliminar

dos dados.

Embora o algoritmo QG-SIM tenha sido submetido a avaliação através de indicadores

de qualidade dos resultados dos agrupamentos em comparação aos resultados de agrupamentos

obtidos em outras implementações de algoritmos com a aplicação em domínios sintéticos, a

abordagem do estudo realizado por Masiero, Tonidandel e Aquino Junior (2013) não contem-

plou a avaliação de algoritmos pertencentes ao método denominado por Agrupamento Hierár-

quico.

A análise de eficácia do algoritmo QG-SIM em comparação aos algoritmos de Agru-

pamento Hierárquico é relevante devido ao fato de que alguns métodos de Agrupamento Hie-

rárquico foram aplicados para elaboração do algoritmo QG-SIM, tendo como principal carac-

terística dos algoritmos deste grupo o fato de utilizar a matriz de similaridade para compor os

agrupamentos e o parâmetro K para determinar a quantidade de agrupamentos de resultado.

Baseado no contexto da necessidade de determinar o valor do parâmetro K para os algorit-

mos de Agrupamento Hierárquico e o parâmetro Q que representa o percentual de similaridade

utilizado no algoritmo QG-SIM para compor os agrupamentos, fomenta a hipótese referente a

eficácia do conceito de similaridade utilizado pelo algoritmo QG-SIM em relação a aplicação

do número de K grupos para os algoritmos hierárquicos.

Deste modo, a relevância da análise dos algoritmos baseia-se nos indicadores de qua-

lidade dos agrupamentos aplicados nos resultados de grupos obtidos pelos algoritmos. Tendo

como referencia a diversidade dos conjuntos de dados representado por dados sintético e reais,

que caracterizem cenários de complexidade para composição do grupos, é possível observar

e analisar características de comportamento dos métodos para mensurar em qual tipo de do-

mínio de dados os algoritmos analisados apresentam desvantagem e degradação em relação a

formação dos agrupamentos quando aplicados os indicadores de qualidade.
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1.1 OBJETIVO

O objetivo deste estudo consiste em apresentar a eficácia do conceito de similaridade

utilizado pelo algoritmo QG-SIM através do parâmetro Q que representa a similaridade mí-

nima a ser garantida entre os elementos de um mesmo agrupamento, em relação aos algoritmos

hierárquicos que utilizam do parâmetro K para determinar o número de agrupamentos.

1.2 MOTIVAÇÃO E JUSTIFICATIVA

Através de dados obtidos de diversos modelos de negócio, são criados conjuntos de

dados onde as informações não são claras para permitir identificar e determinar a utilização

de um algoritmo específico, bem como os parâmetros para compor os agrupamentos, o que

reflete em um desafio no sentido de extrair informações relevantes e significativas por meio dos

algoritmos.

Baseado neste contexto, o algoritmo QG-SIM foi desenvolvido para aprimorar e suprir

o problema em determinar a quantidade de grupos, sendo necessário informar apenas o parâme-

tro Q que representa a similaridade mínima entre os elementos para formação de agrupamento.

Entretanto, o estudo busca avaliar a qualidade dos grupos obtidos através do algoritmo QG-SIM

em comparação a outros algoritmos hierárquicos, que demandam do parâmetro K para deter-

minar a quantidade de grupos, mensurando a eficácia do conceito de similaridade, destacando

as vantagens e limitações apresentadas nos métodos dos algoritmos.

A análise realizada no desenvolvimento do algoritmo QG-SIM, é observado a utilização

de alguns dos métodos e técnicas de outros algoritmos que são categorizados por Agrupamento

Particional, Agrupamento baseado em Grade, Agrupamento baseado em Densidade e Agrupa-

mento por Propagação de Afinidade, por meio da construção de um modelo híbrido de processos

que agregam as funcionalidades dos algoritmos dessas categorias.

A partir do conglomerado de algoritmos, que permite extrair informações através de

domínios desconhecidos, seus resultados são efetivamente afetados em função dos parâmetros

de entrada e do comportamento do método utilizado pelo algoritmo. Este cenário aumenta as

incertezas sobre a qualidade e relevância das informações obtidas. Entretanto, ao compor um

estudo que apresente dados de relevância sobre o comportamento e característica do QG-SIM

em comparação a outros métodos aplicado pelos algoritmos hierárquicos mensura a efetividade

do modelo híbrido de processos do próprio QG-SIM.

1.3 ESTRUTURA

Os demais capítulos estão discriminados como a seguir:

O capítulo 2 apresenta o conceito de agrupamentos e algoritmos, que delimitam os mé-

todos aplicados para a obtenção dos agrupamentos.
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O capítulo 3 apresenta o algoritmo de agrupamento por similaridade QG-SIM, que é

utilizado como referência para este trabalho.

O capítulo 4 apresenta a proposta de análise dos algoritmos, juntamente com as infor-

mações dos indicadores de qualidade e características dos conjuntos de dados.

O capítulo 5 apresenta os resultados e discussões das avaliações dos algoritmos.

O capítulo 6 apresenta a conclusão obtida através das informações consolidas.
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2 AGRUPAMENTOS

A constante popularização no uso de recursos tecnológicos provenientes de diversos

dispositivos de acesso, como a navegação em websites, compras e pesquisas em e-commerce,

divulgação de informação em aplicativos de rede social, disponibilidade de armazenamento de

dados em nuvem, captura de dados para monitoramento de veículo, entre outros, resultaram

em uma grande quantidade de dados armazenados e disponíveis para análise. A quantidade

expressiva e crescente de dados faz com que especialistas e pesquisadores enfrentem desafios

no sentido de como extrair informações relevantes e significativas que não estão visíveis atra-

vés de modelos tradicionais de consulta e que com isso demandam de atividades e processos

identificados como mineração de dados (HAN; PEI; KAMBER, 2011).

A mineração de dados consiste em um processo para extração de informações a partir de

massas de dados não conhecidas e potencialmente úteis, caracterizando uma atividade que cor-

relaciona as informações de base de dados com a perspectiva de análise em ângulos diferentes,

extraindo novas informações que não estão explicitamente disponíveis como forma de registro

para consulta através dos modelos tradicionais de pesquisa (AGARWAL, 2013).

Os métodos que realizam a mineração de dados são amplamente consolidadas em duas

categorias definidas como descritiva e preditiva. O processo de mineração descritiva carac-

teriza a propriedade do dado em um conjunto de dados de destino, enquanto o processo de

mineração preditiva realiza indução no dado atual para fazer previsões (HAN; PEI; KAMBER,

2011). Ambas as categorias são aplicadas para extrair informações conforme a perspectiva da

análise dos dados.

As técnicas aplicadas para obterem informações de diferentes perspectivas representam

o processo na formação de um modelo ou classificador. A partir das informações do modelo

classificador, é elaborado uma função que elucida a construção de grupos de classes. Esta fun-

ção é aprimorada através da precisão ou consistência obtida a partir do processo caracterizado

como treinamento. O uso desta abordagem de processo leva a técnica de previsão que con-

siste na tática usada para definir dados ausentes ou não disponíveis agregando um percentual de

adequação do dado aos grupos de classes identificados (AGARWAL, 2013).

A obtenção dos grupos de classes aplicada na mineração de dados é identificada como

Agrupamento, que é uma técnica autônoma da mineração de dados e que pode ser confundida

com a técnica de classificação. Porém, o principal aspecto que a difere da técnica de clas-

sificação é o fato de não ser conhecido por um modelo predefinido ou grupo de classes para

treinamento (AGARWAL, 2013).

A técnica de mineração de dados autônomo denominada Agrupamento, consiste na ação

essencial da mineração pois, através de uma massa de dados aglomerados como fonte de en-

trada, é possível obter como resultado uma série de grupos formados por elementos semelhantes

(WIWIE; BAUMBACH; RÖTTGER, 2015; SAJANA; RANI; NARAYANA, 2016). Os agru-

pamentos são formados a partir de um grande grupo de observações podendo conter tamanhos
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Dentre as diversas aplicações da técnica de Agrupamento, um grande desafio para o

pesquisador ou especialista consiste no fato da diversidade das categorias de dados, que são

utilizados no processo de agrupamento, pois na mesma base é possível obter tipos de dados

formados por números, textos, imagens, dados qualitativos e quantitativos, os quais fazem parte

dos agrupamentos (WITTEN et al., 2016).

O uso das técnicas de Agrupamento por diversas áreas de pesquisa é motivada pela

aplicação de métodos, que consistem em aprendizagem não supervisionada ou classificação

de dados não supervisionada, e que refletem em um processo de descoberta de padrões sem

a necessidade de uma massa de informações de treinamento, sendo possível definir qual dado

esta inserido em um determinado grupo sem nenhum conhecimento prévio da base de dados

(RANI; ROHIL, 2013; WITTEN et al., 2016).

Com a diversidade de aplicações da técnica de Agrupamento, inúmeras linhas de pes-

quisa incorporaram métodos para adequar a demanda de análise de dados, sendo que as técnicas

utilizadas no desenvolvimento dos algoritmos são categorizadas por Hierárquico, Partição, Ba-

seado em Grade, Baseado em Densidade e Propagação de Afinidade, conforme Figura 2 abaixo.

Figura 2 – Categoria de Algoritmos

Fonte: Autor

As categorias relacionadas na Figura 2 sumarizam os conceitos utilizados para compor

a linha de pesquisa e desenvolvimento do algoritmo QG-SIM (seção 3), através da combinação

dos métodos e técnicas utilizadas nesses grupos, delimitando a fronteira de pesquisa e avali-

ação dos algoritmos. As demais categorias resultantes do desenvolvimento de algoritmos de

agrupamento baseados em Graph Theory, Fractal Theory, Model, Kernel, Swarm Intelligence,

Quantum Theory, Spectral Graph Theory, Spatial Data, Data Stream e Large-Scale Data, não

integram os métodos utilizados no desenvolvimento do QG-SIM e consequentemente não estão

incorporados na zona de pesquisa desta dissertação.

Nas seções abaixo, são apresentados os conceitos e detalhes das categorias, através de

uma abordagem de utilização dos algoritmos em projetos de pesquisa.

2.1 AGRUPAMENTO HIERÁRQUICO

O método aplicado no algoritmo de Agrupamento Hierárquico, consiste em representar

a resolução dos grupos através da construção de uma árvore denominada dendrograma (Figura
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tividade ou matriz de similaridade. O processo de ligação é executado a partir dos elementos

contidos na matriz mantida em memória. A forma como é processada a matriz de similaridade

e/ou dissimilaridade através dos métodos de ligação, refletem a ideia a priori sobre o modelo

de dados composto por uma matriz de conectividade, a qual podemos associar ao gráfico de

conectividade G = (X,E), cujos vértices X são pontos de dados e as ligações E seus pesos em

pares de pontos (BERKHIN, 2006).

No decorrer dos anos, a constante evolução nas pesquisas contribuiu para agregar um

processo evolutivo no aprimoramento das técnicas de Agrupamento Hierárquico que foram des-

critos e aplicados em diversos algoritmos. Dentre a diversidade de algoritmos que suportam o

modelo hierárquico, alguns merecem destaque devido à relevância de contribuição ao modelo.

O algoritmo BIRCH (Balanced Iterative Reducing and Clustering using Hierarchy) foi

elaborado para realizar o agrupamento através da construção da árvore de características deno-

minada como CF-Tree ( ZHANG; RAMAKRISHNAN; LIVNY, 1996). A CF-Tree representa

cada nó como um subgrupo e cresce dinamicamente quando é adicionado um novo elemento

para análise. O algoritmo utiliza o método aglomerativo e sua principal característica refere-se

ao número menor de operações de I/O, pois utiliza uma estrutura de árvore como um primeiro

passo para particionar seus elementos com base na hierarquia. A CF-Tree é construída de forma

semelhante a árvore B+, com um equilíbrio na altura da árvore e com o parâmetro denominado

fator de equilíbrio (RANI; ROHIL, 2013). Os processos foram elaborados através da lógica de

carregar os dados em memória no formato da CF-Tree. A varredura de todos os dados são fases

subsequentes, onde os mesmos são condensados, e assim, reconstruída a CF-Tree com maior

T . Com o agrupamento global aplica-se o algoritmo de agrupamento nas folhas da CF-Tree, re-

finando o mesmo através de várias passagens sobre os dados e reatribuindo os pontos de dados

aos centroides mais próximos da etapa anterior, de modo que o processo deva ser contínuo até

formar K agrupamentos (SAJANA; RANI; NARAYANA, 2016).

Outra abordagem é a do algoritmo CURE (Clustering Using Representatives) que tam-

bém utiliza o método aglomerativo (GUHA; RASTOGI; SHIM, 2001). Esse algoritmo possui

a característica de identificar grupos com formas não esféricas e variações de tamanho, o qual

divide os conjuntos de dados que contêm um ponto representativo para delimitar a área deste

grupo. O ponto representativo é escolhido a partir dos elementos dispersos e são movidos para

o centro do grupo por um fator denominado fator de encolhimento. O método de alteração para

o centro do grupo diminui o efeito da irregularidade nas formas e contribui para a eficiência nas

formas não esféricas e com agrupamentos de grandes variações no tamanho (RANI; ROHIL,

2013).

O algoritmo ROCK (Robust Clustering using links) utiliza o método aglomerativo e

faz uso de links entre os diferentes pares de elementos e não a distância entre eles (GUHA;

RASTOGI; SHIM, 2000). O ROCK é uma melhoria do CURE, o qual foi aperfeiçoado para

lidar com dados de tipo de enumeração, considerados no processo de similaridade dos dados

para compor o agrupamento. Neste algoritmo, a técnica de amostragem aleatória é aplicada
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na base de dados para em seguida obter os links entre os agrupamentos e prosseguir com os

processos para compor os grupos (RANI; ROHIL, 2013).

Diferente dos algoritmos vistos anteriormente, o CHAMELEON segundo Karypis, Han

e Kumar (1999) utiliza o método aglomerativo através de um modelo dinâmico para unir os

agrupamentos sem a dependência de parâmetros fornecidos pelo usuário, pois o algoritmo se

ajusta automaticamente de acordo com as propriedades intrínsecas dos grupos que estão sendo

mesclados. A principal característica é o uso da interconectividade e a capacidade de desco-

brir grupos semelhantes através de processos segmentados em fase de partição e mesclagem.

Na fase de partição é considerada que todos os elementos de dados formam um único agrupa-

mento, o qual posteriormente se divide em um número relativamente pequeno de agrupamentos.

Terminando o processo quando um subgrupo grande contém um pouco mais do que um número

não especificado de vértices e na fase de mesclagem seleciona pares de agrupamentos, cuja in-

terconectividade e proximidade relativa atinjam o valor de limiar, mesclando os agrupamentos

de maior interconectividade e proximidade (SAJANA; RANI; NARAYANA, 2016). Devido aos

métodos aplicados no algoritmo para obter os agrupamentos, sua abordagem é considerada ade-

quada para uso em agrupamentos de formas aleatórias e densidades variáveis (RANI; ROHIL,

2013).

O algoritmo AHC (Agglomerative Hierarchical Clustering) segundo Carroll et al. (2011)

possui uma abordagem de utilização do método aglomerativo e usa a distância entre os agru-

pamentos através de três métodos de ligação: Single-link (S-link) - distância mínima entre os

elementos; Complete-link (C-link) - distância máxima entre os elementos; Average-link (A-

link) - distância média de todos os elementos do grupo (RANI; ROHIL, 2013). O algoritmo

demanda a necessidade dos parâmetros K grupos e o método de ligação para executar um pro-

cesso recursivo de agrupamento dos elementos até compor um único grupo ou atingir o limite

K.

O algoritmo Genie busca superar as limitações referentes à característica do processo de

agrupamento hierárquico em que as medidas de dissimilaridade entre pares são construídas em

uma matriz gerando uma desvantagem quando aplicadas em conjuntos de dados maiores e tam-

bém a não tratativa de ruídos na base (GAGOLEWSKI; BARTOSZUK; CENA, 2016). Através

de um processo onde não há necessidade de pré-computação da matriz de distância completa

para executar os cálculos e obter o agrupamento desejado, cria-se uma nova abordagem para

o critério de vinculação de agrupamento hierárquico baseado em noção do índice de desigual-

dade. No entanto, para caso de dados multidimensionais, não há execução em tempo razoável

devido à maldição da dimensionalidade, pois o limite inferior para os tempos de execução de

todos os métodos hierárquicos de agrupamento é Ω (n2). Porém, para amostras menores, os

algoritmos de agrupamento hierárquico ainda são muito úteis. Outro aspecto importante no al-

goritmo, consiste no índice de desigualdade G denominado de Gini-index, com recomendação

de uso para Gǫ [0.2,0.5], pois se o limite for muito baixo podem ocorrer problemas para identifi-

car corretamente os grupos de tamanhos menores, enquanto para maiores valores o algoritmo se
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comportará como um método de ligação única tendo um desempenho baixo (GAGOLEWSKI;

BARTOSZUK; CENA, 2016).

Outro algoritmo KnA visa suprir o desafio de lidar com o volume exponencial de dados.

Através de agrupamento hierárquico, é possível melhorar a eficiência a partir da introdução

de um conjunto de métodos do método aglomerativo. Em vez de criar hierarquias de grupos

com base em elementos, o algoritmo utiliza uma abordagem em que cria uma hierarquia ba-

seada em um grupo de centroides que representam um grupo de pontos adjacentes no espaço

de dados, o que acaba permitindo reduzir o custo computacional significativamente, sem com-

prometer o desempenho. A hierarquia gerada pelo método KnA é baseada em um grupo de

sub-agrupamentos, criados por um método particional, que não compromete a qualidade dos

grupos. Em comparação com outros métodos, o KnA tem fraquezas em certas situações onde,

por exemplo, é difícil controlar os agrupamentos em KnA quando o número de grupos é desco-

nhecido (BOUGUETTAYA et al., 2015).

Os algoritmos hierárquicos aplicam os conceitos de formação dos grupos através dos

métodos de ligação. Porém, quando o algorítimo é elaborado baseando-se em critérios de qua-

lidade algumas desvantagens são observadas devido ao fato de que um elemento agrupado não

é possível retornar ao estado anterior. Assim, se uma operação de agrupamento não for apli-

cada corretamente em alguma fase, isso pode levar à má qualidade dos grupos (RANI; ROHIL,

2013).

2.2 AGRUPAMENTO PARTICIONAL

Os algoritmos de Agrupamento Particional dividem os dados em vários subconjuntos e

utilizam heurísticas sob forma de otimização iterativa. Isso significa que em diferentes momen-

tos o dado é reatribuído iterativamente entre os K grupos, ao contrário do método Agrupamento

Hierárquico em que os dados não são revisados depois de serem agrupados. Os algoritmos que

aplicam a realocação iterativa melhoram gradualmente os agrupamentos, pois contêm os dados

apropriados que consequentemente resultam em agrupamentos de alta qualidade (BERKHIN,

2006).

Um aspecto importante deste método consiste na definição da função por distâncias

ou similaridades, em que os pares são usados para calcular medida de relações. Devido a essa

abordagem de melhoria iterativa e a realização dos cálculos em pares, o processo é relativamente

dispendioso sendo necessário aplicar uma abordagem diferenciada usando representantes de

agrupamento denominado centroide, o que torna a função linear em N e atende a resolução do

problema (BERKHIN, 2006).

A evolução nas pesquisas contribuíram para agregar um processo evolutivo no aprimo-

ramento das técnicas de Agrupamento Particional, que foram descritos e aplicados em diversos

algoritmos. Dentre a diversidade de algoritmos que suportam o modelo particional, alguns são

destacados em detalhes devido à relevância de contribuição ao modelo.
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O algoritmo K-means é efetivamente o mais popular (MACQUEEN et al., 1967). Apli-

cado na construção de um agrupamento a partir da representação de um centroide que é uma

média (geralmente média ponderada) de elementos dentro de um grupo. A principal ideia por

trás do K-Means é minimizar a distância total (geralmente distância euclidiana) entre todos os

elementos do agrupamento, sendo um processo adequado apenas com atributos numéricos e

pode ser afetado de forma negativa por um único ruído (BERKHIN, 2006). O uso de centroide

têm a vantagem em eficiência e por sua complexidade computacional ser apenas linear para o

tamanho de amostra N . O desempenho de K-means depende da escolha inicial de K, sendo

difícil determinar o valor ótimo especialmente quando o conhecimento do domínio está ausente

ou inadequado (BERKHIN, 2006).

Outra abordagem trata-se do algoritmo K-medoids que utiliza um método em que o

grupo é representado por um dos seus elementos mais adequados dentro de um agrupamento

chamado de medoids e têm uma resistência embutida contra ruídos (PARK; JUN, 2009). Quando

os medoids são selecionados, a composição dos grupos é definida como subconjuntos de pontos

próximos aos respectivos medoids e uma função objetiva é definida como a distância média

ou medida de dissimilaridade entre um elemento e seu medoid. Esta forma de abordagem tem

como vantagem não apresentar limitações nos tipos de atributos, e como a escolha do medoids

é ditada pela localização de uma fração predominante de elementos dentro de um agrupamento,

é menos sensível à presença de ruídos. Um aspecto relevante na concepção dos algoritmos

K-Means e K-Medoids condiz na formação dos agrupamentos que são construídos de ma-

neira que somente um elemento é membro de um grupo (BERKHIN, 2006; AGHABOZORGI;

SHIRKHORSHIDI; WAH, 2015).

Uma versão diferenciada do algoritmo K-medoids é o algoritmo PAM (Partitioning

Around Medoids) que segundo Kaufman e Rousseeuw (2009), que é uma otimização itera-

tiva a qual combina realocação de elementos entre os grupos com a renomeação dos elementos

como possíveis medoids. O princípio orientador para o processo é o efeito sobre uma função

objetiva, que representa uma estratégia dispendiosa (BERKHIN, 2006).

O desenvolvimento realizado por Jiang et al. (2016) resultou no algoritmo k-modes,

que considera a inicialização de agrupamentos a partir da visão da detecção de ruídos, pois o

desempenho do agrupamento é sensível à seleção de centros de grupos iniciais e a possibilidade

de escolher os centros de agrupamentos apropriados é um ponto chave para este algoritmo. Tal

modelo de processo consiste em dois pontos de inicialização diferentes para o agrupamento de

K-modes, onde um se baseia na técnica tradicional de detecção de ruídos através da distância e o

outro consiste na técnica de detecção de ruídos com base em entropia. Estes processos auxiliam

para que o centro do agrupamento inicial escolhido não seja um ruído. As técnicas de detecção

de ruídos baseada na distância e na partição, baseada em entropia, compreendem a lógica de

que para um dado elemento x ocorre o cálculo da possibilidade de x ser um centro inicial, com

base nos fatores do grau calculado de ruído e a distância entre x a cada centro inicial existente,

sendo que o primeiro fator pode evitar que ruídos sejam selecionados como centros iniciais e o
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segundo fator pode evitar que vários centros iniciais provêm do mesmo agrupamento (JIANG

et al., 2016).

Outro modelo de desenvolvimento é abordado pelo algoritmo Hierarchical K-Means

(HKM) e Approximate K-Means (AKM) ( WANG et al., 2015). Buscam reduzir a complexi-

dade computacional do K-Means, pois em cada processo de interação são identificados novos

centros de agrupamentos e a cada ponto de dados é reatribuído ao centro mais próximo, tor-

nando o processo dispendioso para grande base de dados. Estes algoritmos também buscam

reduzir a complexidade computacional na etapa de atribuição, sendo que a maioria dos pon-

tos ativos são alterados de grupos a cada interação, pois estão localizados perto ou nos limites

de cada agrupamento. Para melhorar o processo o algoritmo busca identificar eficientemente

esses pontos ativos usando múltiplas árvores de partição espaciais aleatória e obtendo a infor-

mação de vizinhança para construir um fechamento para cada grupo, de tal modo, que apenas

um pequeno número de pontos candidatos para agrupamento precisam ser considerados. Este

processo conta com três fatores que contribuem para o desempenho do algoritmo: (I) Conside-

ração apenas dos pontos ativos que alterem grupos nas iterações do algoritmo k-Means; (II) Os

pontos ativos devem estar localizados perto dos limites do grupo; (III) Identificação dos pontos

ativos e composição de múltiplas árvores de partição aleatória ( WANG et al., 2015).

Existem outros métodos desenvolvidos apontados por Aghabozorgi, Shirkhorshidi e

Wah (2015) que abrangem os algoritmos Fuzzy C-Means (FCM) e o Fuzzy C-Medoids, que

representam agrupamentos Fuzzy e que demonstram o grau de associação do objeto em cada

agrupamento, mas apresentam um modelo diferenciado nos métodos que efetivamente não se-

guem a linha de desenvolvimento em comparação ao algoritmo QG-SIM.

2.3 AGRUPAMENTO BASEADO EM GRADE

O método de Agrupamento Baseado em Grade aborda conceitos de densidade, conecti-

vidade e limites, que particionam o espaço de dados em um espaço finito de número de células

para formar uma estrutura de grade e determinar as células cuja densidade excede um limiar

prefixado. O processo mapeia todos os elementos em um grupo em células, conhecidas como

grades. As operações de agrupamento são aplicadas nas grades através da aplicação do mé-

todo de particionamento de espaço onde é executado as operações de agrupamento apenas na

contagem de células em cada dimensão no espaço (BERKHIN, 2006).

Em geral, o particionamento de dados é realizado pela associação de pontos em segmen-

tos, resultantes do particionamento do espaço gerado pela construção de grades que é baseado

em características acumulativas a partir dos dados de entrada. Uma vantagem desse tratamento

indireto (dados, dados de grade, particionamento de espaço, particionamento de dados) é que o

acúmulo de dados de grade torna as técnicas de agrupamento baseadas em grade independentes

da ordem de dados. Em contraste, os métodos de relocação e todos os algoritmos incrementais

são muito sensíveis em relação à ordenação de dados. Embora os métodos de particionamento
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baseados em densidade funcionem melhor com atributos numéricos, os métodos baseados em

grade funcionam com atributos de tipos diferentes (BERKHIN, 2006; RANI; ROHIL, 2013).

Diversos algoritmos foram elaborados para aplicar o método de Agrupamento Baseado

em Grade, aprimorando as técnicas dos processos, sendo alguns destacados a seguir.

O algoritmo GridClust (Grid Clustering) apresenta a característica que permite atuar em

grande base de dados (SCHIKUTA, 1996). Em comparação com outros algoritmos que utilizam

os critérios de dissimilaridade como a distância entre agrupamentos, o GridClust usa os valores

de dados de um espaço multidimensional contendo padrões ao invés dos dados em si formando

uma estrutura de grade de acordo com os valores dos padrões armazenados para manter sua

distribuição. O algoritmo inicia o processo particionando o conjunto de informações no espaço

de dados formando a estrutura da grade e as distribuições topológicas e atribuindo os dados nas

células. Em seguida, os valores de densidade são calculados e classificados, para que o bloco

mais denso seja considerado como centro de um agrupamento (SAJANA; RANI; NARAYANA,

2016).

Outro algoritmo desenvolvido para suportar consultas orientadas à região que utiliza

atributo numérico (dados espaciais) é denominado STING (Statistical Information Grid-Based

Method) (WANG, W.; YANG; MUNTZ et al., 1997). O algoritmo constrói resumos de dados

de forma semelhante a BIRCH e reúne estatísticas em uma árvore hierárquica, onde os nós

são grades das células que formam um grupo de quatro filhos que armazenam uma contagem de

pontos dos valores de média, desvio padrão, mínimo, máximo e tipo de distribuição. As medidas

são acumuladas a partir de células de nível inferior e propagam-se para células de nível superior

calculando a probabilidade de cada célula, sendo relevante ou não. Para a célula relevante são

aplicados os mesmos cálculos em cada célula para encontrar as regiões que, a partir destas

células, é formado o agrupamento (SAJANA; RANI; NARAYANA, 2016; BERKHIN, 2006).

O algoritmo WaveCluster utiliza uma abordagem em que a composição da grade bidi-

mensional expressa os elementos em cada célula pelo número de pontos, com funcionalidade

para atributos numéricos (SHEIKHOLESLAMI; CHATTERJEE; A., 1998). O algoritmo é ba-

seado em conceitos de processamento de sinal aplicando transformações wavelet para filtrar os

dados das partes de alta frequência de um sinal que correspondem a limites, enquanto as partes

de baixa frequência de um sinal correspondem aos interiores dos agrupamentos. O processo ba-

seado na transformada wavelet tem a característica de alta qualidade dos agrupamentos e com

funcionamento adequado para dados espaciais elevados. O algoritmo realiza o processo de en-

capsular cada dimensão e atribuir pontos às unidades correspondentes aplicando a transformada

discreta de wavelet para localizar os componentes conectados (agrupamentos) em um espaço

de atributos transformados (SAJANA; RANI; NARAYANA, 2016).

O algoritmo CLIQUE (CLustering In QUEst) aplica os métodos do agrupamento base-

ado em densidade com o agrupamento baseado em grade, utilizando técnicas de indução por

dimensões semelhantes através das regras de associação e princípios de MDL (Minimum Des-

cription Length) (AGRAWAL; FALOUTSOS; SWAMI, 1993). Assim seleciona subespaços
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apropriados para interpretação de agrupamentos em termos de representação da Forma Nor-

mal Disjuntiva (DNF) (BERKHIN, 2006). O processo do algoritmo, considera o conjunto de

elementos de dados aplicando uma largura igual ao conjunto de dados formando células retan-

gulares e subespaciais, cuja densidade exceda τ e são colocadas em grades, repetindo recursi-

vamente o processo para formar (q − 1) unidades dimensionais para q unidades dimensionais

(SAJANA; RANI; NARAYANA, 2016). A expressão de DNF associada a um conjunto finito

de segmentos máximos (chamadas regiões), cuja união é igual a um agrupamento, resulta em

uma seleção de elementos e produz uma visão de dados de diferentes perspectivas. Se q for uma

dimensão subespacial mais alta selecionada, a complexidade das gerações de unidades densas

é O(q + qn), sendo uma tarefa quadrática em termos de unidades.

O desenvolvimento do algoritmo CGDBSCAN tem como base a modificação do al-

goritmo GDDBSCAN com a agregação do coeficiente de migração, utilizado para otimizar e

melhorar o algoritmo original (ZHANG; XU, Z.; SI, 2013). O processo de otimização é incor-

porado principalmente nos seguintes aspectos: (I) A densidade da grade com base na concepção

da contribuição que considera a distribuição espacial dos pontos dentro da malha de grades, para

otimizar o agrupamento sem aumentar o número de grades; (II) Diferentes grades podem ser

distinguidas com precisão de acordo com a densidade da malha de grade e o valor do parâmetro

do agrupamento ε, pode ser determinado com maior precisão. (III) O coeficiente de migração

que concentra os pontos de dados para delimitar os limites do agrupamento (ZHANG; XU, Z.;

SI, 2013).

Os algoritmos de Agrupamento Baseado em Grade, refletem uma resolução de baixa

complexidade de tempo, alta escalabilidade e com adequação para processamento paralelo,

porém o resultado do agrupamento é sensível à granularidade (o tamanho de malha), que efeti-

vamente compromete a qualidade dos grupos.

2.4 AGRUPAMENTO BASEADO EM DENSIDADE

O método de Agrupamento Baseado em Densidade consiste na construção de agrupa-

mentos de forma arbitrária, a partir de um conjunto de dados aberto no espaço euclidiano de

acordo com as densidades das regiões. A construção do agrupamento requer definição do con-

ceito de densidade, conectividade e limite, que estão efetivamente relacionados aos vizinhos

mais próximos. A formação do agrupamento reflete a representação de um grupo denso de

dados, com formato irregular e crescimento em qualquer direção, conforme a densidade. Este

comportamento permite observar que os algoritmos que abordam esta metodologia são capa-

zes de encontrar agrupamentos de formas arbitrárias e incorporam o controle dos elementos

identificados como ruídos (BERKHIN, 2006).

Alguns algoritmos foram elaborados para aplicar o método de Agrupamento Baseado

em Densidade utilizando cálculos do espaço. Deste modo, alguns algoritmos são destacados a

seguir devido à relevância.
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O algoritmo DBSCAN (Density–Based Spatial Clustering of Application with Noise)

é classificado como principal referência para tipo de agrupamento que utiliza dados espaciais

de baixa dimensão (XU et al., 1998). Sendo necessário os parâmetros ε e o minpts, onde ε

é representado por Nε(X) {Y ∈ X |d (X,Y ) ≤ ε} do ponto X no elemento principal que é

representado pela formação da vizinhança através dos pontos minpts. Com isso uma densi-

dade de conectividade de dois elementos X,Y é definida com uma sequência, tal que, cada

uma pertença a um ε (BERKHIN, 2006). É um ótimo algoritmo para gerar agrupamentos de

forma arbitrária, mas não funciona bem com os agrupamentos de diferentes densidades (RANI;

ROHIL, 2013). Outra característica do algoritmo é a forma como são tratados os pontos que

não atendem os parâmetros ǫ e o MinPts, pois são classificados como ruídos e descartados no

processo de agrupamento.

O DBSCAN é dependente do ǫ e da frequência de elementos dentro da vizinhança para

definir um conceito de um ponto central. Porém, em bancos de dados espaciais são encontrados

elementos estendidos em forma de polígonos em vez de pontos, sendo que qualquer predicado

reflexivo e simétrico é suficiente para definir uma vizinhança. Uma alteração no processo para

considerar medidas adicionais (como intensidade de um ponto) podem ser usada ao invés de

uma contagem simples, o que levou a construção do algoritmo GDBSCAN (SANDER et al.,

1998).

Outro algoritmo que trata agrupamento de forma arbitrária e com ruídos é DENCLUE

(Density-Based Clustering) (HINNEBURG; KEIM et al., 1998). Este algoritmo consiste em

aplicar o conjunto de dados na estrutura da grade através da localização das células de alta

densidade, com base no valor médio (maior) se D(média(c1),média(c2)) < 4 então conecte

c1, c2 utilizando uma abordagem de busca baseado na técnica de Hill-Climbing que busca uma

solução sub-ótima e a solução é melhorada repetidamente até que alguma condição seja maxi-

mizada, obtendo a máxima local da função de densidade geral e realizando a mesclagem para

criar a formação dos agrupamentos (SAJANA; RANI; NARAYANA, 2016).

O algoritmo ISB-DBSCAN implementa melhorias no DBSCAN baseado na influência

do espaço e detecção de pontos na fronteira incorporando processos para aumentar o desem-

penho na detecção de agrupamentos adjacentes com várias densidades e pontos de borda (LV

et al., 2016). Atua juntamente com a utilização do parâmetro K para definir a quantidade de

agrupamentos, removendo os parâmetros ε e minpts caraterísticos do DBSCAN. Este modelo

de processo é obtido através da busca dos vizinhos mais próximos de cada elemento no con-

junto de dados, empregando o método de hashing que gera uma estrutura de indexação sensível

à p − estável ajustada para agregar escalabilidade. Em seguida é identificado grupos adja-

centes com várias densidades aproveitando o novo relacionamento de vizinhança: a relação

ISk − neighborhood, onde ISk representa o espaço de influência de cada elemento. A de-

tecção de ruídos através do conceito de densidade acessível reflete um contraste ao algoritmo

DBSCAN tradicional, pois o ISB-DBSCAN considera os processos para obter as definições dos

pontos centrais a densidade direta alcançável e a densidade acessível ISk − neighborhood, ao
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invés de ε e minpts. Esta nova relação de vizinhança realizado pelo ISB-DBSCAN, agrega de-

sempenho e a não necessidade de conhecimento prévio do conjunto de dados (LV et al., 2016).

Uma outra abordagem de agrupamento de dados é através do uso de pixels que repre-

senta uma técnica de segmentação de imagem importante. Embora uma grande quantidade

de algoritmos de agrupamento tenham sido publicados, seu desempenho geralmente depende

muito de parâmetros especificados pelo usuário, podendo ser um problema nas atividades prá-

ticas de agrupamento de dados na segmentação de imagens (HOU; GAO; LI, X., 2016). Deste

modo, um algoritmo sem a dependência de parâmetros iniciais é o algoritmo DSets-DBSCAN

(HOU; GAO; LI, X., 2016), que utiliza uma abordagem baseada na combinação dos algoritmos

de Conjunto Dominante (DSets) e DBSCAN. O processo inicial consiste em aplicar a equali-

zação do histograma à matriz de similaridade em pares de dados e gerar o resultado de grupos

de DSets sem a necessidade dos parâmetros especificados pelo usuário, para em seguida aplicar

os agrupamentos de DSets no DBSCAN, onde os parâmetros de entrada são determinados com

base nos resultados do DSets. O algoritmo DSets-DBSCAN é capaz de gerar agrupamentos de

formas arbitrárias sem qualquer paramento de entrada (HOU; GAO; LI, X., 2016).

Também nesta característica de algoritmo que não depende dos parâmetros de entrada,

foi elaborado o algoritmo HDBSCAN (MCINNES; HEALY; ASTELS, 2017). Formado por

métodos de agrupamento hierárquico tratando ruídos a partir da densidade. Baseado no DBS-

CAN, que sobre diversos valores de ε, considera como resultado o agrupamento que encontrar

a melhor estabilidade sobre o ε, o HDBSCAN busca agrupamentos de diferentes densidades

através de métodos hierárquicos para compor grupos mais robustos.

Os algoritmos de agrupamento baseado em densidade refletem eficiência em agrupa-

mentos com forma arbitrária, mas apresentam um baixo grau de qualidade quando a densidade

dos espaços de dados não é uniforme. Também são extremamente sensíveis aos parâmetros de

entrada e da necessidade de muita memória para processamento quando o volume de dados é

grande (KHAN et al., 2014).

2.5 AGRUPAMENTO POR PROPAGAÇÃO DE AFINIDADE

O Agrupamento por Propagação de Afinidade é uma abordagem diferenciada aos mé-

todos relacionados na identificação de grupo, pois considera simultaneamente todos os dados

como potenciais exemplares para formação de grupos e as mensagens são transmitidas ou troca-

das entre os pontos de dados até que surja um conjunto de exemplares de alta qualidade criando

um agrupamento (REFIANTI; MUTIARA; SYAMSUDDUHA, 2016). Cada dado é tratado

como centro de um grupo e é calculado o valor da distância euclidiana entre dois dados para

classificar sua afinidade. Mas somente o dado que possui a maior soma de afinidade encon-

trada em relação a outros elementos é consolidado como centro do agrupamento. Embora o

método de Propagação de Afinidade apresente uma solução melhor na qualidade dos grupos, há

limitação relacionada ao seu desempenho (REFIANTI; MUTIARA; SYAMSUDDUHA, 2016).
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Diversos algoritmos foram elaborados para aplicar o método de Propagação por Afini-

dade, aprimorando as técnicas dos processos, sendo alguns destacados a seguir devido à rele-

vância.

O algoritmo Affinity Propagation (AP) representa efetivamente o método de Propaga-

ção por Afinidade (FREY; DUECK, 2007). O mesmo demanda a necessidade de receber como

parâmetro de entrada um valor S de afinidade para obter os agrupamentos sem a necessidade de

informar o número K que representaria o número de agrupamentos. O processo do algoritmo

consiste na procura de agrupamentos recursivamente, através de um processo iterativo, utili-

zando mensagens dos valores de afinidade que são transmitidas ou trocadas entre os elementos

até que apareça um conjunto de exemplares de alta qualidade de um conjunto correspondente.

O processo de propagação da afinidade recebe como entrada uma coleção de semelhanças de

valor real entre elementos, onde a similaridade S(xi,yj) indica o quão bem o ponto de dados

com o índice j é adequado para ser o exemplo do elemento de dados i, sendo que o objetivo é

minimizar o erro ao quadrado e então cada semelhança é definida como um erro ao quadrado

negativo (Distância Euclidiana). Esta característica do algoritmo gera uma complexidade de

tempo elevado, não sendo apropriado para um conjunto de dados grande (REFIANTI; MUTI-

ARA; SYAMSUDDUHA, 2016).

O algoritmo Adaptive Affinity Propagation (AAP) foi elaborado por Wang et al. (2008).

Busca suprir o problema referente a identificação de qual é o melhor valor S de afinidade a ser

definido para produzir um agrupamento ideal, visto que o método original de propagação da

afinidade utiliza este valor para compor os agrupamentos. O algoritmo trata também os casos

em que ocorrem oscilações de um elemento a cada iteração fazendo com que o processo não

atinja a convergência. No método original esta situação de oscilação é solucionada através do

uso do fator de amortecimento, que quanto maior o valor do fator de amortecimento, mais lento

se torna o processo (WANG et al., 2008). São três processos principais que consolidam as

técnicas do algoritmo: (I) Adaptive Damping é o processo de ajuste do fator de amortecimento

para eliminar oscilações de forma adaptativa; (II) Adaptive Escape é o processo de escapar das

oscilações ao diminuir o valor de preferências quando o método de amortecimento adaptativo

falha; (III) Adaptive Preference Scanning é o processo de busca do espaço de preferências o qual

descobre a solução de agrupamento ideal para o conjunto de dados (REFIANTI; MUTIARA;

SYAMSUDDUHA, 2016).

Outra abordagem desenvolvida é o algoritmo Partition Affinity Propagation (PAP) (XIA

et al., 2008). Consiste na técnica de reduzir o número de iterações através da suposição de

amostragem dos dados, passando primeiro as mensagens dos valores de afinidade dos elementos

nos subconjuntos de dados, para em seguida combinar o número das etapas iniciais de iteração

e assim reduzir a quantidade de iterações. O método consiste em dada a base de dados, a

matriz de similaridade inicial é gerada e aplicando ações de decomposição da matriz original

em submatrizes para reduzir o tempo e diminuir o número de iterações.
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Segundo Serdah e Ashour (2016), os algoritmos deste grupo apresentam deficiências

quando aplicados em bases de dados de grande escala. A partir dessa problemática, foi desen-

volvida uma versão modificada do algoritmo AP acrescentando dois métodos para agrupamento

de dados em larga escala envolvendo os conceitos do algoritmo K-Affinity Propagation (KAP)

(SERDAH; ASHOUR, 2016) e Inverse Weighted Clustering (IWC) (SERDAH; ASHOUR,

2016). Os processos seguem as ações de: (I) Dividir um conjunto de dados em vários sub-

conjuntos utilizando uma das duas modalidades de fragmentação aleatória ou K-Means; (II) Os

subconjuntos são agrupados em K grupos usando o algoritmo KAP para selecionar exemplos de

grupos locais em cada subconjunto; (III) O algoritmo IWC é realizado em todos os exemplares

de grupos locais para selecionar exemplos globais do conjunto de dados; (IV) Todos os pontos

de dados são agrupados pela similaridade entre todos os exemplares globais para finalizar o pro-

cesso. Este tipo de abordagem reduz significativamente o tempo de agrupamento alcançando

grupos eficientes e precisos para o conjunto de dados em grande escala (SERDAH; ASHOUR,

2016).

Outra abordagem de processo consiste no algoritmo de Adjustable Preference Affinity

Propagation (APAP) (LI et al., 2017). Difere do algoritmo AP em relação ao valor inicial, pois

cada preferência de elemento Pk é determinado independentemente da distribuição de dados

e o Pk será ajustado automaticamente durante o processo de iteração. O processo padrão do

algoritmo de AP consiste em utilizar uma constante Pk compartilhada globalmente, sendo que

todos os valores das preferências dos elementos são parametrizados a partir desta única cons-

tante podendo levar a soluções sub-ótimas de agrupamento. Desta forma o algoritmo APAP

aplica o processo em que cada preferência de elemento Pk é determinada independentemente

e de acordo com a distribuição de dados no estágio inicial, sendo ajustada automaticamente de

acordo com os efeitos mútuos entre os exemplares durante o processo de iteração (LI et al.,

2017).

A partir do método de Agrupamento por Propagação de Afinidade, vários algoritmos

foram elaborados para superarem as limitações através de diversas técnicas, sem detrimento da

qualidade dos agrupamentos.

2.6 FUNÇÕES DE DISTÂNCIA E SIMILARIDADE

A diversidade de métodos resultaram em algoritmos categorizados conforme apresen-

tado nas seções anteriores. Esses algoritmos foram desenvolvidos para consolidar os métodos

teóricos com objetivo de averiguar e mensurar a eficiência, mediante os diferentes tipos e vo-

lumes de bases de dados. Dentre os vários algoritmos, um ponto fundamental do processo

refere-se a identificação da distância (dissimilaridade) e similaridade dos dados, que são rea-

lizados através do cálculo para reconhecer a relação entre os diversos dados das amostras. A

Tabela 1 apresenta as funções comuns de distância e similaridade aplicados em diversos grupos

de algoritmos para agrupamentos.
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Tabela 1 – Funções de Distância e Similaridade.

Função Equação Detalhes

Distância
Minkowski

(

∑d
i=1 |xi − yi|

n
)

1
n

Definições de distância por:
1.City-block quando n = 1
2.Euclidiana quando n = 2
3.Chebyshev quando n = ∞

Distância
Euclidiana

(

∑d
i=1

∣

∣

∣

xi−yi

sl

∣

∣

∣

2
)

1
2

Onde S representa o desvio
padrão, sendo uma distância
euclidiana ponderada com
base no desvio padrão.

Distância
Mahalanobis

√

(~x − ~y)T S−1 (~x − ~y)
Onde S é a matriz de
covariância dentro do
agrupamento.

Distância
Coseno

1 −
(

u.v
‖u‖2‖v‖2

) Onde u e v representam
os vetores.

Similaridade
Jaccard

1 −
(
∑d

i=1
min(xi,yi)

∑d

i=1
max(xi,yi)

)

Onde x e y representam
os vetores.

Distância
Hamming

n −
∑n

i=1 xiyi −
∑n

i=1 (1 − xi) (1 − yi)

Sendo calculado o desajuste entre
os valores de atributos x e y, sendo
calculado o número mínimo de
substituições necessárias para
alterar entre os ponto de dados.

Fonte: Deza; Deza, E., 2009

Mediante as funções descritas na Tabela 1, é relevante destacar que as equações repre-

sentam mecanismos de cálculos que diferem nos resultados da construção dos agrupamentos e

que através de um aspecto comparativo, referente a eficácia dos algoritmos, representa um fator

importante no processo de parametrização dos algoritmos.
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3 QUALITY GROUPS OF SIMILARITY CLUSTERING (QG-SIM)

O algoritmo Quality Groups of Similarity Clustering (QG-SIM) foi desenvolvido por

Masiero, Tonidandel e Aquino Junior (2013) para agregar funcionalidades que permitam obter

a modelagem dos usuários através de semelhanças mínimas para composição de grupos. Dentro

do cenário onde a base de dados é composta por informações que inviabilizem a definição

prévia do número (K) grupos, necessário para execução de vários modelos de algoritmos (como

por exemplo a escolha inicial de K para o algoritmo K-means (MACQUEEN et al., 1967)

, AHC (CARROLL et al., 2011), entre outros), o algoritmo QG-SIM representa um modelo

de algoritmo adequado para este tipo de cenário, pois demanda apenas de um valor Q que

representa o percentual mínimo de similaridade dos elementos para formação dos grupos.

Para compreender os processos realizados pelo algoritmo, uma visão preliminar consiste

no cálculo de similaridade e normalização dos dados, sendo tratado nas seções abaixo.

3.1 CÁLCULO DA SIMILARIDADE

Das diversas funções de distância e similaridade apresentadas na Tabela 1, a função

utilizada para construção do algoritmo QG-SIM realizado por Masiero, Tonidandel e Aquino

Junior (2013), consiste na identificação da distância (dissimilaridade) e similaridade através do

modelo de distância euclidiana (DEZA; DEZA, E., 2009) representada pela equação 1.

Sim (X,Y ) =

√

√

√

√

n
∑

i=1

(Xi + Yi)
2 (1)

Sendo que X e Y na equação 1 representam os vetores com informações de coordenadas

dos objetos.

Sim (X,Y ) =
n
∑

i=1

|Xi − Yi| (2)

Representando a simplificação da equação 2 dos vetores de coordenadas dos objetos .

Sim (~x,~y) =
√

(~x − ~y)T .S−1. (~x − ~y) (3)

Onde S na equação 3 representa a matriz de covariância.

Esses métodos são aplicados em variáveis numéricas e não categóricas. Para suportar o

uso em variáveis categóricas que são representadas por 0 e 1, é necessário utilizar um método

que viabilize a combinação de variáveis categóricas com representação de pesos, sendo neces-

sário também determinar um valor de similaridade para cada característica (similaridade local)

através da equação 4 e posteriormente o valor de similaridade para o objeto como um todo

(similaridade global) através da equação 5 (MASIERO; TONIDANDEL; AQUINO JUNIOR,

2013).

sim (Xi,Yi) = 1 −

(

|Xi − Yi|

(max − min)

)

(4)
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No cálculo da similaridade global é utilizado o método descrito na equação 5, junta-

mente com os demais métodos apresentados (MASIERO; TONIDANDEL; AQUINO JUNIOR,

2013).

Sim(X,Y ) =

∑

Wi.sim (Xi,Yi))
∑

Wi

(5)

Onde Wi representa o peso para variável de característica do elemento.

O resultado dessa etapa consiste na composição da matriz de similaridade entre todos os

objetos contendo os resultados da aplicação do modelo de distância euclidiana nos elementos da

base de dados para aplicação na construção dos agrupamentos. Os valores são constantemente

atualizados mediante o processo de composição dos grupos mantendo a premissa de que a

distância dos elementos tenha como valor mínimo de percentual de similaridade indicado como

parâmetro Q ao algoritmo QG-SIM.

3.2 NORMALIZAÇÃO DOS DADOS

Consiste no processo de padronizar os valores das variáveis mantendo-os entre 0 e 1. A

equação 6 descreve um modelo de normalização que divide o valor da característica do objeto

pelo valor máximo encontrado entre os objetos (KAUFMAN; ROUSSEEUW, 2009).

XiNormalizado =
Xi

maxX

(6)

Na utilização da equação 6 pode ocorrer a generalização nas informações devido à con-

centração dos dados em um determinado intervalo. Esta situação ocorre principalmente quando

a média dos dados não é a melhor medida de dispersão a ser utilizada na identificação do ponto

médio. A equação 7 permite uma normalização que melhor representa os valores reais (KAUF-

MAN; ROUSSEEUW, 2009).

xiNormalizado =
xi − minxi

maxxi − minxi

(7)

Para validar se a média não está tendenciosa, devido a algum tipo de ruído nos dados,

o desvio padrão dos dados deve ser no máximo 30% da média (σ ≤ 0.3.µ) (CARROLL et

al., 2011), caracterizando que os dados representam uma dispersão média para os valores que

são classificados como dados homogêneos. Caso o valor de σ seja maior que isso, os dados

estão tendenciosos devido a um dado ruidoso existente, o que resulta em alta dispersão e na

classificação como dados heterogêneos.

Para compor um cenário com dados homogêneos é necessário determinar um valor de

corte para o máximo e outro para o mínimo da variável, e assim as escalas e quantidade da

amostra são mantidas após a normalização.
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3.3 ALGORITMO QG-SIM

O algoritmo QG-SIM demanda de um valor de similaridade Q para identificar os gru-

pos, garantindo a similaridade em todos os elementos dos grupos com base no parâmetro Q. O

valor de parâmetro Q representa o limite mínimo com variação de 0 (totalmente diferente) a 1

(totalmente similar). Este valor é utilizado no algoritmo como a relação da distância Euclidiana

de dois pontos, de modo que considerando os elementos p e q, temos a similaridade(p,q) re-

presentada por 1-Distância Euclidiana(p,q) (MASIERO; TONIDANDEL; AQUINO JUNIOR,

2013).

As fases que descrevem os processos do algoritmo QG-SIM são representadas por: (I)

preparação de dados; (II) seleção de conjuntos; (III) Refinamento dos grupos. Sendo que os

métodos aplicados nos processos são caracterizados através das definições de Masiero, Toni-

dandel e Aquino Junior (2013).

Definição 1. (Related Set) Representa o conjunto relacionado de um elemento o sendo de-

notado por RS(o) e definido pela equação 8.

RS (p ∈ P ) = {∀p ∈ P/similaridade (p,q) ≥ Q} (8)

Onde P representa o domínio da base de dados e Q representa o valor de similaridade com

limites entre 0 e 1.

Para cada Related Set existe uma quantidade de elementos que atendem o valor de simi-

laridade Q em relação ao alvo p. Mesmo que todos os elementos contidos em um Related Set

sejam similares ao parâmetro p, não há garantia que um elemento q seja similar ao elemento

r, sendo que q, r ∈ RS(p). Dessa forma, procura-se um subconjunto de RS(p), onde esse

subconjunto atenda o valor mínimo de Q entre todos os elementos pertencentes a ele. Esse

subconjunto é chamado de Reduced Related Set com a definição a seguir (MASIERO; TONI-

DANDEL; AQUINO JUNIOR, 2013).

Definição 2. (Reduced Related Set) Representa um conjunto relacionado reduzido de p, de-

notado por RRS(p), é um grupo de elementos formados pela equação 9.

RRS(p) = {{c1...cn} ∈ RS(p)/similaridade(ci,cj) ≥ Q, 1 ≤ i ≤ n, 1 ≤ j ≤ n} (9)

Apesar da existência de diversos subconjuntos RRS(p) ∈ RS(p), tendo este grupo for-

mado apenas por elementos que sejam similares a todos os outros existentes no RRS(p), entre-

tanto, procura-se o maior RRS(p) ∈ RS(p) através da busca de um elemento qi ∈ RS(p) com

a Maior Interseção Comum (MIC) definida a seguir (MASIERO; TONIDANDEL; AQUINO

JUNIOR, 2013).
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Definição 3. (MaoirInterseçãoComum) Tendo RS(p) ∈ P que contém os elementos q1, q2,..., qn,

a maior interseção comum deste RS é denotada pela equação 10.

MIC(p) = qi ∈ RS(p)|RS(p) ∩ RS(qi) :

max(RS(p) ∩ RS(q1), RS(p) ∩ RS(q2),..., RS(p) ∩ RS(qn))
(10)

Com base no MIC (definição 3) o próximo passo do QG-SIM é buscar pelo Maior

Grupo Similar(MGS) através do processo recursivo que atender a definição a seguir (MASI-

ERO; TONIDANDEL; AQUINO JUNIOR, 2013).

Definição 4. (MaiorGrupoSimilar) Tendo RS(p) ∈ P , o maior grupo similar de elemen-

tos p e os grupos {q1, q2, ..., qn ∈ RS(p)} é denotado pela seguinte equação 11.

T0 = RS(p) ∩ RS(MIC(p))

T1 = RS(T0) ∩ RS(MIC(T0))

∀Tn 6= ∅ : Tn = RS (Tn−1) ∩ RS (MIC (Tn−1))

MGS(p) = p ∪ MIC(p) ∪ MIC(T0) ∪ MIC(T1) ∪ ... ∪ MIC(Tn)

(11)

A representação do melhor RRS é obtida pelo maior número de elementos no Related

Set inicial através do processo do MGS que adota o RRS do elemento p, resultando em um

conjunto sub-ótimo para o RRS(p).

A próxima ação consiste em encontrar o menor número de subconjuntos RRS ∈ P para

que todos os membros estejam em P . O conjunto de RRS ′s é chamado de C. Para definição

de RRS é necessário utilizar uma métrica que considere o maior número de elementos mais

concentrados, sendo que o cálculo da densidade do RRS utiliza como base o coeficiente de

variação dos dados, através da definição a seguir (MASIERO; TONIDANDEL; AQUINO JU-

NIOR, 2013).

Definição 5. (Função Densidade) A densidade de RRS(p) é calculada pela seguinte equação

12:

Densidade (RRS (p)) =
QtdElementos (RRS (p))

CV (RRS (p))
(12)

Onde CV (RRS(p)) representa o Coeficiente de Variação para RRS(p)).

Para obter o Coeficiente de Variação (CV ) para o RRS(p), são calculados os valores a

partir da equação 13.

CV =
σ (RRS (p))

µ (RRS (p))
(13)

Onde σ(RRS(p)) representa o desvio padrão dos elementos em RRS(p) e µ(RRS(p)) consiste

na média dos elementos em RRS(p).

A densidade é calculada para todos RRS ∈ P conforme a definição 5, onde o algo-

ritmo QG-SIM seleciona o RRS que possui maior valor de densidade para torna-se parte de C.
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Para CV (RRS(p)) com valor igual a zero, a densidade será definida apenas pela quantidade

de elementos em RRS(p). Neste processo todos os elementos em C não são considerados nas

próximas seleções e com isso quando um RRS é eleito como parte de C, os valores de densi-

dades são recalculados para todos os RRS ∈ P , excluindo qualquer elemento pertencente a C

(MASIERO; TONIDANDEL; AQUINO JUNIOR, 2013).

Para elementos no RRS que não foram atribuídos ao grupo C, existentes através da fun-

ção de densidade, é aplicado o algoritmo 1 (MASIERO; TONIDANDEL; AQUINO JUNIOR,

2013).

Algoritmo 1 - Função para inserir elementos não selecionados em grupos existentes

Dado a seleção RRS, chamada A de um grupo alvo p1 e um conjuntos de grupos C:

Função inserirNovoGrupo(A)
Ordene C de forma decrescente pela Ci

⋂

A
Enquanto B! = ∅ faça

Para cada p ∈ B faça
Para cada C ∈ C faça

Para cada q ∈ C faça
Se similaridade (p,q) ≥ Q Então

C = C + p
B = B − p

Fonte: Masiero; Tonidandel; Aquino Junior, 2013

Caso o elemento de um determinado RRS não tenha sido atribuído a um grupo C após

a execução do algoritmo 1, este RRS torna-se um grupo do conjunto C. Depois de não haver

nenhum RRS a ser escolhido em P todos os elementos foram representados em C. Para os ele-

mentos em RRS que apresentam interseções entre grupos C, o processo elimina as interseções

à esquerda para todo o RRS em C, transformando em um conjunto independente denotado pela

definição 6 (MASIERO; TONIDANDEL; AQUINO JUNIOR, 2013).

Definição 6. (Conjuntos Independentes) Representa dois conjuntos A e B que são conside-

rados independentes se A ∩ B = ∅.

Tendo a premissa dos grupos que não há interseção entre eles, a separação dos grupos é

realizada com base em suas centroides através do algoritmo 2 observando que cada RRS está

relacionada a um elemento p (MASIERO; TONIDANDEL; AQUINO JUNIOR, 2013).

A identificação da centroide consiste em dado o conjunto de características c1...cm per-

tencentes a um objeto p, e um grupo de n objetos denotados por A, onde p ∈ A. O centroide de

A contém as características k1...km é definido pela equação 14:

∀p ∈ Λ,∀k ∋ Centroide (A) ,ki =
n
∑

j=1

pj (ki)

n
,1 ≤ i ≤ m (14)
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Algoritmo 3 - Função para criar os agrupamentos

Tendo um grupo de RRS chamada de R de cada grupo p ∈ P

Inicialize C = ∅
Inicialize S = ∅
Repita

Selecione um grupo p ∈ (P − C) com max(densidade(RRS(p)) ∈ (P − C))
Adicione todos grupos ∈ RRS(p) em C
AUX = inserirNovoGrupo(RRS(p))
SeAUX! = ∅ Então

AdicioneRRS(p) para o conjunto de grupos S
Para cada q ∈ S Faça

criarConjutosIndependentes(q,RRS(p)))
Até que (P − C) == ∅

O resultado final é um conjunto de grupos em S, sendo que cada conjunto ∈ S é um
agrupamento.

Fonte: Masiero; Tonidandel; Aquino Junior, 2013

Definição 7. (Possível União de Grupos) Tendo os conjuntos A e B para possível união se

∀ p ∈ A e ∀ q ∈ B|similaridade(p, q)≥ Q.

Neste momento, os agrupamentos em C são a solução final do algoritmo QG-SIM, for-

mando os grupos otimizados de elementos que compartilham uma similaridade ≥ Q entre

todos os elementos de um grupo.
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4 PROCESSO DE ANÁLISE DOS ALGORITMOS

O algoritmo QG-SIM elaborado por Masiero, Tonidandel e Aquino Junior (2013), tem

como motivação o uso em grupos formados por perfis de usuários. Porém, a característica do

algoritmo em que apenas é necessário informar o parâmetro Q que representa a similaridade

mínima entre os elementos para formação de grupos fomenta a hipótese da aplicação do algo-

ritmo em uma ampla gama de problemas que derivam da falta de conhecimento preliminar dos

dados e que viabiliza a aplicação de uma Análise Exploratória de Dados-AED para formação

de agrupamentos (MCINNES; HEALY, 2017).

Dentre os muitos algoritmos de agrupamento descritos no capitulo 2, uma questão rele-

vante é identificar qual modelo de algoritmo melhor representa a classificação de conjunto de

dados. Obviamente, um algoritmo especializado em agrupamento de texto apresenta um me-

lhor resultado para agrupar os dados de texto, assim como os dados obtidos através da avaliação

de Interação Humano-Computador podem ser classificadas através de classificações nominais,

ordinais, de intervalo e de razão (STEVENS et al., 1946; KIESS, 1989); dados qualitativos e

quantitativos (HIX; HARTSON, 1993); dados subjetivos e objetivos (MEISTER; RABIDEAU,

1965).

Sendo assim, algumas informações sobre o conjunto de dados é relevante para restringir

a escolha de um algoritmo de agrupamento e compor os parâmetros mais adequados para a

execução do algoritmo no conjunto de dados.

Mas, quando se trata de um conjunto de dados cuja as informações não são claras para

permitir identificar a utilização de um algoritmo específico e também não é possível obter de

forma clara os valores necessários para informar nos parâmetros de execução do algoritmo, é

necessário abordar a aplicação do processo de AED (MCINNES; HEALY, 2017).

O processo AED, através de algoritmos de agrupamento, tem como objetivo proporci-

onar conhecimento a partir do resultado da execução do algoritmo segundo McInnes e Healy

(2017) demanda necessariamente das seguintes características:

a) parâmetros intuitivos: os algoritmos de agrupamento necessitam de parâmetros

para execução, mas se o conhecimento sobre o conjunto de dados é limitado, fica

difícil determinar qual o valor de configuração para os parâmetros. Isso significa

que os parâmetros precisam ser intuitivos o suficiente para que seja informado sem

precisar de conhecimento prévio do conjunto de dados;

b) agrupamentos estáveis: a execução do algoritmo duas vezes com uma suave inici-

alização diferente, ou seja, com uma pequena variação de valores nos parâmetros,

deve-se obter aproximadamente os mesmos agrupamentos;

c) qualidade no agrupamento: avaliar a qualidade do agrupamento através dos indi-

cadores, pois resultados ruins levam à falsas intuições que, por sua vez, levam a

uma análise completamente errada e demonstra a ineficiência do algoritmo para o

conjunto de dados.
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Diante da hipótese de aplicação do algoritmo QG-SIM em conjuntos de dados que de-

mandam de AED (MCINNES; HEALY, 2017) para formação de agrupamentos, busca-se obter

a avaliação dos agrupamentos obtidos pelo algoritmo através dos indicadores de qualidade e

com isso utilizar como base no processo comparativo para as demais implementações de algo-

ritmos, permitindo assim compor informações para mensurar a eficácia algoritmo aplicado aos

conjuntos de dados.

Os algoritmos elegíveis AHC (CARROLL et al., 2011), CURE (GUHA; RASTOGI;

SHIM, 2001), ROCK (GUHA; RASTOGI; SHIM, 2000), BIRCH ( ZHANG; RAMAKRISH-

NAN; LIVNY, 1996), GENIE (GAGOLEWSKI; BARTOSZUK; CENA, 2016) e HDBSCAN

(MCINNES; HEALY; ASTELS, 2017) para o processo comparativo e analítico, compõem a ca-

tegoria que utiliza o método de Agrupamento Hierárquico ou que apresenta em sua construção

características híbridas na utilização dos métodos, como por exemplo o HDBSCAN, que aplica

métodos de Agrupamento Baseado em Densidade e Hierárquico.

A delimitação comparativa do QG-SIM em relação a algoritmos que aplicam métodos de

Agrupamento Hierárquico, é relevante devido ao fato de que alguns métodos de Agrupamento

Hierárquico observados no capítulo 2 foram aplicados para elaboração do algoritmo QG-SIM,

compondo como principal característica dos algoritmos deste grupo o fato de utilizar a matriz

de similaridade para determinar os agrupamentos.

Outro aspecto relevante, consiste na análise da relação Q vs K, que representa o per-

centual de similaridade utilizado no QG-SIM para compor o resultado do número K grupos.

Este comparativo busca correlacionar a eficácia do conceito de similaridade, quando aplicado

em conjunto de dados que derivam da falta de conhecimento prévio dos dados, inviabilizando

a determinação do número K ótimo, que representa para os algoritmos hierárquicos uma infor-

mação mandatória para composição dos agrupamento.

A relevância da análise comparativa através dos indicadores de qualidade dos agrupa-

mentos, é baseada na diversidade dos conjuntos de dados, com abrangência formada por dados

homogêneos que suportam a aplicação da distância euclidiana e que caracterizem cenários de

complexidade para composição do grupos.

Baseado no conjunto de dados e nos resultados dos agrupamentos obtidos pelos algo-

ritmos, é possível observar e analisar características de comportamento dos métodos para men-

surar em qual tipo de domínio de dados os algoritmos analisados apresentam desvantagem e

degradação em relação aos indicadores de qualidade dos agrupamento obtidos pelo algoritmo

QG-SIM.

As seções a seguir descrevem as características dos conjuntos de dados aplicados à es-

tratégia de utilização dos indicadores de qualidade e análise de ruídos.
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4.1 CARACTERÍSTICAS DOS CONJUNTOS DE DADOS

Para avaliar o comportamento do algoritmo QG-SIM através do aspecto analítico, em

comparação a outros modelos de algoritmos, são utilizados conjuntos que representam dados

equilibrados e desequilibrados, de diferentes formas e que agregam homogeneidade. A repre-

sentação de cada conjunto de dados sintéticos é formada pela indicação da amostragem (n) e a

quantidade de atributos (d), juntamente com a descrição da composição dos dados. Observe que

a maioria dos conjuntos de dados já foram utilizados na literatura para verificar o desempenho

de vários outros algoritmos:

a) Ruspini (n=75, d=2) (RUSPINI, 1970), representa um conjunto de dados com

quatro grupos. É popularmente aplicado para ilustrar técnicas de agrupamento

(Figura 5 (a));

b) Data_195 (n=195, d=2) (MASIERO; TONIDANDEL; AQUINO JUNIOR, 2013),

elaborado para apresentar uma característica em que alguns dados são formandos

de modo isolado em relação aos demais, sendo apresentados como dados de ruído

na amostragem. Porém, os algoritmos devem utilizar esses ruídos como parte

importante da amostra de dados e devem ser identificados a um grupo (Figura 5

(b));

c) Data_170 (n=170, d=2) (MASIERO; TONIDANDEL; AQUINO JUNIOR, 2013),

representa a proliferação de dados com densidade similar, sendo um cenário com-

plexo para identificação dos grupos (Figura 5 (c));

d) S1 (n=2300, d=2) (CAMPELLO; MOULAVI; SANDER, 2013), representa a pro-

liferação de dados com densidade variável não linear, formando um cenário com-

plexo para identificação de grupos (Figura 5 (d)).

Os próximos conjuntos de dados descrevem dados reais (não sintéticos), obtidos do re-

positório UCI repository of machine learning databases (DHEERU; TANISKIDOU, 2017) e

Kaggle Datasets (KAGGLE, 2011), disponíveis para uso e avaliação de algoritmos de agru-

pamento com características que demandam a Análise Exploratória de Dados, pois o conheci-

mento preliminar sobre os dados é limitado:

a) Soybean (n=47, d=35, k=4) (DHEERU; TANISKIDOU, 2017), conjunto de dados

resumido com informações sobre doenças de Michalsk que afetam a soja, com

diagnóstico agrupados em 4 grupos determinados;

b) Breast Cancer Wisconsin (n=569, d=30, k=2) (KAGGLE, 2011), conjunto de

dados disponibilizados pelo Dr. Wolberg, que relata os casos clínicos com infor-

mações que caracterizam um nódulo mamário, formando grupos que identificam

o câncer como benigno ou maligno;

c) Absenteeism at Work (n=740, d=20) (MARTINIANO et al., 2012), conjunto de

dados sobre Absenteísmo no trabalho. Foi usado em pesquisa acadêmica na Uni-

versidade Nove de Julho - Programa de Pós-Graduação em Informática e Gestão
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A utilização dos conjuntos de dados que representam cenários distintos, buscam viabi-

lizar a análise dos algoritmos para compreender o comportamento dos métodos desenvolvidos

para identificar os agrupamentos, agregando assim informações relevantes sobre o desempenho

e limitações dos algoritmos.

4.2 INDICADORES DE QUALIDADE

O processo de avaliação dos agrupamentos obtidos a partir dos algoritmos demanda de

aspectos analíticos e matemáticos para compor um fator que delimite a qualidade do resultado,

pois a formação dos grupos são efetivamente dependentes de dados do usuário e do domínio,

caracterizando informações subjetivas (RENDÓN et al., 2011). Para compor as medidas de

avaliação é necessário aplicar alguns modelos apresentados na Figura 6, sendo os de tonalidade

intensa os indicadores utilizados na avaliação da qualidade do agrupamento.

Figura 6 – Indicadores de Qualidade do Agrupamento

Fonte: Autor

Para Rendón et al. (2011), as medidas numéricas que são aplicadas para avaliar vários

aspectos da qualidade do agrupamento são classificadas em dois tipos:

a) índice externo: este índice é usado para medir a semelhança dos agrupamentos ob-

tidos pelo algoritmo com os agrupamentos já determinados no conjunto de dados

(chamado como rótulos de dados), ou seja, o cálculo do índice baseia-se no co-

nhecimento dos agrupamentos já existentes no conjunto de dados com o resultado

do agrupamento obtido pelo algoritmo para mensurar a qualidade e aderência na

interpretação dos dados;

b) índice interno: este índice é usado para medir a estrutura dos agrupamentos sem

rótulos dos dados, ou seja, não há conhecimento prévio dos agrupamentos na base

de dados, o que caracteriza uma abordagem de Análise Exploratória de Dados

para obter conhecimento dos dados.
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Os valores de medições apresentados para Índice de Adjusted Rand Index (ARI) (HU-

BERT; ARABIE, 1985) e Normalized Mutual Information (MNI) (STUDHOLME; HILL;

HAWKES, 1999) são critérios de avaliação de agrupamentos com rótulos (Índices Externos)

e resultam os valores variando de 0 a 1. Os valores que tendem a aproximação de 1 são os valo-

res que indicam a melhor qualidade do agrupamento (AGHABOZORGI; SHIRKHORSHIDI;

WAH, 2015).

Para Índices Internos, as medições representam valores escalares gerando um único nú-

mero real que indica a precisão do agrupamento através dos métodos de Davies-Bouldin Index

(DAVIES; BOULDIN, 1979), Dunn Index (DUNN, 1973) e Silhouette Coefficient (ROUSSE-

EUW, 1987).

Na próxima seção é apresentado um descritivo dos índices que compõem as funcionali-

dades e objetivos de cada método, bem como a representação matemática de cada função.

4.2.1 Índice Externo

A avaliação por índice externo consiste nas medidas do acordo com duas informações

importantes para o processo: (I) o rótulo de classificação do dado ou valor de referência; (II) o

resultado do agrupamento para o elemento.

O rótulo classificação do dado ou valor de referência representa um grupo construído

através do conhecimento humano ou de bases sintéticas em que os dados são agrupados. Neste

tipo de avaliação o índice avalia o quão bem o resultado do agrupamento obtido pelo algoritmo

corresponde ao valor de referência. No entanto, não há uma técnica universalmente aceita para

avaliar a qualidade do agrupamento, pois cada modelo consiste em processos de cálculo distin-

tos no agrupamento (AGHABOZORGI; SHIRKHORSHIDI; WAH, 2015). Diante dos proces-

sos distintos para cálculos dos valores dos índices externos, a Tabela 2 sumariza as informações

e representações matemáticas.

O método de ARI busca superar a limitação sobre o viés de favorecer a comparação de

agrupamentos com níveis mais elevados de granularidade (HUBERT; ARABIE, 1985). Para

NMI, os valores consistem nos resultados entre 0 (sem informação mútua) e 1 (correlação per-

feita), sendo que esta métrica é independente dos valores absolutos dos rótulos, pois uma per-

mutação dos valores do rótulo de classificação ou do agrupamento não alterarão, de qualquer

forma, o valor da pontuação (STUDHOLME; HILL; HAWKES, 1999).

4.2.2 Índice Interno

A avaliação por índice interno ocorre através do processo de avaliação dos resultados

dos agrupamentos usando apenas recursos e informações inerentes a um conjunto de dados.

Geralmente, são usados em casos em que as informações sobre o valor de referência (rótulo

de classificação do dado) é desconhecido. A função aplicada tem como finalidade formalizar o
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Tabela 2 – Funções de Índice Externo

Função Equação Detalhes

Adjusted
Rand Index

ARI =
tp−

(tp+fp).(tp+tn)
tp+tn+fp+fn

(a+b)+(a+b)
2

−
(tp+fp).(tp+tn)
tp+tn+fp+fn

Representação dos elementos:
1.TP mesma classe e grupo
2.TN mesma classe e de grupo
distinto
3.FP classe distinta e mesmo
grupo
4.FN classe distinta e grupo
distinto
(HUBERT; ARABIE, 1985).

Normalized
Mutual
Information

NMI(X,Y ) = I(X,Y )
[H(X))+H(Y ))]/2

Onde:
1.X= Rótulos dos elementos,
2.Y = Agrupamentos
3.H()= Entropia
4.I(,)= Mutual Information
(STUDHOLME; HILL;
HAWKES, 1999).

Mutual
Information

I(X,Y ) =
∑

y∈Y

∑

x∈X p(x,y)log
(

p(x,y)
p(x).p(y)

)

1.p(x,y) função de densidade de
probabilidade conjunta de X e Y
2.p(x) e p(y) são as funções
de densidade de probabilidade
marginal de X e Y
(BATTITI, 1994).

Entropia H(X) = −
∑

x∈X p(x)log (p(x))

Onde:
H(X) e H(Y ) representam os
grupos de classes distintas
(LIN, 1991) .

Fonte: Aghabozorgi; Shirkhorshidi; Wah, 2015

objetivo de obter alta similaridade intra-cluster (elementos dentro de um grupo são semelhan-

tes) e baixa semelhança inter-cluster (elementos de outros grupos são diferentes). A validação

interna compara soluções baseadas em indicador de ajuste entre cada grupo e os dados, sendo

que esse tipo de índice só pode fazer comparações entre as diferentes abordagens de grupos que

são geradas usando o mesmo modelo e métrica (AGHABOZORGI; SHIRKHORSHIDI; WAH,

2015).

Diante dos processos distintos para cálculos dos valores dos índices internos, a Tabela 3

resume as informações e representações matemáticas.

Para o método de Davies-Bouldin a relação entre as distâncias dos agrupamentos é ob-

tida calculando a média geral dos agrupamentos onde quanto menor for a pontuação, melhor é
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Tabela 3 – Funções de Índice Interno

Função Equação Detalhes

Davies
Bouldin
Index

DB = 1
k

∑k
i=1 maxj=1,..,k,i 6=j

(

σi+σj

d(ci,cj)

)

Sendo k o número de
agrupamentos, Cx é
o centroide do grupo x,
para σx é a distância
média entre qualquer
dado no agrupamento
x e Cx, em d(ci,cj) é a
distância entre ci e cj

(DAVIES; BOULDIN,
1979).

Dunn
Index

DU = mini=1,..,k

{

minj=i+1,..,k

(

dis(ci,cj)

maxm=1,..,k d(cm)

)}

Onde dis(ci,cj) indica
a dissimilaridade entre
os agrupamentos ci e cj ,
para d(C) é a função
intra-cluster do
agrupamento
(DUNN, 1973)

Silhouette
Coefficient

SWC = 1
k

∑k
i=1

(bi−ai)
max(ai,bi)

Onde ai é a
dissimilaridade média
do i-ésimo elemento
ao seu agrupamento,
e bi é dissimilaridade
média do i-ésimo
elemento ao vizinho
mais próximo
(ROUSSEEUW, 1987).

Fonte: Aghabozorgi; Shirkhorshidi; Wah, 2015

a qualidade do agrupamento. No entanto, o fato de medir a distância entre os centroides dos

agrupamentos o restringe ao uso da função de distância euclidiana para o processo (DAVIES;

BOULDIN, 1979).

O método de Dunn Index reflete a razão entre a menor distância inter-grupos e a maior

distância intra-grupo, e apresenta sensibilidade a ruídos na base de dados (DUNN, 1973). A

qualidade do agrupamento é representada pelo maior valor. Diferentemente aos métodos an-

teriores, o Silhouette Coefficient exibe uma medida de referência para proximidade de cada

elemento do agrupamento em relação aos agrupamentos vizinhos e fornece uma maneira de

avaliar visualmente os parâmetros que compõem o número de agrupamentos. A medida tem

escala de [-1, 1] e através do coeficiente Silhouette com valores próximos de 1 indicam que a

amostra está longe dos agrupamentos vizinhos, enquanto um valor de 0 indica que o elemento
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está em ou muito perto do limite de decisão entre dois agrupamentos vizinhos. Para valores

negativos as amostras indicam que podem ter sido atribuídas ao agrupamento errado (ROUS-

SEEUW, 1987).

4.3 ANÁLISE DE RUÍDOS

Os elementos de dados que começam a se desviar de um padrão de observações e refle-

tem um comportamento genérico em relação aos demais elementos do conjunto de dados são

denominados como ruídos (outliers), ou seja, um ruído apresenta um comportamento muito di-

ferente aos demais elementos da base de dados. Para tratar os elementos caracterizados como

ruído é aplicada a técnica de mineração de dados definida como Análise Anormal. No con-

texto atual, a ênfase na análise anormal pode apresentar indicadores de eventos interessantes

que nunca foram conhecidos antes, portanto, representa uma parte importante da mineração de

dados (AGARWAL, 2013).

O ruído pode ser organizado em dois grupos, sendo que um grupo é formado por valores

errados obtidos através de dados inconsistentes e outro grupo que fornece informações úteis que

podem levar à descoberta de novos conhecimentos, por exemplo: na década de 1880, quando o

físico inglês Rayleigh descobriu o gás argônio, ele era considerado um ruído quando descobriu

que o gás nitrogênio em atmosfera tem maior densidade do que o nitrogênio gasoso preparado

em laboratório (AGARWAL, 2013).

No processo de análise de comportamento dos algoritmos, os ruídos apresentados no

conjunto de dados devem ser considerados como parte importante e levados em consideração

no processo de construção dos agrupamentos realizado pelos algoritmos, pois dentro de um

aspecto exploratório de dados não é possível classificar a informação como um dado anormal e

desconsiderar.

Diante da informação relevante, que um ruído representa um dado que não deve ser

desconsiderado, os indicadores de qualidade observados na seção anterior permitem analisar o

efetivo comportamento do algoritmo na resolução destes dados que impactam nos valores do

indicadores e por consequência a representação da qualidade do agrupamento.

Na próxima seção é apresentado o método operacional para compor os processos e ações

que demanda a avaliação dos algoritmos através dos indicadores de qualidade aplicados nos

resultados dos agrupamentos obtidos pelos algoritmos.
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5 AVALIAÇÃO DOS ALGORITMOS

O processo de avaliação consiste em submeter a execução dos algoritmos abordando

o conjunto de dados apresentados para compor informações que quantifiquem a eficácia dos

métodos e a qualidade dos agrupamentos.

A metodologia do processo de avaliação é composta por etapas (Figura 7) as quais des-

crevem as ações necessárias e que viabilizem a análise dos algoritmos.

Figura 7 – Metodologia de Avaliação dos Algoritmos

Fonte: Autor

a) etapa 1: execução dos índices de similaridade Q a partir de 0.2 até 0.9, sendo ex-

cluído os valores extremos 0 e 1, pois caracterizam nenhuma ou total similaridade

dos elementos, o que efetivamente não resulta em agrupamentos dos elementos.

Mediante o resultado dos agrupamentos obtidos de cada índice de similaridade

são aplicados os indicadores de qualidade para identificação do melhor conjunto

de parâmetros que deve ser utilizado para os demais algoritmos. A utilização das

informações obtidas através do melhor indicador delimita a referência de variá-

veis necessárias para a execução dos demais algoritmos, deste modo o melhor

cenário obtido pelo algoritmo QG-SIM é utilizado como referencia para compor a

execução dos demais algoritmos elegíveis para comparação;

b) etapa 2: o grupo de algoritmos elegíveis é executado com o mesmo conjunto de

dados explorado na etapa 1, utilizando os parâmetros de entrada que obtiveram
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o melhor indicador de qualidade do agrupamento resultante da execução do QG-

SIM, podendo ser o número K obtido pelo resultado da execução do algoritmo

QG-SIM ou o índice de similaridade Q aplicado como parâmetro de entrada no

algoritmo QG-SIM. Essas informações utilizadas como parâmetro para os demais

algoritmos contribuem para delimitar um cenário comparativo entre os algoritmos

de modo que para cada agrupamento obtido do grupo de algoritmos são aplicados

os indicadores de qualidade para identificação do melhor algoritmo;

c) etapa 3: consiste em consolidar as informações obtidas dos indicadores de quali-

dade de cada algoritmo e compor as informações de comportamento dos métodos

do algoritmo QG-SIM em comparação do algoritmo que obteve o melhor indi-

cador de qualidade para a representação dos elementos e das características dos

métodos de ambos os algoritmos que contribuíram para compor diferenças nos

indicadores de qualidade. A análise comportamental dos métodos dos algoritmos

é aplicada quando utilizada uma base de dados sintética, pois permitem identificar

e mensurar a funcionalidade do algoritmo a partir do conhecimento prévio dos

dados;

d) etapa 4: quadro de informações que compõem o percentual de eficácia dos algo-

ritmos em relação aos resultados obtidos através dos indicadores de qualidade dos

agrupamentos, juntamente com informações que representem a aderência dos mé-

todos desenvolvidos de cada algoritmos. Com o resultado do algoritmo de melhor

eficácia é aplicada a abordagem de utilização dos parâmetros de similidade Q,

como parâmetro adicional do algoritmo em substituição do parâmetro K grupos

com o intuito de observar a efetividade dos resultados através deste novo conceito.

O grupo de algoritmos que compõe o processo de avaliação, demanda de parametri-

zações para a realização das execuções sendo mantido o valor do parâmetro que possuir um

padrão (default) acrescentando as informações somente para os parâmetros mandatórios.

A opção de manter os parâmetros indicados como padrão para os algoritmos, parte do

princípio da utilização em conjuntos de dados para análise exploratória de dados, visto que

é uma característica deste tipo de processo a falta de conhecimento prévio das informações e

consequentemente, a impossibilidade de informar valores aos parâmetros que agreguem quali-

dade no resultado da execução do algoritmo. Desta forma, será utilizada as informações que

foram obtidas a partir do algoritmo QG-SIM (MASIERO; TONIDANDEL; AQUINO JUNIOR,

2013), que devido às características do algoritmo, é necessário apenas informar o parâmetro do

percentual de similaridade Q de 10% a 100% representado pelos valores no intervalo de 0.1 a

1.0, respectivamente para obter como resultado os agrupamentos e consequentemente o número

K grupos.

No algoritmo AHC (CARROLL et al., 2011) é utilizado o método aglomerativo e a

distância entre os agrupamentos, através de três métodos de ligação: Single-link (S-link) distân-

cia mínima entre os elementos; Complete-link (C-link) distância máxima entre os elementos;
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Average-link (A-link) distância média de todos os elementos do grupo, sendo que o parâmetro

de entrada k é proveniente do QG-SIM e o parâmetro de ligação é linkage:average por repre-

sentar uma das caraterísticas utilizadas pelo QG-SIM.

Para o algoritmo CURE (GUHA; RASTOGI; SHIM, 2001), que utiliza o método aglo-

merativo e possui a característica de identificar grupos com formas não esféricas e com varia-

ções de tamanho, o algoritmo divide os conjuntos de dados que contêm um ponto representativo

delimitando a área deste grupo. O ponto representativo é escolhido a partir dos elementos dis-

persos e são movidos para o centro do grupo por um fator denominado compression. O método

de alteração para o centro do grupo diminui o efeito da irregularidade nas formas e contribui

para a eficiência nas formas não esféricas e com agrupamentos de grandes variações no tama-

nho, sendo assim é aplicado compression = 0.5 (default), o numberPoints = 5 (default) que

indica o número de pontos representativos para cada agrupamento e o parâmetro k proveniente

do QG-SIM.

O algoritmo ROCK (GUHA; RASTOGI; SHIM, 2000) utiliza o método aglomerativo

através de links entre os diferentes pares de elementos e não a distância entre eles, sendo o

parâmetro eps aplicado para indicar o raio de conectividade (limiar de similaridade) que será

proveniente do valor Q, utilizado pelo QG-SIM, enquanto o parâmetro k = 1 (default), indica

o número mínimo de grupos e o threshold = 0.5 (default), define o grau de normalização que

consiste na influência no método para compor a mesclagem dos grupos diminuindo a quantidade

de agrupamentos.

O algoritmo BIRCH ( ZHANG; RAMAKRISHNAN; LIVNY, 1996) elabora o agrupa-

mento através da construção da árvore de características denominada como CF-Tree. A CF-Tree

representa cada nó como um subgrupo e cresce dinamicamente quando é adicionado um novo

elemento para análise. O algoritmo utiliza o método aglomerativo e a CF-Tree é construída

de forma semelhante a árvore B+ com um equilíbrio na altura da árvore e com a ajuda de um

parâmetro denominado branchingfactor. Com uma lógica sumarizada que compõe as ações

de carregar os dados em memória no formato da CF-Tree, a varredura de todos os dados são

fases subsequentes sendo condensados e reconstruída a CF-Tree com maior threshold, refi-

nando o agrupamento através de várias passagens sobre os dados e reatribuindo os pontos de

dados aos centroides mais próximos da etapa anterior. Para isso são utilizados os parâmetros

branchingfactor = 50 (default), o parâmetro k = none para não limitar a quantidade de agru-

pamentos, para que o algoritmo determine a quantidade de agrupamentos baseado no threshold

que indica o raio de conectividade (limiar de similaridade) proveniente do valor Q utilizado pelo

QG-SIM.

No algoritmo GENIE (GAGOLEWSKI; BARTOSZUK; CENA, 2016), diferentemente

da característica do processo de agrupamento hierárquico em que as medidas de dissimilaridade

entre pares são construídas em uma matriz, não há necessidade de pré-computação da matriz

de distância completa para executar os cálculos e obter o agrupamento desejado, criando uma

nova abordagem para o critério da vinculação de agrupamento hierárquico baseado em noção
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do índice de desigualdade denominado Gini-threshold. Deste modo, é necessário informar o

parâmetro k, proveniente do QG-SIM, o parâmetro ginithreshold = 0.3 (default), o parâmetro

m = 1 (default), que indica para não considerar os elementos dispersos da amostragem como

ruído e finalmente o parâmetro metric = euclidean (default) para determinar o método de

calcula entre os elementos.

No algoritmo HDBSCAN (MCINNES; HEALY; ASTELS, 2017), que consiste em mé-

todos de agrupamento hierárquico tratando ruídos baseado na densidade não demanda de pa-

râmetros preliminares para execução, pois é baseado no DBSCAN que sobre diversos valores

de ε, considera como resultado o agrupamento que encontrar a melhor estabilidade sobre o

ε, enquanto o HDBSCAN busca agrupamentos de diferentes densidades através de métodos

hierárquicos para compor grupos mais robustos.

A aplicação da metodologia de análise, envolvendo os diversos algoritmos, ocorre atra-

vés da utilização dos conjuntos de dados que representam cenários categorizados pela formação

de dados sintéticos e reais, pois permitem explorar cenários diversificados para analisar o com-

portamento dos algoritmos, agregando assim, informações relevantes sobre o desempenho e

limitações dos algoritmos.

As seções a seguir descrevem os resultados provenientes da aplicação do processo de

avaliação para os conjuntos de dados sintético e reais.

5.1 CONJUNTO DE DADOS SINTÉTICOS

É composto por dados sintéticos que representam situações adversas para verificar e

validar os métodos utilizados pelos algoritmos na construção dos agrupamentos, pois para cada

conjunto de dados foram adicionados elementos que agregam complexidade na resolução dos

grupos.

5.1.1 Ruspini Dataset

Aplicando a metodologia do processo de análise para o conjunto de dados Ruspini, que

neste primeiro cenário consiste em dados que formam 4 grupos distintos de alguns elementos

com pequena dispersão do grupos, permite observar o comportamento do algoritmo QG-SIM

que construiu os agrupamentos utilizando como parâmetro Q o intervalo de 0.2 a 0.9 (Figura 8

(a)), compondo como resultado diversos números de k grupos, sendo observado que mediante

o aumento da similaridade, há um aumento na quantidade de agrupamentos.

O indicador de qualidade Dunn Index (Figura 8 (b)) apresenta variação conforme o

parâmetro Q é aplicado no intervalo de 0.2 a 0.9 e obteve o maior valor do índice para Q = 0.6,

que indica a composição de agrupamentos com melhor qualidade. Para o indicador de qualidade

Davies Bouldin Index (Figura 8 (c)), que apresenta variação conforme o parâmetro Q é aplicado

no intervalo de 0.2 a 0.9, obteve o menor valor do índice para Q = 0.6, que indica a composição
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grupos. Essas informações formam a base de referência para os parâmetros de execução dos

demais algoritmos.

A Tabela 4 apresenta as informações dos indicadores de qualidade obtidos através dos

resultados das execuções dos algoritmos, sendo que o sinal ↑ associado ao indicador é repre-

sentado como o melhor resultado através do maior valor obtido pelo índice, enquanto o sinal ↓

associado ao indicador é representado como o melhor resultado através do menor valor.

Tabela 4 – Indicadores de Qualidade: Ruspini

Índices
QG-SIM
q = 0.6

CURE
k = 4

ROCK
q = 0.6

BIRCH
q = 0.6

AHC
k = 4

GENIE
k = 4

HDBSCAN
nd

Silhouette ↑ 0.9098 ↑ 0.8561 0 0 0.9098 0.9098 0.8451
Dunn Index ↑ 1.3042 ↑ 0.9278 <0 <0 1.3042 1.3042 0.8528

Davies ↓ 0.3469 ↓ 0.3873 >1 >1 0.3469 0.3469 0.3531
Fonte: Autor

Os algoritmos QG-SIM, AHC e GENIE apresentam os mesmos indicadores de quali-

dade (Tabela 4) como resultado dos agrupamentos obtidos, porém o algoritmo ROCK apresen-

tou um único agrupamento para o conjunto de dados, enquanto o algoritmo BIRCH considerou

que cada elemento é um grupo exclusivo impactando em índices <0 ou >1, tornando ineficientes

esses algoritmos neste conjunto de dados .

Para valores obtidos em Dunn Index que procura averiguar o quão próximos são os ele-

mentos intra-grupo e o quão distantes estão os elementos extra-grupo, sendo que o maior valor

do índice representa os melhores resultados obtidos pelo algoritmo. O QG-SIM, AHC e GE-

NIE apresentam resultados superiores por unir o menor número de grupos com mais elementos

similares (Tabela 4).

Os valores obtidos em Davies-Bouldin Index utilizados para mensurar a qualidade dos

grupos gerados pelos algoritmos através da média geral dos agrupamentos, medem o quão si-

milar são os elementos de um grupo e o quão diferentes são os elementos de grupos distintos,

sendo que os menores valores representam um melhor resultado para QG-SIM, AHC e GENIE

(Tabela 4).

A partir do comportamento e resultados iguais para os algoritmos QG-SIM, AHC e GE-

NIE, o conjunto de dados é apresentado com a formação de 4 grupos (Figura 9 (a)), indicando

que as informações obtidas por Silhouette Coefficient apresentam a mesma característica de

resultado (Figura 9 (b)) para os três algoritmos.

Diante deste cenário é possível inferir que apesar dos diferentes métodos utilizados para

compor os agrupamentos, os algoritmos QG-SIM, AHC e GENIE são eficazes na composição

dos grupos quando aplicados os indicadores de qualidade no resultado dos agrupamentos.
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Tabela 5 – Indicadores de Qualidade: Data_195

Índices
QG-SIM
q = 0.4

CURE
k = 4

ROCK
q = 0.4

BIRCH
q = 0.4

AHC
k = 4

GENIE
k = 4

HDBSCAN
nd

Silhouette ↑ 0.7962 0.7832 <0 0 0.7890 0.8006 ↑ 0.7589
Dunn Index ↑ 0.8221 0.8150 0.1072 <0 0.8335 0.8335 ↑ 0.4765

Davies ↓ 0.4855 0.4865 0.5875 >1 0.4830 0.4791 ↓ 0.9530
Fonte: Autor

Os valores obtidos em Davies-Bouldin Index, utilizado para mensurar a qualidade dos

grupos gerados pelos algoritmos, através da média geral dos agrupamentos, medem o quão

similar são os elementos de um grupo e o quão diferentes são os elementos de grupos distintos,

sendo que os menores valores representam um melhor resultado para GENIE, seguido por QG-

SIM (Tabela 5).

No entanto, através das informações obtidas por Silhouette Coefficient são observados

valores na escala -0.1 para o agrupamento 0 (Figura 11 (a) QG-SIM) e para o agrupamento 0 e

2 (Figura 11 (b) GENIE), indicando que esses grupos contêm elementos errados em seu agrupa-

mento. Isso decorre da característica do método de agrupamento aplicado (Figura 11 (c), sendo

que a divergência A decorre do processo em que o grupo em azul representa o grupo inicial

para o algoritmo QG-SIM e enquanto para o algoritmo GENIE o grupo inicial foi representado

em preto. Como ambos os algoritmos consideram nos grupos a densidade para capturar os ele-

mentos encontrados na fronteiras entre 2 agrupamentos, o grupo inicial obtêm vantagem em

função da característica do conjunto de dados referente a densidade dos elementos. A mesma

característica é apresentada para as divergências B e C (Figura 11 (c))

Com as informações deste cenário é possível inferir que o algoritmo QG-SIM compõe

grupos com elementos que melhor atendam o critério de similaridade, inclusive para os elemen-

tos encontrados na fronteira, enquanto o algoritmo GENIE é eficaz na composição dos grupos

que apresentam maiores densidades. Ambas os métodos dos algoritmos para compor os agru-

pamentos agregam resultados com qualidade quando aplicados os indicadores de qualidade,

sendo que para uma abordagem com ênfase na similaridade dos elementos deve-se considerar

a utilização do QG-SIM. Em contrapartida, para uma abordagem com ênfase na densidade dos

elementos para compor a similaridade deve-se considerar a utilização do GENIE.

5.1.3 Data_170 Dataset

O próximo conjunto de dados Data_170 compõe um cenário que consiste em dados que

representam a complexidade para os algoritmos definirem os agrupamentos, devido à dispersão

dos elementos e a ausência de densidade dos elementos, os quais permitem observar o compor-

tamento do algoritmo QG-SIM que construiu os agrupamentos utilizando como parâmetro Q o
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Tabela 6 – Indicadores de Qualidade: Data_170

Índices
QG-SIM
q = 0.7

CURE
k = 14

ROCK
q = 0.7

BIRCH
q = 0.7

AHC
k = 14

GENIE
k = 14

HDBSCAN
nd

Silhouette ↑ 0.3924 0.0205 <0 0 0.4426 ↑ 0.1560 0.0347
Dunn Index ↑ 0.4174 0.0897 0.0682 <0 0.5121 ↑ 0.1318 0.1148

Davies ↓ 0.9262 0.9128 0.7669 >1 0.8338 ↓ 1.1040 2.9468
Fonte: Autor

Os algoritmos QG-SIM e AHC apresentam os melhores indicadores de qualidade (Ta-

bela 6) como resultado dos agrupamentos obtidos, porém o algoritmo BIRCH considerou que

cada elemento é um grupo exclusivo, impactando em índices <0 ou >1, tornando ineficiente esse

algoritmo neste conjunto de dados. Para valores obtidos em Dunn Index, que procura averiguar

o quão próximo são os elementos intra-grupo e o quão distantes estão os elementos extra-grupo,

sendo que o maior valor do índice representa o melhor resultado obtido pelo algoritmo. O AHC

apresenta resultado superior seguido pelo algoritmo QG-SIM (Tabela 6).

Os valores obtidos em Davies-Bouldin Index, utilizado para mensurar a qualidade dos

grupos gerados pelos algoritmos através da média geral dos agrupamentos, medem o quão si-

milar são os elementos de um grupo e o quão diferentes são os elementos de grupos distintos,

sendo que os menores valores representam um melhor resultado para AHC, seguido por QG-

SIM (Tabela 6).

No entanto, as informações obtidas por Silhouette Coefficient (Figura 13 (a) QG-SIM),

são observados valores na escala -0.1 para vários agrupamentos, com exceção ao agrupamento

5 e 9, onde o mesmo comportamento ocorre para o AHC. Somente os agrupamentos 7,8 e 9 são

exceção (Figura 13 (b) AHC), indicando que os demais grupos contêm elementos errados em

seu agrupamento. Isso decorre da característica do método de agrupamento aplicado (Figura 13

(c)), sendo que a divergência A se dá pelo fato da escolha do agrupamento inicial, pois devido

à característica de capturar os elementos encontrados na fronteira para o agrupamento de maior

ou menor densidade, acaba por refletir nos agrupamentos vizinhos, diversificando os tamanhos

dos agrupamentos, pois ambos os algoritmos consideram a densidade dos grupos para capturar

os elementos encontrados na fronteiras entre dois agrupamentos.

Com as informações deste cenário é possível observar que ambos os algoritmos com-

põem grupos com densidade diferentes baseado no contexto da indicação do agrupamento ini-

cial, porém seguem a premissa de similaridade dos elementos do grupos, compondo agrupa-

mentos em formatos circulares. Neste contexto o algoritmo AHC destaca-se eficaz ao compor

os agrupamentos, pois apresentam os melhores resultados quando aplicados os indicadores de

qualidade, visto que é possível observar a quantidade menor de elementos na escala -0.1 (Fi-

gura 13 (b) AHC), diferentemente do que apresentado pelo algoritmo QG-SIM (Figura 13 (a)

QG-SIM).
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pos, sendo observado que mediante o aumento da similaridade, há um aumento na quantidade

de agrupamentos.

O indicador de qualidade Dunn Index (Figura 14 (b)) apresenta variação conforme o

parâmetro Q é aplicado no intervalo de 0.2 a 0.9 e obteve o maior valor do índice para Q =

0.7, o que indica a composição de agrupamentos com melhor qualidade. Para o indicador de

qualidade Davies Bouldin Index (Figura 14 (c)), que apresenta variação conforme o parâmetro

Q é aplicado no intervalo de 0.2 a 0.9, obteve o menor valor do índice para Q = 0.7, o que

indica a composição de agrupamentos com melhor qualidade. Através de ambos os indicadores

de qualidade (Dunn Index e Davies Bouldin Index), é observado que o algoritmo QG-SIM

compõe os agrupamentos com melhor qualidade quando utilizado o parâmetro de similaridade

Q = 0.7 (Figura 14 (b) e (c)) seguido por Q = 0.6, o que indica a segunda melhor escolha para

determinar a similaridade dos elementos.

Através da identificação do melhor agrupamento obtido, é aplicado o indicador de qua-

lidade Silhouette Coefficient (Figura 14 (d)) para a similaridade Q = 0.7, que resultou em 18

grupos na escala de -0.1 a 1.0, onde o valor alto do limiar tracejado próximo a 0.5 indica que

muitos elementos não são compatíveis com o agrupamento e também com os agrupamentos

vizinhos, pois com exceção do agrupamento 6 e 7, todos os demais apresentam elementos na

escala -0.1, indicando possuir dados que possivelmente não deveriam compor este grupo. Isso

se deve ao fato de existirem elementos na fronteira dos agrupamento e a característica do con-

junto de dados com ausência de densidade dos elementos.

Para a avaliação dos demais algoritmos são utilizadas as informações obtidas através do

melhor indicador apresentado pelo algoritmo QG-SIM, sendo a similaridade Q = 0.7 resultou

em K = 18 grupos. Essas informações formam a base de referência para os parâmetros de

execução dos demais algoritmos.

A Tabela 7 apresenta as informações dos indicadores de qualidade obtidos através dos

resultados das execuções dos algoritmos, sendo que o sinal ↑ associado ao indicador é repre-

sentado como o melhor resultado, através do maior valor obtido pelo índice, enquanto o sinal

↓ associado ao indicador é representado como o melhor resultado através do menor valor.

Tabela 7 – Indicadores de Qualidade: S1

Índices
QG-SIM
q = 0.7

CURE
k = 18

ROCK
q = 0.7

BIRCH
q = 0.7

AHC
k = 18

GENIE
k = 18

HDBSCAN
nd

Silhouette ↑ 0.4913 ↑ 0 0 0 0.4677 0.2574 0.4784
Dunn Index ↑ 0.3714 ↑ 0.0895 <0 <0 0.4247 0.1449 0.0262

Davies ↓ 0.8177 ↓ 0.8007 >1 >1 0.7405 1.0384 2.2067
Fonte: Autor

Os algoritmos QG-SIM e AHC apresentam os melhores indicadores de qualidade (Ta-

bela 7) como resultado dos agrupamentos obtidos, porém o algoritmo ROCK apresentou um
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mento apresentado pelo algoritmo AHC não demonstra completa homogeneidade nos tamanhos

e formatos dos grupos. Diferentemente apresentado pelo algoritmo QG-SIM, que manteve os

grupos com maior homogeneidade e formato similar conforme apresentado nos pontos de cen-

troides de cada grupo.

Neste contexto, o algoritmo QG-SIM destaca-se eficaz ao compor os agrupamentos, pois

apresenta os melhores resultados quando aplicado os indicadores de qualidade. Deste modo é

possível inferir que o algoritmo QG-SIM apresenta-se eficaz na composição dos grupos tendo

como premissa a utilização do parâmetro Q de similaridade dos elementos para compor os

agrupamentos.

5.2 CONJUNTO DE DADOS REAIS

O aspecto deste tipo de conjunto de dados é a composição de dados que representam

informações obtidas do mundo real através de diversos mecanismos de coleta de informações.

Este tipo de cenário representa um desafio aos algoritmos de agrupamento, pois refletem um

aspecto dinâmico nos dados em função da diversidade de conteúdo, podendo impactar direta-

mente nos métodos utilizados pelos algoritmos para construção dos agrupamentos.

5.2.1 Soybean Dataset

Aplicando a metodologia do processo de análise para o conjunto de dados Soybean que

aborda elementos que representam informações já classificadas em 4 grupos do diagnóstico de

doenças que afetam a soja, os quais permitem observar o comportamento do algoritmo QG-

SIM, que construiu os agrupamentos utilizando como parâmetro Q o intervalo de 0.2 a 0.9

(Figura 16 (a)) compondo como resultado diversos números de k grupos, sendo observado que

mediante o aumento da similaridade, há um aumento na quantidade de agrupamentos.

Por tratar-se de um conjunto de dados que decorre do conhecimento prévio dos grupos

de todos os elementos, são utilizados indicadores de índice externo para caracterizar a qualidade

dos agrupamentos obtido pelo algoritmo. Deste modo, o indicador de qualidade Adjusted Rand

Index (Figura 16 (b)) apresenta variação conforme o parâmetro Q é aplicado no intervalo de

0.2 a 0.9, o que obteve o maior valor do índice para Q = 0.3, o que indica a composição

de agrupamentos com melhor qualidade. Para o indicador de qualidade Normalized Mutual

Information (Figura 16 (c)), que apresenta variação conforme o parâmetro Q é aplicado no

intervalo de 0.2 a 0.9, obteve o maior valor do índice para Q = 0.3, o que indica a composição

de agrupamentos com melhor qualidade.

Através de ambos os indicadores de qualidade (Adjusted Rand Index e Normalized Mu-

tal Information) é observado que o algoritmo QG-SIM compõe os agrupamentos com melhor

qualidade quando utilizado o parâmetro de similaridade Q = 0.3 (Figura 16 (b) e (c)), seguido

por Q = 0.4, o que indica a segunda melhor escolha para determinar a similaridade dos ele-
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Tabela 8 – Indicadores de Qualidade: Soybean

Índices
QG-SIM
q = 0.4

CURE
k = 4

ROCK
q = 0.4

BIRCH
q = 0.4

AHC
k = 4

GENIE
k = 4

HDBSCAN
nd

ARI ↑ 0.5634 0.6737 0 0.0328 0.6737 1.0↑ 0.6610
NMI ↑ 0.7225 0.8263 0.5933 0.6059 0.8263 1.0↑ 0.8300

Fonte: Autor

Os valores obtidos em Normalized Mutual Information que consistem nos resultados en-

tre 0 (sem informação mútua) e 1 (correlação perfeita), representam uma métrica independente

dos valores absolutos dos rótulos, pois uma permutação dos valores do rótulo de classificação

ou do agrupamento não alterará de qualquer forma o valor do índice, sendo que os maiores

valores representam um melhor resultado para o algoritmo GENIE, seguido pelos algoritmos

AHC e CURE (Tabela 8).

O algoritmo GENIE apresenta o melhor aproveitamento na composição dos agrupamen-

tos devido ao modelo de implementação utilizado, seguido pelos algoritmos AHC e CURE. Um

fator relevante para o baixo desempenho do algoritmo QG-SIM, conforme apresentado pelos

indicadores de qualidade (Tabela 8), reflete a característica do conjunto de dados com alguns

valores de atributos categorizados, variando entre 0 e 1. Este tipo de situação provoca um con-

glomerado de elementos no mesmo ponto de interseção ou na fronteira, o que efetivamente

impacta o algoritmo QG-SIM para compor os grupos circulares e delimitar uma fronteira de

similaridade dos elementos.

Diante das informações obtidas através do indicadores de qualidade que refletem o co-

nhecimento prévio dos agrupamentos e o efetivo grupo de cada elemento (Tabela 8) em com-

paração aos agrupamentos obtidos pelo execução dos algoritmos, é possível inferir que o al-

goritmo QG-SIM não é eficaz na composição dos agrupamentos em relação aos algoritmos

GENIE, AHC e CURE, quando aplicado para conjuntos de dados com atributos categorizados,

mesmo sendo um contexto parcial do conjuntos de atributos dos elementos.

5.2.2 Breast Cancer Wisconsin Dataset

Aplicando a metodologia do processo de análise para o conjunto de dados Breast Cancer

Wisconsin que aborda elementos que representam informações já classificadas em 2 grupos de

diagnóstico do câncer da mama como benigno ou maligno, os quais permitem observar o com-

portamento do algoritmo QG-SIM que construiu os agrupamentos utilizando como parâmetro

Q o intervalo de 0.2 a 0.9 (Figura 17 (a)) compondo como resultado diversos números de k gru-

pos, sendo observado que mediante o aumento da similaridade, há um aumento na quantidade

de agrupamentos.

Por tratar-se de um conjunto de dados que decorre do conhecimento prévio dos grupos

de todos os elementos, são utilizados indicadores de índice externo para caracterizar a qualidade
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os indicadores. Sendo assim, os valores de Q = 0.2 e k = 2 são base de referência para os

parâmetros de execução dos demais algoritmos.

A Tabela 9 apresenta as informações dos indicadores de qualidade obtidos através dos

resultados das execuções dos algoritmos, sendo que o sinal ↑ associado ao indicador é repre-

sentado como o melhor resultado através do maior valor obtido pelo índice.

Tabela 9 – Indicadores de Qualidade: Breast Cancer

Índices
QG-SIM
q = 0.2

CURE
k = 2

ROCK
q = 0.2

BIRCH
q = 0.2

AHC
k = 2

GENIE
k = 2

HDBSCAN
nd

ARI ↑ 0.2958 0.0048 0 0.0141 0.0048 0.4756 ↑ 0.2795
NMI ↑ 0.3334 0.0280 0.3226 0.3375 0.0280 0.4690 ↑ 0.2548

Fonte: Autor

O algoritmo GENIE apresenta o melhor indicador de qualidade (Tabela 9) como re-

sultado dos agrupamentos obtidos, seguido pelo algoritmo QG-SIM que apresenta o segundo

melhor resultado, apesar de utilizar métodos diferentes para compor os agrupamentos.

Para valores obtidos em Adjusted Rand Index, que procura averiguar o quão efetivo é

o algoritmo para representar grupos já conhecidos, de modo que os valores que aproximados

a 1.0 indicam como resultado grupos idênticos aos determinados pela conjunto de dados. O

algoritmo GENIE apresenta resultado superior, seguido pelo algoritmo QG-SIM (Tabela 9).

Os valores obtidos em Normalized Mutual Information, que consistem nos resultados

entre 0 (sem informação mútua) e 1 (correlação perfeita), representam uma métrica indepen-

dente dos valores absolutos dos rótulos, pois uma permutação dos valores do rótulo de clas-

sificação ou do agrupamento não alterará de qualquer forma o valor do índice, sendo que os

maiores valores representam um melhor resultado para o algoritmo GENIE, seguido pelo algo-

ritmo QG-SIM (Tabela 9).

O algoritmo GENIE apresenta o melhor aproveitamento na composição dos agrupamen-

tos, devido ao modelo de implementação utilizado, seguido pelo algoritmo QG-SIM. Um fator

relevante para a melhora de desempenho do QG-SIM reflete a característica do conjunto de

dados que dispõe de elementos com valores nos atributos não categorizados, viabilizando o

método do algoritmo QG-SIM.

Diante das informações obtidas através do indicadores de qualidade que refletem o co-

nhecimento prévio dos agrupamentos e o efetivo grupo de cada elemento (Tabela 9) em compa-

ração aos agrupamento obtidos pelo execução dos algoritmos, é possível inferir que o algoritmo

QG-SIM não é eficaz na composição dos agrupamentos em relação ao algoritmo GENIE, pois a

formação dos grupos através dos conjuntos com maior intersecção refletem um resultado infe-

rior (Tabela 9) quando aplicado os indicadores de qualidade para agrupamentos já determinados

no conjunto de dados.
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5.2.3 Absenteeism at Work

O próximo conjunto de dados Absenteeism at Work aborda elementos que representam

informações que caracterizam a ausência no trabalho em função de doenças, aspectos sociais e

familiar.

Através deste conjunto de dados, é possível obter informações para compor grupos com

similaridade comportamental nas ocorrências de absenteísmo e assim observar o comporta-

mento do algoritmo QG-SIM, o qual construiu os agrupamentos utilizando como parâmetro Q

o intervalo de 0.2 a 0.9 (Figura 18 (a)) compondo como resultado diversos números de k gru-

pos, sendo observado que mediante o aumento da similaridade, há um aumento na quantidade

de agrupamentos.

O indicador de qualidade Dunn Index (Figura 18 (b)) apresenta variação conforme o

parâmetro Q é aplicado no intervalo de 0.2 a 0.9 e obteve o maior valor do índice para Q =

0.2, o que indica a composição de agrupamentos com melhor qualidade. Para o indicador de

qualidade Davies Bouldin Index (Figura 18 (c)), que apresenta variação conforme o parâmetro

Q é aplicado no intervalo de 0.2 a 0.9, obteve o menor valor do índice para Q = 0.2, o que

indica a composição de agrupamentos com melhor qualidade.

Através de ambos os indicadores de qualidade (Dunn Index e Davies Bouldin Index), é

observado que o algoritmo QG-SIM compõe os agrupamentos com melhor qualidade quando

utilizado o parâmetro de similaridade Q = 0.2 (Figura 18 (b) e (c)) seguido por Q = 0.3, o que

indica a segunda melhor escolha para determinar a similaridade dos elementos.

Por meio da identificação do melhor agrupamento obtido, é aplicado o indicador de qua-

lidade Silhouette Coefficient (Figura 18 (d)) para a similaridade Q = 0.2, o que resultou em

2 grupos na escala de -0.1 a 1.0, onde o valor baixo do limiar tracejado próximo a 0.1 indica

que muitos elementos não são compatíveis com o agrupamento e também com os agrupamen-

tos vizinhos, pois os agrupamentos apresentam muitos elementos na escala -0.1 indicando que

possuem dados que possivelmente não deveriam compor este grupo. Outra característica apre-

sentada (Figura 18 (d)), consiste na desigualdade em relação a quantidade de elementos, pois o

agrupamento 0 concentra a maior parte do elementos em relação ao agrupamento 1.

Para a avaliação dos demais algoritmos são utilizadas as informações obtidas através do

melhor indicador apresentado pelo QG-SIM, sendo a similaridade Q = 0.2 resultou em K = 2

grupos. Essas informações formam a base de referência para os parâmetros de execução dos

demais algoritmos.

A Tabela 10 apresenta as informações dos indicadores de qualidade obtidos através dos

resultados das execuções dos algoritmos, sendo que o sinal ↑ associado ao indicador é repre-

sentado como o melhor resultado através do maior valor obtido pelo índice, enquanto o sinal ↓

associado ao indicador é representada como o melhor resultado através do menor valor.
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Os valores obtidos em Davies-Bouldin Index, utilizado para mensurar a qualidade dos

grupos gerados pelos algoritmos, através da média geral dos agrupamentos medem o quão si-

milares são os elementos de um grupo e o quão diferentes são os elementos de grupos distintos,

sendo que os menores valores representam um melhor resultado para o algoritmo AHC, seguido

pelo algoritmo GENIE (Tabela 10).

Com as informações deste cenário é possível observar que ambos os algoritmos AHC

e GENIE compõem agrupamentos com os melhores indicadores de qualidade, de modo que o

algoritmo AHC é eficaz ao compor os agrupamentos, pois apresenta os melhores resultados nos

indicadores (Tabela 10). Porém, baseado na contexto da análise exploratória de dados, onde

não há conhecimento sobre a quantidade de grupos existentes (parâmetro K mandatório para o

algoritmo AHC), é possível inferir que o algoritmo BIRCH é eficaz na composição dos grupos,

tendo como premissa a utilização do parâmetro Q de similaridade dos elementos para compor

os agrupamentos neste tipo de cenário.

Outro ponto relevante, refere-se ao baixo desempenho do algoritmo QG-SIM, apresen-

tado pelo valores obtidos nos indicadores de qualidade (Tabela 10), devido à característica do

conjunto de dados formado por várias dimensões, pois a composição dos grupos através do mé-

todo de interseção reflete uma comportamento de menor efetividade na construção dos grupos,

quando aplicado em conjuntos de alta dimensionalidade.

5.2.4 Young People Survey

O próximo conjunto de dados Young People Survey aborda um cenário com elementos

que representam informações, as quais caracterizam o comportamento social dos jovens com-

posto por informações de preferências musicais, filmes, assuntos de interesse, fobias, hábito

saudáveis, personalidade, opinião sobre os aspectos da vida social e hábito de consumo.

Por meio deste conjunto de dados é possível observar o comportamento do algoritmo

QG-SIM que construiu os agrupamentos utilizando como parâmetro Q o intervalo de 0.2 a 0.9

(Figura 19 (a)), compondo como resultado diversos números de k grupos. Foi observado que,

mediante o aumento da similaridade, há um aumento na quantidade de agrupamentos.

O indicador de qualidade Dunn Index (Figura 19 (b)) apresenta variação conforme o

parâmetro Q é aplicado no intervalo de 0.2 a 0.9 e obteve o maior valor do índice para Q =

0.2, o que indica a composição de agrupamentos com melhor qualidade. Para o indicador de

qualidade Davies Bouldin Index (Figura 19 (c)), que apresenta variação conforme o parâmetro

Q é aplicado no intervalo de 0.2 a 0.9, obteve o menor valor do índice para Q = 0.8, o que

indica a composição de agrupamentos com melhor qualidade.

Através de ambos os indicadores de qualidade (Dunn Index e Davies Bouldin Index), é

observado que o algoritmo QG-SIM compõe os agrupamentos com melhor qualidade quando

utilizado o parâmetro de similaridade Q = 0.8 (Figura 19 (b) e (c)) seguido por Q = 0.5, o que

indica a segunda melhor escolha para determinar a similaridade dos elementos.
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A Tabela 11 apresenta as informações dos indicadores de qualidade obtidos através dos

resultados das execuções dos algoritmos, sendo que o sinal ↑ associado ao indicador é repre-

sentado como o melhor resultado através do maior valor obtido pelo índice, enquanto o sinal ↓

associado ao indicador é representada como o melhor resultado através do menor valor.

Tabela 11 – Indicadores de Qualidade: Young Peolpe Survey

Índices
QG-SIM
q = 0.8

CURE
k = 9

ROCK
q = 0.8

BIRCH
q = 0.8

AHC
k = 9

GENIE
k = 9

HDBSCAN
nd

Silhouette ↑ -0.0385 0.1614 0 0.0078 0.1646 -0.1305 0.7946↑
Dunn Index ↑ 0.1540 0.5567 <0 1.0790 0.4650 0.2580 0.4518↑

Davies ↓ 3.5180 0.7223 >1 0.1998 0.9194 2.2728 0.9352↓

Fonte: Autor

Os algoritmos CURE e HDBSCAN apresentam os melhores indicadores de qualidade

(Tabela 11) como resultado dos agrupamentos obtidos, porém o algoritmo ROCK apresentou

um único agrupamento para o conjunto de dados impactando em índices <0 ou >1, tornando

ineficientes esse algoritmo neste conjunto de dados.

Para valores obtidos em Dunn Index que procura averiguar o quão próximo são os ele-

mentos intra-grupo e o quão distante estão os elementos extra-grupo, sendo o maior valor do

índice representa o melhor resultado obtido pelo algoritmo. O algoritmo CURE apresenta re-

sultado superior seguido pelo algoritmo HDBSCAN (Tabela 11).

Os valores obtidos em Davies-Bouldin Index utilizado para mensurar a qualidade dos

grupos gerados pelos algoritmos, através da média geral dos agrupamentos medem o quão si-

milar são os elementos de um grupo e o quão diferentes são os elementos de grupos distintos,

sendo que os menores valores representam um melhor resultado para HDBSCAN, seguido por

CURE (Tabela 11).

Apesar dos indicadores apresentados pelo algoritmo BIRCH demonstrarem eficácia no

tratativo dos elementos na fronteira dos agrupamentos observado através do Silhouette Coeffi-

cient (11), o algoritmo resultou na formação de 1005 grupos que efetivamente não reflete em

qualidade quando analisado pelo indicador Silhouette Coefficient.

Com as informações deste cenário é possível observar que o algoritmo HDBSCAN com-

põe agrupamentos com os melhores indicadores de qualidade, de modo que o algoritmo HDBS-

CAN é eficaz ao compor os agrupamentos, pois apresenta os melhores resultados nos indica-

dores (Tabela 11), seguido pelo algoritmo CURE. Porém, o algoritmo HDBSCAN resultou na

composição de 5 agrupamentos, diferentemente dos demais algoritmos que demandam do parâ-

metro K = 9 inicial para execução e que efetivamente refletem no resultado dos agrupamentos

e nos indicadores de qualidade.

Outro ponto relevante refere-se ao baixo desempenho do algoritmo QG-SIM, apresen-

tado pelo valores obtidos nos indicadores de qualidade (Tabela 11), devido à característica do

conjunto de dados formado por várias dimensões, pois a composição dos grupos através do



75

método de interseção reflete em um comportamento de menor efetividade na construção dos

grupos quando aplicado em conjuntos de alta dimensionalidade.

5.3 SUMÁRIO DOS INDICADORES DE QUALIDADE DOS ALGORITMOS

As informações apresentadas nos indicadores de qualidade para as execuções de cada

algoritmo nos diversos conjuntos de dados é resumida através da representação do sumário

(Tabela 12).

O rank é baseado na composição de 3 pontos quando o algoritmo que obteve o sinal ↑

associado ao indicador que representa o melhor resultado através do maior valor obtido pelo

índice e o sinal ↓ associado ao indicador que também representa o melhor resultado através do

menor valor do índice, seguido por 2 pontos para o segundo melhor algoritmo que obteve o

indicador de qualidade em destaque nas tabelas em negrito sem a indicação do sinal ↑ ou ↓ e

por 1 ponto para os demais valores obtidos dos algoritmos.

A absência de ponto no sumário representa que o algoritmo não apresentou nenhum

agrupamento ou apresentou a formação de um único grupo para todos os elementos, caracteri-

zando em ambos os casos ineficiência do algoritmo e indicadores de qualidade negativos.

Tabela 12 – Sumário dos Indicadores de Qualidade dos Algoritmos

Conjunto de Dados QG-SIM CURE ROCK BIRCH AHC GENIE HDBSCAN

Ruspini • • • •• • • • • • • •
Data_195 •• • • • • • • •
Data_170 •• • • • • • • •

S1 • • • • •• • ••
Soybean • •• • • •• • • • •

Breast Cancer •• • • • • • • • •
Absenteeism • • • • • • • •• •
Young People • •• • •• • • • •

Percentual de
Aproveitamento

62% 46% 21% 16% 71% 71% 45%

Fonte: Autor

Com a representação dos pontos obtidos através dos resultados das execuções dos al-

goritmos em cada conjunto de dados, é possível calcular o percentual de aproveitamento de

cada algoritmo, sendo que através das informações apresentadas no sumário de indicadores de

qualidade dos algoritmos (Tabela 12) é possível observar o melhor aproveitamento para os al-

goritmos AHC e GENIE, com valores de 71%, seguido pelo algoritmo QG-SIM que obteve o

valor de 62%.
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Apesar de ambos os algoritmos AHC e GENIE apresentarem o melhor aproveitamento

na composição dos agrupamentos, é importante observar que ambos os algoritmos demandam

do parâmetro K para determinar a quantidade de agrupamentos, sendo que no contexto da aná-

lise exploratória de dados (MCINNES; HEALY, 2017), onde não há conhecimento prévio do

conjunto de dados, o valor para compor o parâmetro K que delimita a quantidade de grupos

representa um desafio em determinar o valor para o parâmetro que melhor reproduz os agrupa-

mentos no conjunto de dados.

Diferentemente da necessidade em determinar o valor do parâmetro K para compor os

agrupamentos, o algoritmo QG-SIM utiliza como parâmetro o percentual de similaridade Q

para compor o número K grupos baseados nesta similaridade, o que representa uma caracterís-

tica importante quando aplicado em um conjunto de dados que demandam da análise explora-

tória de dados, pois assim delimita a composição dos agrupamentos apoiado no percentual de

similaridade dos elementos do grupo.

Baseado no contexto da necessidade de escolher o valor do parâmetro K para determinar

o grupos nos algoritmos AHC e GENIE, que efetivamente não representa uma informação fácil

quando aplicado em um conjunto de dados que demanda uma análise exploratória de dados,

fomenta-se a hipótese de incorporar a utilização do parâmetro de similidade Q como parâmetro

adicional dos algoritmos em substituição do parâmetro K grupos, com o intuito de observar a

efetividade dos resultados através deste novo conceito.

Para viabilizar o parâmetro de similidade Q adicional para o algoritmo AHC, é neces-

sário estruturar os métodos que compõem a construção do dendrograma para analisar a cada

execução do processo, o percentual de similaridade dos elementos do grupo e consequente-

mente, obter o número K de grupos. Para o algoritmo GENIE, que também utiliza os métodos

de agrupamentos hierárquicos, não compõe em seu processo a construção completa da ma-

triz de dissimilaridade e consequentemente o dendrograma, sendo utiliza uma nova abordagem

através do Ginithreshold que inviabiliza a utilização deste conceito devido a necessidade de

alterações conceituais do algoritmo, o que efetivamente inviabiliza a hipótese de averiguar o

comportamento do algoritmo através do tipo de parâmetro de similaridade Q.

Deste modo, a próxima seção descreve informações da utilização do algoritmo AHC

com a utilização do parâmetro de similaridade Q. Devido à alteração de parâmetro e con-

sequentemente de comportamento do algoritmo, a denominação AHC(SIM) é utilizada para

identificação deste novo algoritmo.

Outro aspecto importante para análise dos algoritmos consiste na informação obtida re-

ferente ao tempo de execução para concluir a construção dos agrupamentos, pois agrega um

fator relevante para utilização do algoritmo. Sendo assim, a Tabela 13 apresenta as informa-

ções para o conjunto de dados S1, que compõe um cenário com 2300 amostras de 2 atributos

(n=2300, d=2) e Absenteeism at Work com 740 amostras de 20 atributos (n=740, d=20).

A delimitação em dois conjuntos de dados busca representar variações no volume e

dimensão das amostras, o que permite observar a demanda de tempo computacional dos al-
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goritmos para concluir os processo e compor os agrupamentos. As informações referentes ao

tempo de execução não estão associadas a eficácia do algoritmo na resolução dos agrupamento,

quando aplicados os indicadores de qualidade (Tabela 12), pois caracterizam-se em um contexto

informativo obtido durante o processo de avaliação dos algoritmos.

Tabela 13 – Tempo de Execução dos Algoritmos

Conjunto
de Dados

QG-SIM CURE ROCK BIRCH AHC GENIE HDBSCAN

S1 5841.15 43.83 2465.95 73.29 14.84 8.36 8.78
Absenteeism 486.91 8.05 20.05 2.70 7.42 4.42 0.64
* tempo em segundos

Fonte: Autor

Os valores de tempo de execução dos algoritmos apresentam variações em ambos os

conjuntos de dados (Tabela 13), porém o algoritmo QG-SIM apresenta uma demanda de tempo

elevada em relação aos demais algoritmos, o que reflete a complexidade dos métodos utilizados

para compor os agrupamentos.

Diante de ambas as informações obtidas na Tabela 12 e 13, enfatiza-se a hipótese de

incorporar a utilização do parâmetro de similidade Q como parâmetro adicional no algoritmo

AHC, em substituição do parâmetro K grupos para observar a efetividade dos resultados através

deste novo conceito, sendo descrito na próxima seção.

5.4 ALGORITMO AHC POR SIMILARIDADE

O algoritmo Algoritmo AHC por Similidade denominado como AHC(SIM), consiste

em uma nova implementação desenvolvida nesta dissertação aplicando os mesmos conceitos

e métodos utilizados pelo algoritmo AHC, porém com a substituição do parâmetro K que de-

termina o número de grupos como resultado pelo parâmetro de similaridade Q e mantendo o

método de ligação Average-link.

A implementação deste novo parâmetro de similaridade para o algoritmo AHC, busca

mitigar a hipótese de utilização do mesmo limiar aplicado pelo algoritmo QG-SIM, que utiliza

como parâmetro o percentual de similaridade Q para compor os K grupos baseados na similari-

dade, o que representa uma característica importante quando aplicado em um conjunto de dados

que demanda da análise exploratória de dados, pois delimita a composição dos agrupamentos

baseado no percentual de similaridade dos elementos do grupo ou invés de determinar o número

de agrupamentos desejados como resultado e consequentemente desconhecer o percentual de

similidade dos elementos que compõem o agrupamento.

A ideia fundamental do algoritmo AHC(SIM) é que cada ponto é seu próprio grupo

individual, representado através de uma matriz de dissimilaridade com os valores calculados

através da distancia euclidiana, de modo que para cada ciclo de execução do algoritmo, um
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grupo é unido ao outro através da distância média de todos os elementos do grupo. O ciclo de

execução do algoritmo é repetido até obter uma árvore hierarquia de agrupamentos (Figura 3)

iniciando da ramificação de todos os elemento até a última camada que representa um único

grupo para o conjunto de dados, compondo o dendrograma. Com a hierarquia de agrupamentos

formadas através do cálculo da distância euclidiana, é possível determinar o nível da árvore

através do parâmetro de similaridade Q em função dos valores que determinam o critério de

ligação e consequentemente observar o número K grupo obtido.

Para a avaliação do algoritmo AHC(SIM) são utilizadas as informações obtidas através

do melhor indicador apresentado pelo algoritmo QG-SIM de acordo com as informações obtidas

na seção 5.1 e 5.2, prevalecendo os mesmos parâmetros de similaridade Q para referência de

utilização no algoritmo AHC(SIM).

A Tabela 14 apresenta as informações dos indicadores de qualidade obtidos através dos

resultados das execuções dos algoritmos, sendo que o sinal ↑ associado ao indicador representa

o melhor resultado através do maior valor obtido pelo índice e o sinal ↓ associado ao indicador

também representa o melhor resultado através do menor valor do índice.

Tabela 14 – Indicadores de Qualidade: QG-SIM vs AHC(SIM)

Índice
Ruspini
q = 0.6

Data_195
q = 0.4

Data_170
q = 0.7

S1
q = 0.7

Absenteeism
q = 0.2

Young P.
q = 0.8

Q
G

-S
IM

k 4 4 14 18 2 9
Silhouette ↑ 0.9098↑ 0.7962↑ 0.3924 0.4913↑ 0.0166 -0.0385↑

Dunn ↑ 1.3042↑ 0.8221↑ 0.4174 0.3714↑ 0.1548 0.1540↑
Davies ↓ 0.3469↓ 0.4855↓ 0.9262 0.8177↓ 4.5839 3.5180↓

A
H

C
(S

IM
) k 4 5 10 60 123 1010

Silhouette ↑ 0.9098↑ 0.6865 0.4559↑ 0.4935 0.4745↑ 0
Dunn ↑ 1.3042↑ 0.3344 0.4911↑ 0.1952 0.2639↑ <0

Davies ↓ 0.3469↓ 0.7701 0.8424↓ 0.7766 0.9992↓ >1
Fonte: Autor

Para o conjunto de dados Ruspini, o parâmetro de similaridade Q = 0.6 para ambos os

algoritmos resultou nos mesmos indicadores de qualidade para o resultado dos agrupamentos

(Tabela 14) representando eficácia de ambos os métodos para este tipo de conjunto de dados,

refletindo os mesmos indicadores de sumarização (Tabela 12) que representa a utilização do

parâmetro Q e K.

Para o conjunto de dados Data_195, o parâmetro de similaridade Q = 0.4 para o algo-

ritmo QG-SIM resulta na composição de 4 grupos que representam os melhores indicadores de

qualidade em comparação ao algoritmo AHC(SIM) que apresenta 5 grupos, impactando nos in-

dicadores de qualidade (Tabela 14), refletindo os mesmos indicadores de sumarização (Tabela

12) que representa a utilização do parâmetro Q e K. Baseado nestas informações é possí-

vel inferir que o algoritmo QG-SIM apresenta uma melhor eficácia em relação ao algoritmo

AHC(SIM) para este tipo de conjunto de dados.



79

Para o conjunto de dados Data_170, o parâmetro de similaridade Q = 0.7 para o algo-

ritmo AHC(SIM) resulta na composição de 10 grupos que representam os melhores indicadores

de qualidade em comparação ao algoritmo QG-SIM, que apresenta 14 grupos impactando nos

indicadores de qualidade (Tabela 14), refletindo os mesmos indicadores de sumarização (Tabela

12) que representa a utilização do parâmetro Q e K. Baseado nestas informações é possível in-

ferir que o algoritmo AHC(SIM) apresenta uma melhor eficácia em relação ao QG-SIM para

este tipo de conjunto de dados.

Para o conjunto de dados S1, o parâmetro de similaridade Q = 0.7 para o algoritmo

AHC(SIM) resulta na composição de 60 grupos que representam os melhores indicadores de

qualidade em comparação ao algoritmo QG-SIM que apresenta 18 grupos, impactando nos

indicadores de qualidade (Tabela 14), porém devido à grande divergência na quantidade de gru-

pos de ambos os algoritmos, sendo possível observar que o método de otimização dos grupos

utilizado pelo algoritmo QG-SIM reflete em quantidade menor de grupos em relação ao apre-

sentado pelo algoritmo AHC(SIM), que não utiliza nenhum processo de otimização de grupos.

Os indicadores de qualidade refletem as informações de tabela de sumarização (Tabela 12), que

representa a utilização do parâmetro Q e K, porém é relevante considerar na análise que o

número otimizado de grupos obtido pelo algoritmo QG-SIM, representa uma melhor eficácia

em relação ao algoritmo AHC(SIM), sendo possível inferir que o algoritmo QG-SIM apresenta

uma melhor eficácia em relação ao algoritmo AHC(SIM) para este tipo de conjunto de dados.

Para o conjunto de dados Absenteeism at Work, o parâmetro de similaridade Q = 0.2

para o algoritmo AHC(SIM), resulta na composição de 123 grupos, que representam os me-

lhores indicadores de qualidade em comparação ao algoritmo QG-SIM que apresenta 2 grupos,

impactando nos indicadores de qualidade (Tabela 14). Porém, devido à grande divergência na

quantidade de grupos de ambos os algoritmos é possível observar que o método de otimização

dos grupos utilizado pelo algoritmo QG-SIM reflete em quantidade menor de grupos em relação

ao apresentado pelo algoritmo AHC(SIM), que não utiliza nenhum processo de otimização de

grupos, contudo é relevante considerar na análise que o número otimizado de grupos obtido pelo

algoritmo QG-SIM não reflete eficazmente em relação ao AHC(SIM), pois apesar da alta quan-

tidade de grupos, o algoritmo AHC(SIM) compôs grupos com indicadores de qualidade muito

superiores ao algoritmo QG-SIM, o que indica a melhor eficácia do algoritmo. Isso também é

refletido nos indicadores de qualidade da tabela de sumarização (Tabela 12), que representa a

utilização do parâmetro Q e K. Deste modo, é possível inferir que o algoritmo QG-SIM não

desenvolveu agrupamentos adequados em relação ao algoritmo AHC(SIM) para este tipo de

conjunto de dados.

Para o conjunto de dados Young People Survey, o parâmetro de similaridade Q = 0.8

para o algoritmo QG-SIM, resulta na composição de 9 grupos que representam os melhores

indicadores de qualidade em comparação ao algoritmo AHC(SIM), que apresenta 1010 grupos,

impactando nos indicadores de qualidade (Tabela 14), pois considerou que cada elemento é um

grupo exclusivo impactando em índices <0 ou >1, tornando ineficiente esse algoritmo. Apesar
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do algoritmo QG-SIM utilizar o método de otimização dos grupos para refletir uma quantidade

menor de grupos em relação ao apresentado pelo algoritmo AHC(SIM), é observada nos in-

dicadores de qualidade a baixa efetividade do algoritmo neste conjunto de dados e que reflete

também nos indicadores de qualidade da tabela de sumarização (Tabela 12), que representa a

utilização do parâmetro Q e K. Deste modo, é possível inferir que tanto o algoritmo QG-SIM

e AHC(SIM) não desenvolveram agrupamentos adequados para este tipo de conjunto de dados.

Tabela 15 – Indicadores de Qualidade: QG-SIM vs AHC(SIM) (Índice Externo)

Índice
Soybean
q = 0.4

Breast Cancer
q = 0.2

Q
G

-S
IM

k 4 2
ARI ↑ 0.5634 ↑ 0.2958 ↑
NMI ↑ 0.7225 ↑ 0.3334 ↑

A
H

C
(S

IM
) k 33 61

ARI ↑ 0.0911 0.0334
NMI ↑ 0.6310 0.0210

Fonte: Autor

O próximo conjunto de dados Soybean que aborda elementos que representam informa-

ções já classificadas em 4 grupos demandam dos indicadores de qualidade Adjusted Rand Index,

o qual procura averiguar o quão efetivo é o algoritmo para representar grupos já conhecidos e

Normalized Mutual Information, que consiste nos resultados entre 0 (sem informação mútua) e

1 (correlação perfeita), o qual representa uma métrica independente dos valores absolutos dos

rótulos.

Aplicando o parâmetro de similaridade Q = 0.4 para o algoritmo QG-SIM, resulta-se na

composição de 4 grupos que representam os melhores indicadores de qualidade em compara-

ção ao algoritmo AHC(SIM), que apresenta 33 grupos impactando nos indicadores de qualidade

(Tabela 15). Devido à grande divergência na quantidade de grupos de ambos os algoritmos, é

possível observar que o método de otimização dos grupos utilizado pelo algoritmo QG-SIM

reflete em quantidade menor de grupos em relação ao apresentado pelo algoritmo AHC(SIM),

que não utiliza nenhum processo de otimização de grupos, impactando nos indicadores de qua-

lidade.

Em relação as informações dos indicadores de qualidade da tabela de sumarização (Ta-

bela 12) que representa a utilização do parâmetro Q e K o algoritmo AHC, mostra-se sensivel-

mente mais eficiente que o algoritmo QG-SIM. Deste modo, é possível inferir que o algoritmo

QG-SIM apresenta uma melhor eficácia em relação ao algoritmo AHC(SIM), para este tipo de

conjunto de dados, mas não representa a melhor solução no contexto geral dos algoritmos.

O próximo conjunto de dados Breast Cancer Wisconsin que aborda elementos que re-

presentam informações já classificadas em 2 grupos demandam dos indicadores de qualidade
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Adjusted Rand Index e Normalized Mutual Information, que aplicando o parâmetro de simi-

laridade Q = 0.2 para o algoritmo QG-SIM, resulta na composição de 2 grupos os quais re-

presentam os melhores indicadores de qualidade em comparação ao algoritmo AHC(SIM), que

apresenta 61 grupos impactando nos indicadores de qualidade (Tabela 15). Devido à grande

divergência na quantidade de grupos de ambos os algoritmos, é possível observar que o método

de otimização dos grupos utilizado pelo algoritmo QG-SIM reflete em quantidade menor de

grupos em relação ao apresentado pelo algoritmo AHC(SIM), que não utiliza nenhum processo

de otimização de grupos e impactando nos indicadores de qualidade.

Em relação as informações dos indicadores de qualidade da tabela de sumarização (Ta-

bela 12) que representa a utilização do parâmetro Q e K, o algoritmo QG-SIM mostra-se mais

eficiente que o algoritmo AHC, refletindo os mesmos resultados. Deste modo, é possível inferir

que o algoritmo QG-SIM apresenta uma melhor eficácia em relação ao AHC(SIM), para este

tipo de conjunto de dados, mas novamente não representa a melhor solução no contexto geral

dos algoritmos.

Baseado nas informações apresentadas referente ao comportamento do algoritmo QG-

SIM em comparação a implementação do algoritmo AHC(SIM), é possível inferir que o algo-

ritmo QG-SIM apresenta uma melhor eficácia para compor conjuntos baseados por similaridade

e que apenas a aplicação em determinar o nível da árvore através do parâmetro de similaridade

Q, em função dos valores que determinam o critério de ligação e consequentemente observar

o número K grupos obtidos, não permitem ao algoritmo AHC(SIM) obter resultados tão bons

como os alcançados nos testes anteriores onde o número K era determinado.
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6 CONCLUSÃO

As informações e as atividades desenvolvidas neste estudo possibilitaram uma análise

comparativa dos algoritmos de agrupamento hierárquico, sob a perspectiva dos indicadores de

qualidade aplicados nos resultados dos agrupamentos provenientes de conjuntos de dados diver-

sificados. Além disso, permitiu avaliar o comportamento dos algoritmos quando aplicados em

conjunto de dados que demandam de análise exploratória da dados, em que as informações não

são claras o suficiente para permitir identificar e determinar a utilização de um algoritmo espe-

cífico na composição de agrupamentos. Este tipo de situação reflete um desafio nas atividades

de pesquisa, para especialistas e pesquisadores, no sentido de extrair informações relevantes e

significativas que não estão visíveis através de modelos tradicionais de consulta.

Diante do contexto de análise exploratória de dados, a característica do algoritmo QG-

SIM em que apenas é necessário informar o parâmetro Q que representa a similaridade mínima

entre os elementos para formação de agrupamentos, fomenta a hipótese da aplicação do algo-

ritmo em uma ampla gama de problemas que derivam da falta de conhecimento preliminar dos

dados. Outra hipótese, refere-se a eficácia do conceito de similaridade utilizado pelo algoritmo

QG-SIM em relação a aplicação do número K grupos nos algoritmos hierárquicos.

De um modo geral, através das hipóteses formadas e baseadas nas informações apresen-

tadas por meio dos experimentos desenvolvidos neste estudo, com viés de análise dos métodos

e processos do algoritmo QG-SIM em comparação as implementações dos algoritmos hierár-

quicos, é possível inferir que o algoritmo QG-SIM apresenta uma melhor eficácia para compor

agrupamentos baseados por similaridade, pois obtém resultados tão bons como os alcançados

nos demais algoritmos, onde o número K é determinado para compor os agrupamentos. No

entanto, foi observado que a aplicação do algoritmo QG-SIM em conjuntos de dados compos-

tos por varias dimensões resultaram em valores inferiores nos indicadores de qualidade e com

tempo de execução elevado em relação aos demais algoritmos hierárquicos.

Ao realizar o processo para avaliação comparativa dos algoritmos hierárquicos, onde

número K é necessário para determinar os agrupamentos em relação aos algoritmos que de-

mandam apenas percentual de similaridade, verificou-se na apuração dos resultados descritos

no sumário dos indicadores de qualidade que o algoritmo QG-SIM demonstra-se eficaz neste

aspecto, permitindo observar o comportamento dos algoritmos nos diversos contextos de con-

junto de dados, o que remete ao alcance do objetivo proposto neste estudo.

Dentre o processo de análise comparativa dos algoritmos aplicados em diversos cená-

rios, compostos por diferentes conjuntos de dados, é observado que através do conjunto sintético

(Ruspini) que consiste em dados que formam 4 grupos distintos com alguns elementos com pe-

quena dispersão dos grupos, é possível inferir que apesar dos diferentes métodos utilizados para

compor os agrupamentos, os algoritmos QG-SIM, AHC e GENIE são eficazes na composição

dos grupos quando aplicado os indicadores de qualidade no resultado dos agrupamentos.
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Para um conjunto de dados sintético onde o cenário consiste em dados que formam 4

grupos distintos com densidade diferentes e elementos com diversos níveis de dispersão dos

grupos (Data_195), é possível inferir que o algoritmo QG-SIM compõe grupos com elemen-

tos que melhor atendam o critério de similaridade, inclusive para os elementos encontrados na

fronteira, enquanto o algoritmo GENIE apresenta-se eficaz na composição dos grupos que apre-

sentam maiores densidades. Ambas os métodos dos algoritmos para compor os agrupamentos

agregam resultados com qualidade quando aplicados os indicadores de qualidade, sendo que

para a abordagem com ênfase na similaridade dos elementos deve-se considerar a utilização

do algoritmo QG-SIM. Em contrapartida, deve-se considerar a utilização do algoritmo GENIE,

para uma abordagem com ênfase na densidade dos elementos para compor a similaridade.

Em um conjunto de dados sintéticos formado por elementos dispersos e com ausência

de densidade dos elementos (Data_170) que caracteriza uma complexidade para os algoritmos

definirem os agrupamentos, é possível observar que ambos os algoritmos AHC e QG-SIM com-

põem grupos com densidade diferentes, mas seguem a premissa de similaridade dos elemen-

tos do grupos compondo agrupamentos em formatos circulares. Neste contexto, o algoritmo

AHC destaca-se eficazmente ao compor os agrupamentos, pois apresenta melhores resultados

quando aplicados os indicadores de qualidade, seguido próximo pelos indicadores obtidos pelo

algoritmo QG-SIM. Baseado no contexto da análise exploratória de dados, onde não há conhe-

cimento sobre a quantidade de grupos existentes e sendo mandatório para o algoritmo AHC

o parâmetro K que determina o número de grupos como resultado, é possível inferir que o

algoritmo QG-SIM apresenta-se eficaz na composição dos grupos, tendo como premissa a uti-

lização do parâmetro Q de similaridade dos elementos para compor os agrupamentos neste tipo

de cenário.

Em outro conjunto de dados sintéticos representado por uma grande quantidade de ele-

mentos dispersos e com densidade variável não linear (S1), os algoritmos QG-SIM e AHC apre-

sentam os melhores indicadores de qualidade, porém é possível observar que o comportamento

apresentado pelo algoritmo AHC não demonstra completa homogeneidade nos tamanhos e for-

matos dos grupos, diferentemente apresentado pelo QG-SIM, que manteve os grupos com maior

homogeneidade e formato similar. Neste contexto, o algoritmo QG-SIM destaca-se de forma

eficaz ao compor os agrupamentos, sendo possível inferir que o algoritmo QG-SIM apresenta-

se eficazmente na composição dos grupos, tendo como premissa a utilização do parâmetro Q

de similaridade dos elementos para compor os agrupamentos.

Explorando situações que representam dados reais, em que o conjuntos de dados (Soy-

bean) apresenta informações já classificadas em 4 grupos, os quais representam o diagnóstico

de doenças que afetam a soja, as informações obtidas por meio dos indicadores de qualidade re-

fletem o conhecimento prévio dos agrupamentos e o efetivo grupo de cada elemento, é possível

inferir que o algoritmo QG-SIM não apresenta-se de forma eficaz na composição dos agru-

pamentos em relação aos algoritmos GENIE, AHC e CURE quando aplicado para conjuntos
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de dados com atributos categorizados, mesmo que sendo um contexto parcial do conjuntos de

atributos dos elementos.

Sobre outro conjunto de dados reais (Breast Cancer Wisconsin) representado pelo mesmo

contexto onde os elementos são classificados em 2 grupos que apresentam o diagnóstico do cân-

cer da mama como benigno ou maligno, as informações obtidas por meio dos indicadores de

qualidade que também refletem o conhecimento prévio dos agrupamentos e o efetivo grupo de

cada elemento, é possível inferir que o algoritmo QG-SIM não apresenta-se de forma eficaz na

composição dos agrupamentos, apenas em relação ao algoritmo GENIE, pois a formação dos

grupos por meio dos conjuntos com maior intersecção refletem um resultado inferior quando

aplicado os indicadores de qualidade para agrupamentos já determinados no conjunto de dados.

Através de um conjuntos de dados reais (Absenteeism at Work) formado por elementos

caracterizados por diversos dados que representam informações que caracterizam a ausência no

trabalho em função de doenças, aspectos sociais e familiar, é possível concluir que ambos os

algoritmos AHC, GENIE e BIRCH, compõem agrupamentos com os melhores indicadores de

qualidade, de modo que o algoritmo AHC destaca-se de forma eficaz ao compor os agrupamen-

tos, pois apresentam os melhores resultados nos indicadores. Porém, baseado na contexto da

análise exploratória de dados, onde não há conhecimento sobre a quantidade de grupos exis-

tentes e sendo mandatório para o algoritmo AHC, o parâmetro K que determina o número de

grupos como resultado, é possível inferir que o algoritmo BIRCH apresenta-se de forma eficaz

na composição dos grupos, tendo como premissa a utilização do parâmetro Q de similaridade

dos elementos para compor os agrupamentos neste tipo de cenário. Um ponto relevante obser-

vado refere-se ao baixo desempenho do algoritmo QG-SIM, apresentado pelos valores obtidos

nos indicadores de qualidade, pois devido à característica do conjunto de dados formado por

várias dimensões, a composição dos grupos por meio do método de interseção utilizado pelo

algoritmo QG-SIM, reflete um comportamento de menor efetividade na construção dos grupos

em conjuntos de alta dimensionalidade.

Diante de outro conjunto de dados reais(Young People Survey) que aborda um cenário

com elementos que representam informações que caracterizam o comportamento social dos jo-

vens, sendo composto por informações de preferências musicais, filmes, assuntos de interesse,

fobias, hábito saudáveis, personalidade, opinião sobre os aspectos da vida social e hábito de

consumo, é possível concluir que o algoritmo HDBSCAN compõe agrupamentos com os me-

lhores indicadores de qualidade, de modo que o algoritmo HDBSCAN destaca-se de forma

eficaz ao compor os agrupamentos, pois apresenta os melhores resultados nos indicadores, se-

guido pelo algoritmo CURE. Novamente o algoritmo QG-SIM apresenta valores nos indicado-

res de qualidade que refletem um baixo desempenho do algoritmo, isso devido à característica

do conjunto dados de alta dimensionalidade.

Por fim, no sentido de realizar o processo de avaliação comparativa dos algoritmos hie-

rárquicos com objetivo de contribuir com informações que auxiliem a efetiva aplicabilidade do

algoritmo QG-SIM e sua eficácia de utilização do conceito de similaridade em relação ao nú-
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mero K utilizado nos algoritmos hierárquicos para determinar o número de grupos, é observado

por meio dos diversos indicadores, uma perspectiva de eficácia do conceito de similaridade em

diversos cenários, possibilitando a utilização em uma vasta gama de aplicações, bem como a

oportunidade de aprimoramentos de algumas limitações identificadas.

6.1 TRABALHOS FUTUROS

Diante do contexto de análise exploratória de dados em que o algoritmo QG-SIM obteve

resultados tão bons como os alcançados pelos algoritmos onde o número K era determinado,

torna-se necessário em trabalhos futuros o desenvolvimento de estudos para melhorar o desem-

penho computacional que reflita diretamente na complexidade e nos métodos utilizados pelo

algoritmo QG-SIM, agregando e aprimorando os métodos do algoritmo para compor agrupa-

mentos adequados quando aplicados em conjuntos de dados de alta dimensionalidade.

A demanda de trabalhos futuros para o algoritmo QG-SIM converge para a analise e

incorporação dos estudos realizados em trabalhos que resultaram em algoritmos como o Par-

tition Affinity Propagation (PAP) (XIA et al., 2008) que utiliza a decomposição de matriz de

similaridade em submatrizes, no algoritmo FastAP (SUN et al., 2017) que analisa parcialmente

a matriz de similaridade, no algoritmo KAP (SERDAH; ASHOUR, 2016) que suporta alta di-

mensionalidade e entre outros métodos que agregam modelos híbridos que buscam superar as

limitações apresentadas de cada método utilizado.

Outra abordagem de utilização consiste na aplicação para pesquisas e estudos de mer-

cado quando há necessidade de mapeamento de perfil de usuário usando personas, o que viabi-

liza a análise exploratória de dados para formação de grupos utilizando para execução o modelo

PICaP (AQUINO JUNIOR, 2008) que considera a definição de uso de padrões de interface

que definem soluções personalizadas por camadas de perfis (usando personas) e podendo agre-

gar um processo para automatizar e atender as necessidades dos usuários através do Personas

durante todo o projeto (MASIERO; CARVALHO DESTRO et al., 2013).
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