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RESUMO

Quebra-Cabeças Espaciais formados por objetos rígidos, cordas flexíveis e buracos ofe-
recem domínios interessantes que lidam com elementos espaciais comuns no cenário onde as
experiências humanas diárias acontecem. Por essa razão, esses quebra-cabeças são a base de es-
tudos dessa dissertação, já que encontrar uma solução envolvendo problemas espaciais é um dos
itens essenciais para um agente computacional inteligente interagir em um ambiente humano.
Portanto, este trabalho tem como objetivo o estudo de uma solução automática para um con-
junto de problemas espaciais, especificamente os quebra-cabeças de Fisherman’s Folly e Rope
Ladder. Esse objetivo é atingido por meio da adaptação do algoritmo oASP(MDP), em que há
a utilização de heurísticas com o intuito de acelerar o processo de aprendizado e desenvolver o
algoritmo Heurística oASP(MDP) (HoASP(MDP)). No HoASP(MDP), Answer Set Program-
ming (ASP) é utilizado para representar o domínio como um Processo de Decisão de Markov
(MDP), enquanto um algoritmo de Aprendizado por Reforço (AR) (Q-Learning) é usado para
encontrar políticas ótimas desse MDP. A metodologia deste trabalho, para obtenção de heurís-
ticas, baseia-se em uma estratégia incremental, onde começa-se a resolver os quebra-cabeças
a partir de um conjunto muito restritivo de limitações, relaxando-as gradualmente enquanto
as soluções de cada versão relaxada são utilizadas como heurísticas para quebra-cabeças mais
complexos. Experimentos foram realizados em diferentes versões dos quebra-cabeças, como
determinístico, não-determinístico e não-estacionário. Os resultados mostram que a abordagem
proposta (HoASP(MDP)) pode acelerar o processo de aprendizado, apresentando assim uma
vantagem quando comparado com as versões dos algoritmos oASP(MDP) e Q-Learning que
não utilizam heurísticas.

Palavras-chave: Heurística. Aprendizado por reforço. Answer Set Programming. Processo de
Decisão de Markov. Quebra-cabeças espaciais.



ABSTRACT

Spatial puzzles composed of rigid objects, flexible strings and holes offer interesting
domains for reasoning about spatial entities that are common in the human daily-life’s activ-
ities. For this reason, these puzzles are the base of study in this dissertation, since finding a
solution that deals with spatial problems is one of the essential items for a computational agent
to interact in a human environment. Thus, the goal of this work is to investigate the auto-
mated solution of this kind of puzzles, specifically the Fisherman’s Folly and the Rope Ladder
puzzles, adapting an algorithm that combines Answer Set Programming (ASP) with Markov
Decision Process (MDP), algorithm oASP(MDP). The aim of this adaptation is to use heuris-
tics to accelerate the learning process and to build the Heuristic oASP(MDP) (HoASP(MDP))
algorithm. In HoASP(MDP), ASP is applied to represent the domain as an MDP, while a
Reinforcement Learning algorithm (Q-Learning) is used to find the optimal policies. In this
work, the heuristics were obtained from the solution of relaxed versions of the puzzles, us-
ing an incremental approach, in which the agent starts to solve the puzzles with a set of re-
strictive limitations, relaxing them gradually while using the solutions for the relaxed versions
as heuristics for the more complex puzzles. Experiments were performed on deterministic,
non-deterministic and non-stationary versions of the puzzles. Results show that the proposed
approach (HoASP(MDP)) can accelerate the learning process, presenting an advantage when
compared to the non-heuristic versions of oASP(MDP) and Q-Learning.

Keywords: Heuristic. Reinforcement learning. Answer Set Programming. Markov Decision
Process. Spatial puzzles.



LISTA DE ILUSTRAÇÕES

Ilustração 1 – Estados iniciais dos Quebra-Cabeças Espaciais estudados nesse trabalho . 16
Ilustração 2 – Estados iniciais e estados objetivos dos Quebra-Cabeças Espaciais estu-

dados nesse trabalho . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
Ilustração 3 – Sequência de ações possíveis para resolver o Quebra-Cabeça de Fisher-

man’s Folly . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
Ilustração 4 – Um programa em Answer Set Programming (ASP) . . . . . . . . . . . . 25
Ilustração 5 – Solução para o programa ASP da figura 4 . . . . . . . . . . . . . . . . . 25
Ilustração 6 – Um programa em ASP . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
Ilustração 7 – O programa, representado na figura 6, depois do processo de grounding . 27
Ilustração 8 – Diagrama apresentando a interação por um episódio do processo de apren-

dizado entre o Agente HoASP(MDP) e o Ambiente com Oráculo (Plane-
jador PROLOG) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

Ilustração 9 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Original 48
Ilustração 10 – Resultados de Estados para o Fisherman’s Folly Original . . . . . . . . . 49
Ilustração 11 – Testes Estatísticos para o Fisherman’s Folly Original . . . . . . . . . . . 50
Ilustração 12 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Simpli-

ficado . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
Ilustração 13 – Resultados de Estados para o Fisherman’s Folly Simplificado . . . . . . . 53
Ilustração 14 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Original

Não-Determinístico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
Ilustração 15 – Resultados de Estados para o Fisherman’s Folly Não-Determinístico . . . 56
Ilustração 16 – Testes Estatísticos para o Fisherman’s Folly Original Não-Determinístico 57
Ilustração 17 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Simpli-

ficado Não-Determinístico . . . . . . . . . . . . . . . . . . . . . . . . . 59
Ilustração 18 – Resultados de Estados para o Quebra-Cabeça Fisherman’s Folly Simplifi-

cado Não-Determinístico . . . . . . . . . . . . . . . . . . . . . . . . . . 60
Ilustração 19 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Esfera

Não-Estacionáiro . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 62
Ilustração 20 – Resultados de Estados para o Fisherman’s Folly Esfera Não-Estacionário . 63
Ilustração 21 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Disco

Não-Estacionário . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
Ilustração 22 – Resultados de Estados para o Fisherman’s Folly Disco Não-Estacionário . 66
Ilustração 23 – Testes Estatísticos para o Fisherman’s Folly Disco Não-Estacionário . . . 67
Ilustração 24 – Número de Passos e Valores de Retorno para o Rope Ladder . . . . . . . 69
Ilustração 25 – Resultados de Estados para o Rope Ladder . . . . . . . . . . . . . . . . . 70
Ilustração 26 – Testes Estatísticos para o Rope Ladder . . . . . . . . . . . . . . . . . . . 71



Ilustração 27 – Código utilizado para execução de um experimento. Os resultados apre-
sentados nessa dissertação realizam 30 experimentos . . . . . . . . . . . 91

Ilustração 28 – Parte do código utilizado para execução de uma determinada ação . . . . 92
Ilustração 29 – Parte do código utilizado atualização dos valores entre Python e ASP . . . 93
Ilustração 30 – Código utilizado para definir os parâmetros dos experimentos . . . . . . . 94
Ilustração 31 – Código utilizado para atualizar o valor do estado/ação na Tabela Q . . . . 95
Ilustração 32 – Código utilizado para atualizar a descrição da tabela Q com informações

do ASP . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95
Ilustração 33 – Código utilizado para criar o arquivo ASP com as Ações Proibidas . . . . 96
Ilustração 34 – Código utilizado para criar o arquivo ASP com os pares Estado/Ações

proibidos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 96
Ilustração 35 – Código utilizado para criar o arquivo ASP com os Estados Objetivos . . . 97



LISTA DE TABELAS

Tabela 1 – Número aproximado de interações necessárias para o agente começar a apren-
der a política ótima para os quebra-cabeças estacionários . . . . . . . . . . . 72

Tabela 2 – Número aproximado de interações necessárias para o agente começar a apren-
der a política ótima para os quebra-cabeças não estacionários . . . . . . . . . 72

Tabela 3 – Número de Estados Visitados pelo agente durante a interação com o ambiente
para os quebra-cabeças estacionários . . . . . . . . . . . . . . . . . . . . . . 72

Tabela 4 – Número de Estados Visitados pelo agente durante a interação com o ambiente
para os quebra-cabeças não estacionários . . . . . . . . . . . . . . . . . . . 73

Tabela 5 – Número de pares Estado/Ação presentes na Tabela Q para os quebra-cabeças
estacionários . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 73

Tabela 6 – Número de pares Estado/Ação presentes na Tabela Q para os quebra-cabeças
não estacionários . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 73

Tabela 7 – Tempo de execução médio, em minutos, para um experimento completo (6000
episódios) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 101



LISTA DE ALGORITMOS

Algoritmo 1 – oASP(MDP) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
Algoritmo 2 – HoASP(MDP) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36



LISTA DE ABREVIATURAS

AM Aprendizado de Máquina.
AR Aprendizado por Reforço.
ASP Answer Set Programming.
FEI Centro Universitário FEI.
HARL Aprendizado por Reforço Acelerado por Heurística.
MDP Processo de Decisão de Markov.
NMR Raciocínio Não-Monotônico.
oASP(MDP) Online Answer Set Programming para Processo de Decisão de Markov.
RNA Rede Neural Artificial.
TD Aprendizado de Diferença Temporal.



LISTA DE SÍMBOLOS

α Taxa de aprendizado do algoritmo Q-Learning.
A Conjunto de ações.
at Ação no instante t.
β Potência de influência da heurística.
ε Fator de influência na estratégia de escolha de ação do algoritmo Q-

Learning.
S Conjunto de estados.
st Estado no instante t.
γ Fator de desconto do algoritmo Q-Learning.
R Função de Recompensa.
T Função de transição.
ξ Fator de influência da heurística.



SUMÁRIO

1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 15
2 REVISÃO TEÓRICA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
2.1 O DOMÍNIO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
2.1.1 Fisherman’s Folly Original (FFO) . . . . . . . . . . . . . . . . . . . . . . . 22
2.1.2 Fisherman’s Folly Simplificado (FFS) . . . . . . . . . . . . . . . . . . . . . 22
2.1.3 Fisherman’s Folly Não-Determinístico (FFND) . . . . . . . . . . . . . . . . 22
2.1.4 Fisherman’s Folly Simplificado Não-Determinístico (FFSND) . . . . . . . . 22
2.1.5 Fisherman’s Folly Esfera Não-Estacionário (FFENE) . . . . . . . . . . . . 23
2.1.6 Fisherman’s Folly Disco Não-Estacionário (FFDNE) . . . . . . . . . . . . . 23
2.1.7 Rope Ladder . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
2.2 ANSWER SET PROGRAMING (ASP) . . . . . . . . . . . . . . . . . . . . . 24
2.3 APRENDIZADO POR REFORÇO (AR) . . . . . . . . . . . . . . . . . . . . 27
2.4 ONLINE ANSWER SET PROGRAMING PARA PROCESSO DE DECISÃO

DE MARKOV (oASP(MDP)) . . . . . . . . . . . . . . . . . . . . . . . . . . 31
3 HEURÍSTICA E oASP(MDP) . . . . . . . . . . . . . . . . . . . . . . . . . 35
3.1 HoASP(MDP) PARA RESOLVER QUEBRA-CABEÇAS ESPACIAIS . . . . 38
4 EXPERIMENTOS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
4.1 FISHERMAN’S FOLLY ORIGINAL (FFO) . . . . . . . . . . . . . . . . . . 42
4.2 FISHERMAN’S FOLLY SIMPLIFICADO (FFS) . . . . . . . . . . . . . . . . 43
4.3 FISHERMAN’S FOLLY NÃO-DETERMINÍSTICO (FFND) . . . . . . . . . 43
4.4 FISHERMAN’S FOLLY SIMPLIFICADO NÃO-DETERMINÍSTICO (FFSND) 43
4.5 FISHERMAN’S FOLLY ESFERA NÃO-ESTACIONÁRIO (FFENE) . . . . . 44
4.6 FISHERMAN’S FOLLY DISCO NÃO-ESTACIONÁRIO (FFDNE) . . . . . . 44
4.7 ROPE LADDER . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
5 RESULTADOS E DISCUSSÃO . . . . . . . . . . . . . . . . . . . . . . . . 46
5.1 FISHERMAN’S FOLLY ORIGINAL (FFO) . . . . . . . . . . . . . . . . . . 46
5.2 FISHERMAN’S FOLLY SIMPLIFICADO (FFS) . . . . . . . . . . . . . . . . 51
5.3 FISHERMAN’S FOLLY NÃO-DETERMINÍSTICO (FFND) . . . . . . . . . 54
5.4 FISHERMAN’S FOLLY SIMPLIFICADO NÃO-DETERMINÍSTICO (FFSND) 58
5.5 FISHERMAN’S FOLLY ESFERA NÃO-ESTACIONÁRIO (FFENE) . . . . . 61
5.6 FISHERMAN’S FOLLY DISCO NÃO-ESTACIONÁRIO (FFDNE) . . . . . . 64
5.7 ROPE LADDER . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 68
6 REVISÃO BIBLIOGRÁFICA . . . . . . . . . . . . . . . . . . . . . . . . . 75
7 CONCLUSÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82
7.1 TRABALHOS FUTUROS . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82

REFERÊNCIAS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
ÍNDICE . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88



APÊNDICE A – CÓDIGOS UTILIZADOS PARA OS EXPERIMENTOS 90
APÊNDICE B – CONFIGURAÇÃO PARA EXECUÇÃO DOS EXPERI-
MENTOS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98
APÊNDICE C – TEMPO DE EXECUÇÃO DOS EXPERIMENTOS . . . 100



15

1 INTRODUÇÃO

A capacidade de aprender uma sequência de ações para solucionar tarefas complexas, a
partir de interações com o domínio, é uma habilidade essencial para qualquer agente inteligente
presente no mundo físico. Isso é particularmente importante quando se lida com domínios que
contém elementos espaciais, como objetos rígidos, flexíveis e até mesmo com buracos, em que
as ações e seus efeitos não são triviais. Por essa razão, o principal desafio considerado neste
trabalho é o aprendizado por meio de interações de um conjunto de ações que são necessárias
para solucionar problemas espaciais que contam com esses elementos. Portanto, para lidar com
esse desafio é considerado especificamente os quebra-cabeças espaciais compostos de objetos
rígidos, cordas flexíveis e buracos. Já que esses são elementos de interesse presentes não ape-
nas no mundo físico em que os humanos estão inseridos, mas também em áreas importantes de
aplicação, como cirurgia robótica e manutenção de maquinário, em que elementos com carac-
terísticas distintas (ou até mesmo contrastantes) devem ser manipulados com cuidado para que
um certo objetivo seja atingido (podendo ser a remoção de um tumor, ou a reparação de uma
peça quebrada em uma determinada máquina).

Os quebra-cabeças de Fisherman’s Folly e Rope Ladder, mostrados nas figuras 1a e 1b
respectivamente, são os domínios de estudo considerados por este trabalho. Sendo que basi-
camente são formados por: Postes, Corda, Anel, um par de Esferas (que são atravessadas pela
Corda) e um par de Discos (fixados nas extremidades da Corda). Com o intuito de facilitar
o entendimento desses quebra-cabeças, uma descrição do estado inicial do Fisherman’s Folly
se torna relevante, por exemplo, o estado inicial do domínio pode ser aquele em que o Poste
atravessa o buraco do Anel; a Corda atravessa o buraco do Poste; cada Disco e Esfera está
de um lado do Poste (figura 1a). Para solucionar esse quebra-cabeça é necessário executar
uma sequência de ações que tem como objetivo liberar o Anel das relações que este tem com
os outros elementos. Vale lembrar que essas ações devem ser não destrutivas, excluindo por
exemplo cortar a Corda ou quebrar o Poste. Com a execução de ações e mudanças nos es-
tados dos quebra-cabeças, o relacionamento entre os elementos que formam o quebra-cabeça
também muda com o tempo, considerando que o relacionamento depende da interação em um
determinado momento, pois a execução de uma ação, por exemplo passar o Disco pelo Buraco
do Poste, altera a forma como os elementos (Disco e Poste) estão relacionados. Além disso,
esses domínios têm na formalização dos estados outro elemento desafiador, já que o número de
estados visitados pode crescer arbitrariamente, dado que as relações entre os elementos apare-
cem e desaparecerem inúmeras vezes (por exemplo enrolar e desenrolar a Corda pelo Buraco
do Poste).

Considerando as características dos quebra-cabeças descritas acima, a escolha desses
domínios dá-se pelo fato de representarem bons exemplos para testes, já que mantém a com-
plexidade presente em problemas que lidam com elementos espaciais comuns do mundo físico,
além de permitir a representação de estados como um Processo de Decisão de Markov (MDP).
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Figura 1 – Estados iniciais dos Quebra-Cabeças Espaciais estudados nesse trabalho

(a) Quebra-cabeça de Fisherman’s Folly (b) Quebra-cabeça Rope Ladder

Fonte: Autor

Sendo assim, vale destacar como pode ser complexo, devido à necessidade de formalização
dos quebra-cabeças e do processo de interação entre um agente e tais quebra-cabeças, o desen-
volvimento de um solucionador automático que seja capaz de lidar com essas características
(ressaltando também quebra-cabeças com diferentes componentes e relações) e ainda aprender
uma sequência de ações que deve ser executada para solucionar um quebra-cabeça específico.

Trabalhos anteriores lidaram com soluções automáticas para esse tipo de domínio, mas
partindo de uma perspectiva em lógica formal (CABALAR; SANTOS, 2011, 2016; SANTOS;
CABALAR, 2016), em que as ações eram claramente representadas, permitindo que um pla-
nejador fosse construído a fim de encontrar a solução para um conjunto de quebra-cabeças
espaciais (CABALAR; SANTOS, 2011). Porém, essas abordagens anteriores não lidavam com
o aprendizado de tarefas e não podiam ser aplicados em versões dos quebra-cabeças mais com-
plexas, que permitissem mudanças no domínio1 (não-estacionário) e com não-determinismo.
Sendo assim, essas soluções não foram usadas como base para comparação com o algoritmo
proposto nessa dissertação, já que contavam com um escopo de aplicação mais restrito (apenas
em domínios determinísticos e no quebra-cabeça Fisherman’s Folly).

Portanto, para resolver os problemas deixados em abertos por trabalhos anteriores, essa
dissertação teve como foco a aplicação da combinação de Answer Set Programming (ASP) e
MDP, o algoritmo oASP(MDP) (seção 2.4), para resolver os quebra-cabeças de Fisherman’s
Folly e Rope Ladder (seção 2.1). ASP é utilizado para representar o domínio como um MDP,
enquanto um algoritmo de Aprendizado por Reforço (AR), especificamente Q-Learning, é utili-

1São domínios em que mudanças no ambiente, enquanto o agente está interagindo, podem acontecer. É a contra-
partida ao domínio estacionário, aquele em que o ambiente se mantém o mesmo durante toda a interação.
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zado para encontrar uma política ótima para esse MDP. Com isso, a contribuição principal dessa
dissertação é o desenvolvimento do algoritmo Heurística oASP(MDP) (HoASP(MDP)), que é
adaptação do algoritmo oASP(MDP) incluindo o uso de heurísticas para acelerar o processo de
aprendizado. As heurísticas foram obtidas por meio da solução de versões simplificadas dos
quebra-cabeças (capítulo 3) e facilitam o processo de aprendizado, servindo como um guia para
o algoritmo de AR no momento da escolha da ação que deve ser executada pelo agente, sendo
que essa abordagem foi definida por Bianchi, Ribeiro e Costa (2008) como Aprendizado por
Reforço Acelerado por Heurística (HARL). As heurísticas obtidas foram aplicadas não só para
as versões determinísticas e não-determinísticas desses domínios, como também para versões
em que a Corda pôde ser enrolada através dos Buracos.

O primeiro dos conceitos que formam o algoritmo Online Answer Set Programming
para Processo de Decisão de Markov (oASP(MDP)) é o MDP, um formalismo utilizado para
descrever problemas de tomada de decisão sequencial, representados por um tupla <S, A, T ,
R> que contém informações sobre os estados (S), ações (A), função de transição (T ) e recom-
pensa (R) de um domínio. É importante pontuar uma característica do MDP que é a capacidade
de representar experiências passadas de uma maneira compacta, mas sem perder informações
relevantes (SUTTON; BARTO, 2018). Depois que um domínio é formalizado como um MDP,
não sendo necessário descrever previamente as funções T eR, é possível encontrar uma solução
para este domínio por meio do uso de uma técnica de Aprendizado de Máquina (AM) conhe-
cida como AR. AR é um modelo em que a solução de um problema é encontrada através de
interações entre um agente (capaz de executar uma ação) e o ambiente (descrição do domínio,
local onde as ações são executadas). O algoritmo específico que foi utilizado por este trabalho
é o Q-Learning, que tem como objetivo aproximar uma função valor-ação Q(s,a), que é usada
para escolher uma ação a ∈ A que deverá ser executada quando o agente estiver em um estado
s ∈ S. Sendo assim, Q(s,a) acaba sendo a função que determina qual é a sequência ótima de
ações a ser executada pelo agente (SUTTON; BARTO, 2018).

O segundo conceito utilizado pelo algoritmo oASP(MDP) é a linguagem de programa-
ção declarativa ASP. ASP é baseada em programação lógica não-monotônica (EITER; IANNI;
KRENNWALLNER, 2009) e tem como objetivo auxiliar na representação de um domínio
que conta com características dinâmicas, além de ser efetiva para solução de problemas NP-
Completos, como o problema do Caixeiro Viajante (HOFFMAN; PADBERG; RINALDI, s.d.).
Sendo assim, ASP permite que um algoritmo de AR possa aprender a política ótima inclusive
quando há mudanças no ambiente enquanto as interações acontecem. A regra de escolha é
uma outra ferramenta da linguagem, usando essas regras é possível gerar diferentes saídas dada
uma mesma entrada, ou seja, dado que o agente está em um estado s0 e executa uma ação a é
possível, com ASP, descrever diversos estados futuros como consequência dessa execução, por
exemplo os estados s1 e s2. Além dessa capacidade, programas ASP também podem ser usados
para representar as restrições do domínio, como ações e estados proibidos.
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Depois da apresentação dos conceitos que formam o algoritmo oASP(MDP), é possível
descrever como este algoritmo funciona combinando ASP e MDP. O oASP(MDP) permite a
construção e atualização do conjunto de estados visitados S e das ações A que podem ser exe-
cutadas de uma maneira online, enquanto as interações acontecem. A grande vantagem de se
utilizar ASP nesse contexto é que mesmo que os conjuntos S e A sofram mudanças enquanto
o agente interage com o ambiente, um algoritmo de AR ainda é capaz de aproximar a função
valor-ação Q(s, a), bastando que inicialmente o algoritmo receba o conjunto de ações A, um
método que aproxima a função Q(s, a) e o número interações que devem ser realizadas. Fer-
reira et al. (2018) mostram como o algoritmo oASP(MDP) apresenta uma melhor performance
quando comparado com os algoritmos padrões de AR como Q-Learning e SARSA, em outros
domínios, como o domínio do mundo de grades.

Com o intuito de avaliar a abordagem proposta neste trabalho, o algoritmo HoASP(MDP),
experimentos (capítulo 4) foram realizados nas versões determinísticas, não-determinísticas e
não-estacionárias dos quebra-cabeças especiais. Com isso, os resultados e a discussão (capí-
tulo 5) mostraram que essa abordagem apresenta uma melhor performance que as versões sem
heurísticas dos algoritmos oASP(MDP) e Q-Learning.

Os próximos capítulos deste trabalho estão organizados da seguinte maneira: o capítulo
2 faz uma apresentação dos conceitos que serão utilizados para o desenvolvimento deste traba-
lho. Já o capítulo 3 apresenta o método desenvolvido por este trabalho. O capítulo 4 descreve os
experimentos e o capítulo 5 apresenta os resultados obtidos e a discussão desses resultados. O
capítulo 6 faz uma revisão bibliográfica dos trabalhos desenvolvidos na área, tanto relacionados
ao tema geral quanto relacionados ao algoritmo oASP(MDP). Por fim, o capítulo 7 conclui o
trabalho e apresenta direções futuras para este trabalho.
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2 REVISÃO TEÓRICA

Este capítulo apresenta uma descrição teórica dos conceitos que foram utilizados neste
trabalho. Começando pela descrição dos quebra-cabeças explorados, então partindo para a
linguagem lógica (ASP) usada para representar um MDP e a técnica de AR usada para encontrar
uma solução ótima para esse MDP. Por fim, o algoritmo oASP(MDP) é descrito.

2.1 O DOMÍNIO

Como este trabalho procura uma solução aplicável a problemas espaciais, dois domínios
que apresentam as características espaciais que se quer estudar (como objetos com buracos
ou objetivos flexíveis) são os quebra-cabeças de Fisherman’s Folly (figura 2a) e Rope Ladder
(figura 2c).

Os dois quebra-cabeças considerados por este trabalho são formados pelo seguinte con-
junto de elementos: Poste com buraco; uma Corda; um Anel; um par de Esferas, que são
atravessadas pela corda; e um par de Discos, cada um está fixado em uma extremidade dife-
rente da Corda. Com relação à dinâmica e às possibilidades de movimentações dos elementos,
há a possibilidade de mover as Esferas pela Corda. Além disso, a Corda passa pelo Buraco do
Poste, fazendo com que cada Esfera e cada Disco fique de um lado do Poste. Um outro ponto
importante a se notar é que as Esferas são maiores que os Buracos dos Postes, impossibilitando
assim a passagem destas através deste buraco. Já os Discos podem atravessar o Buraco do Poste,
porém não podem atravessar o Buraco do Anel. Outro elemento que pode passar pelo Buraco
do Poste é o Anel.

O objetivo desses quebra-cabeças é liberar o Anel do conjunto de elementos (figura 2b
e figura 2d). Para que se possa atingir este objetivo, um agente (uma pessoa, um robô, etc),
que participe da interação com esses quebra-cabeças, deve executar uma sequência de ações.
Nesse contexto, uma ação é a manipulação de dois objetos e a face de um buraco, por exemplo
passar o Disco através do Buraco do Poste da direita para à esquerda. Essas interações entre
os elementos dos quebra-cabeças podem levar à situações complexas, como a possibilidade de
enrolar, múltiplas vezes, a Corda no Buraco do Anel ou no Buraco do Poste. Esse fenômeno
aumenta o Espaço de Estados e consequentemente o tempo necessário para encontrar a solução
(o impacto dessa possibilidade de enrolar a Corda pelos buracos pode ser visto no capítulo 5).
A proposta apresentada neste trabalho também lida com essa situação.

Apesar desses dois quebra-cabeças possuírem similaridades, existem também diferenças
fundamentais entre eles: o Rope Ladder é mais complexo que o Fisherman’s Folly, já que o
primeiro tem dois Postes (conectados por uma barra no topo) com Buracos; o Rope Ladder não
tem uma base, o que permite a passagem dos Postes pelo Buraco do Anel em qualquer direção
(direita ou esquerda); por fim, o Rope Ladder apresenta uma relação mais complexa entre a
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Figura 2 – Estados iniciais e estados objetivos dos Quebra-Cabeças Espaciais estudados nesse
trabalho

(a) Quebra-cabeça de Fisherman’s Folly (b) Estado objetivo do Fisherman’s Folly

(c) Quebra-cabeça Rope Ladder (d) Estado objetivo do Rope Ladder

Fonte: Autor

Corda e os Postes, já que a Corda atravessa os Buracos dos Postes em quatro diferentes pontos
(figura 2c).

Os elementos que formam esses quebra-cabeças podem ser separados em três diferentes
categorias como apresentado por Cabalar e Santos (2011). A primeira categoria é a Regular,
que representa objetos simples, como discos; a segunda categoria é a de elementos que contém
Buracos, como anéis; e por fim a categoria de elementos Longos, como cordas.
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Figura 3 – Sequência de ações possíveis para resolver o Quebra-Cabeça de Fisherman’s Folly

Fonte: Cabalar e Santos (2011)

a) categoria 1 (objetos regulares):
– Disco1;
– Disco2;
– Base;

b) categoria 2 (objetos com buracos):
– Anel;
– Esfera1;
– Esfera2;
– Buraco do Poste1;
– Buraco do Poste2;

c) categoria 3 (objetos longos):
– Corda;
– Poste1;
– Poste2.

Já que a partir do estado inicial (figura 2a e 2c) uma sequência de ações deve ser exe-
cutada com o objetivo de liberar o Anel do quebra-cabeça, a figura 3 apresenta uma possível
sequência de ações que pode ser aplicada no quebra-cabeça de Fisherman’s Folly para esse fim.
Considerando s0 como o estado inicial, a aplicação da ação “Passar Disco2 pelo Poste” é reali-
zada e então o agente avança para o estado s1. Depois disso, a execução da ação “Tirar Anel do
Poste” é realizada, e o agente passa para o estado s2. Agora em s2, a ação “Passar Esfera2 pelo
Anel” é executada, levando o agente para o estado s3. A próxima ação escolhida é “Passar Anel



22

pelo Buraco do Poste”, como resultado chega-se ao estado s4. Finalmente, quando o estado s4
é visitado, a ação “Passar Esfera2 pelo Anel” é executada e o estado objetivo s5 é alcançado,
concluindo assim a tarefa de liberar o Anel do quebra-cabeça de Fisherman’s Folly (figura 2b).

Para verificar como o agente autônomo construído nessa dissertação pôde ser usado para
resolver esses quebra-cabeças, foram realizados experimentos (capítulo 4) com sete configura-
ções diferentes do Fisherman’s Folly e Rope Ladder, apresentadas a seguir.

2.1.1 Fisherman’s Folly Original (FFO)

Essa é a configuração original do quebra-cabeça de Fisherman’s Folly (figura 2a), sem
nenhuma alteração nos elementos e nem nas relações entre eles.

2.1.2 Fisherman’s Folly Simplificado (FFS)

Nessa configuração (FFS), os elementos que formam o quebra-cabeça são os mesmos
daqueles que formam o Fisherman’s Folly Original (FFO), a diferença é que na configuração
simplificada o agente não pode enrolar a Corda através do Buraco do Poste (único elemento
com essa restrição).

2.1.3 Fisherman’s Folly Não-Determinístico (FFND)

Nessa configuração (FFND), os elementos e as relações são os mesmos que formam o
quebra-cabeça Fisherman’s Folly Original (FFO), mas agora considerando o não-determinismo
na execução de ações. A diferença dessa configuração para as configurações anteriores dos
quebra-cabeças é que quando um agente escolhe uma ação para ser executada no ambiente, há
uma chance de 80% dessa ação alcançar o resultado esperado, uma chance de 10% da ação
ser executada com os mesmos elementos, mas em uma direção oposta e uma chance de 10%
do agente executar nenhuma ação (ficando no mesmo estado). As ações ótimas que levam à
solução deste quebra-cabeça são as mesmas do Fisherman’s Folly Original (FFO)

2.1.4 Fisherman’s Folly Simplificado Não-Determinístico (FFSND)

Essa é a configuração simplificada do Fisherman’s Folly Não-Determinístico (FFND),
sendo que nesse quebra-cabeça não é possível enrolar a Corda através do Buraco do Poste
(único elemento com essa restrição).
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2.1.5 Fisherman’s Folly Esfera Não-Estacionário (FFENE)

Nesta configuração (FFENE) é permitido que aconteça uma mudança no quebra-cabeça
em um determinado momento (a ser escolhido pelo projetista e conforme os requisitos dos
experimentos, detalhes na seção 4.5). Sendo que antes da mudança ocorrer o quebra-cabeça
permite que a Esfera1 e a Esfera2 passem através do Buraco do Poste. Depois da mudança, o
quebra-cabeça passa a ter a mesma configuração e simplificações do quebra-cabeça Fisherman’s
Folly Simplificado (FFS).

2.1.6 Fisherman’s Folly Disco Não-Estacionário (FFDNE)

Nesta configuração (FFDNE) também é permitido que aconteça uma mudança no quebra-
cabeça em um determinado momento. Sendo que antes da mudança ocorrer o quebra-cabeça
FFDNE permite que o Disco1 e o Disco2 possam atravessar o Buraco do Anel, mas não possam
atravessar o Buraco do Poste. Após a mudança, o quebra-cabeça FFDNE passa a ter a mesma
configuração e simplificações que o Fisherman’s Folly Simplificado (FFS).

2.1.7 Rope Ladder

Essa é a configuração original do quebra-cabeça Rope Ladder (figura 2c), sem nenhuma
alteração nos elementos e nas relações entre eles.

Para além das definições dos quebra-cabeças estudados nessa dissertação, é possível
também apresentar como pode-se separar essas configurações em quatro categorias distintas:

a) categoria 1 (quebra-cabeças originais):
– Fisherman’s Folly Original (FFO);
– Rope Ladder;

b) categoria 2 (quebra-cabeças simplificados)
– Fisherman’s Folly Simplificado (FFS);

c) categoria 3 (quebra-cabeças não-determinísticos)
– Fisherman’s Folly Não-Determinístico (FFND);
– Fisherman’s Folly Simplificado Não-Determinístico (FFSND);

d) categoria 4 (quebra-cabeças não-estacionários)
– Fisherman’s Folly Esfera Não-Estacionário (FFENE);
– Fisherman’s Folly Disco Não-Estacionário (FFDNE).

Por fim, como o objetivo deste trabalho é construir um agente autônomo capaz de lidar
com esses quebra-cabeças, foi necessário encontrar um modo que permitisse a interação entre
o agente (o algoritmo desenvolvido por essa dissertação) e o quebra-cabeça. Com esse intuito,
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esse trabalho utilizou um Oráculo (uma simulação do quebra-cabeça) desenvolvido por Caba-
lar e Santos (2011), que é um planejador escrito na linguagem PROLOG. A necessidade de
um Oráculo surge porque não se tem um agente físico capaz de executar ações neste quebra-
cabeça no mundo real. A interação entre o agente e o ambiente (representado pelo Oráculo)
acontece através de perguntas e respostas, já que o simulador permite realizar perguntas sobre
um estado futuro quando uma determinada ação é executada. Por exemplo, o agente pergunta
ao planejador PROLOG qual é o resultado de executar uma ação em um determinado estado,
então o Oráculo tem a possibilidade de responder com duas informações diferentes: ou o es-
tado futuro (resultado da execução da ação) ou que aquela ação não pode ser executada naquele
instante. Apesar desse planejador PROLOG poder ser usado para solucionar o quebra-cabeça
de Fisherman’s Folly utilizando Aprofundamento Iterativo como a estratégia de busca, esse
planejador não foi capaz de solucionar quebra-cabeças mais complexos (como Rope Ladder),
Não-Determinísticos ou Não-Estacionários.

2.2 ANSWER SET PROGRAMING (ASP)

Como pode ser visto no trabalho de Eiter, Ianni e Krennwallner (2009), Answer Set
Programming (ASP) é uma linguagem que faz uso do paradigma de programação declarativa,
diferenciando-se de outros paradigmas por não ser necessário conhecer como resolver um pro-
blema, bastando apenas a descrição de tal. ASP é baseada em programação lógica com raciocí-
nio não-monotônico, sendo usada com sucesso para solução de problemas NP-Completo, como
o problema do Caixeiro Viajante (HOFFMAN; PADBERG; RINALDI, s.d.). ASP também é
usada para representar formalismos que lidam com problemas de tomada de decisão sequencial
(FREITAS DOS SANTOS et al., 2018), além de ser construída para modelar e resolver pro-
blemas que lidam com raciocínio de senso comum, como raciocínio espacial não-monotônico
(WAŁĘGA; SCHULTZ; BHATT, 2017).

A escolha do ASP é justificada pelas características apresentadas por Eiter, Ianni e
Krennwallner (2009), em que as seguintes vantagens da linguagem são apontadas: (1) pos-
sibilidade de descrição de quais soluções são preferidas em comparação com outras, definindo
algum critério de qualidade para realizar tal classificação, possibilitando assim trabalhar com
problemas ou domínios que requerem manipulação de preferências; (2) a habilidade do ASP
de lidar com falta de informações adequadamente; (3) o uso de regras de escolha, permitindo
assim o mapeamento entre uma entrada e diferentes saídas.

Uma importante característica do ASP, apontada por Lifschitz (2008), é que essa lin-
guagem depende de uma semântica declarativa baseada na definição de modelos estáveis, que é
definido por Gelfond e Lifschitz (1988) como “um possível conjunto de crenças de um agente,
considerando as premissas do programa ASP”. Quando se utiliza esta linguagem, os problemas
de busca são reduzidos a computar modelos estáveis (GELFOND, 2008) e a realização desta
busca é feita por um programa solucionador answer set responsável pela geração dos modelos
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Figura 4 – Um programa em ASP

Fonte: Cabalar (2017)

Figura 5 – Solução para o programa ASP da figura 4

Fonte: Cabalar (2017)

estáveis. Um exemplo de programa em ASP pode ser visto na figura 4, e a sua solução (answer

set) é apresentada na figura 5, nota-se que neste caso há apenas uma solução para este programa,
gerando assim, apenas um answer set.

Quando se escreve um programa em ASP são definidas uma série de cláusulas que de-
terminam como este programa será executado e o que deverá ser seguido. Lifschitz (2008)
apresenta a forma dessas cláusulas, sendo do tipo:

A :- L1, L2,..., Ln (1)

em que A é um átomo, a cabeça da cláusula, enquanto a conjunção de literais, L1, L2,..., Ln são
os átomos que formam o corpo. Além desses elementos, há também os símbolos que formam
uma cláusula, tal qual “:-” que é a implicação lógica, podendo ser lida como um condicional
“se” e o símbolo “,” representando a conjunção. Portanto, a cláusula 1 pode ser representada
como L1 ∧ · · · ∧ Ln→ A.

ASP também conta com dois conceitos que tratam de valores que podem ser assumidos
e de tipos de negação. O primeiro é a possibilidade de se ter um terceiro valor de desconhecido,
completando as duas opções padrões, verdadeiro e falso. O segundo conceito trata da possi-
bilidade de dois tipos de negação, negação forte, ou clássica, e negação fraca, que representa
negação por falha. Para representar esses conceitos na linguagem, diferentes símbolos são utili-
zados, o símbolo “-” (traço) representa a negação forte, e o símbolo “not” representa a negação
fraca.

Para melhor entendimento, é possível explorar um exemplo apresentado por Lifschitz
(2008), em que um ônibus apenas deve atravessar uma linha de trem quando nenhum trem está
vindo. Portanto, aplicando a negação por falha na equação (2):

atravessar :- not trem. (2)
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não se pode ter certeza de que esta condição é atendida, já que essa regra permite que o ônibus
atravesse a linha mesmo quando não se tem informações sobre a aproximação ou não do trem,
podendo levar a uma consequência desastrosa. A forma mais segura de representar a regra de
que só se deve atravessar a linha quando não houver trem se aproximando é por meio do uso da
negação forte, mostrada na equação (3), porque esse tipo de negação garante que o ônibus só
atravessará quando houver informação concreta de que não há trem se aproximando.

atravessar :- -trem. (3)

Uma outra característica do ASP é a possibilidade de gerar diferentes saídas para a
mesma entrada (FERREIRA et al., 2018). Isso quer dizer que, por exemplo, dado um estado
qualquer s e uma ação qualquer a, é possível descrever, utilizando um programa ASP, os es-
tados s1 e s2 como possíveis saídas da execução da ação a no estado s, essa regra pode ser
representada em ASP utilizando a formula:

1{s1, s2}1 :- a, s. (4)

essa regra é lida da seguinte maneira, dado que o agente está em s ∈ S (conjunto de estados
possíveis de um determinado domínio) e a ação a ∈ A (conjunto de ações que podem ser exe-
cutadas em um determinado domínio) é executada, deve-se escolher um e apenas um estado
futuro (que é consequência de executar a ação a no estado s), entre os estados s1 e s2.

Com isso em mente, este trabalho parte da suposição de que para cada estado s ∈ S
existe um conjunto de regras em ASP que descrevem as consequências de se executar uma ação
a ∈ A. Sendo assim, para cada ação do conjunto A deve existir a descrição da consequên-
cia, informando os estados possíveis de serem alcançados, como na cláusula apresentada na
formula 4.

Um programa ASP também permite a representação de restrições, como mostrado por
Lifschitz (2008) e Eiter, Ianni e Krennwallner (2009), que é uma cláusula sem a cabeça. Esse
tipo de restrição é utilizado, principalmente, para excluir possíveis soluções na execução de um
programa. Por exemplo, considerando o domínio de colorir diferentes vértices de um grafo,
tem-se o requerimento que vértices adjacentes não devem ser coloridos com a mesma cor, para
representar essa condição de pintura, a restrição 5 pode ser utilizada.

:- borda(X, Y ), vermelho(X), vermelho(Y). (5)

No contexto deste trabalho, as restrições estão relacionadas com a descrição de estados
impossíveis (estados dos quebra-cabeças que não podem ser fisicamente alcançados), ações im-
possíveis (que não podem ser executadas fisicamente) e pares estado/ações impossíveis (ações
que não podem ser fisicamente executadas em um estado específico).

Por fim, para encontrar as soluções (answer sets) de um programa lógico, ASP deve rea-
lizar o processo de grounding e solving. O processo de grounding é a substituição das variáveis
de um programa ASP por um programa que não possui variáveis ou funções, é a substituição
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Figura 6 – Um programa em ASP

Fonte: Lifschitz (2008)

Figura 7 – O programa, representado na figura 6, depois do processo de grounding

Fonte: Lifschitz (2008)

de todas as variáveis por todas as instâncias possíveis dessas mesmas variáveis. A figura 6
mostra um exemplo de um programa ASP antes do processo de grounding e a figura 7 mostra o
programa após o processo de grouding.

Após o grouding é possível executar o processo de solving, que é responsável por en-
contrar os answer sets do programa representado na figura 7.

Com a apresentação do ASP e seu entendimento teórico pode-se definir que o objetivo
deste trabalho na sua utilização é representar um conjunto de estados S de um MDP. Então, com
essa representação, encontrar todo answer set para cada estado que o agente tem permissão para
visitar, em outras palavras, toda transição permitida para o par estado-ação (s, a). Além disso,
ASP também é útil para lidar com quebra-cabeças que sofrem mudanças com o tempo (não-
estacionários), já que essa linguagem pode revisar conhecimento previamente obtido e assim
descrever as regras de transição de um domínio após as mudanças encontradas. Finalmente,
após a obtenção da representação dos estados e das funções de transição, aplicar Aprendizado
Por Reforço (AR), Q-Learning especificamente, para encontrar uma sequência de ações ótimas
que resolva o MDP que descreve o domínio dos Quebra-Cabeças de Fisherman’s Folly e Rope
Ladder.

2.3 APRENDIZADO POR REFORÇO (AR)

Há alguns problemas que são difíceis de solucionar utilizando apenas regras pré-definidas,
como regressão, classificação e problemas de tomada de decisão em ambientes desconhecidos.
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Por isso diferentes métodos de Aprendizado de Máquina (AM) vêm se tornando cada vez mais
comuns para solução de diversos problemas do mundo real.

Há na literatura uma separação comum em três diferentes categorias que descrevem
como um sistema aplica os conceitos de AM, sendo estas: Aprendizado Supervisionado, Apren-
dizado não Supervisionado e Aprendizado por Reforço.

Como descrito por Hastie, Tibshirani e Friedman (2009), o Aprendizado Supervisionado
é uma técnica em que tanto os dados de entrada quanto a saída esperada são fornecidos para
o algoritmo de aprendizagem. Isso ocorre no momento em que o algoritmo é executado e o
processo iniciado. É uma abordagem utilizada para solução de diversos problemas, como por
exemplo, classificar números em uma imagem. Neste caso, os dados para treinamento podem
ser imagens que representam um determinado número e como saída esperada o valor numérico
que é representado por essa imagem. Uma das técnicas mais utilizadas dentro deste paradigma
é a de Rede Neural Artificial (RNA) aplicada em tarefas de regressão e classificação (HASTIE;
TIBSHIRANI; FRIEDMAN, 2009).

Uma outra abordagem de aprendizado é a de Aprendizado não Supervisionado, que é de-
finido por Barlow (1989) como um tipo de aprendizado em que a saída esperada não é fornecida
para o algoritmo, apenas os dados de entrada são fornecidos. Essa abordagem é utilizada em
problemas, por exemplo, em que precisa-se descobrir agrupamentos em um conjunto de dados
(o projetista não sabe o que forma esse agrupamento previamente). O exemplo de classificação
de números também pode ser visto como um problema de Aprendizado não Supervisionado, já
que bastaria retirar o fornecimento dos dados de saída esperado e obter os grupos que podem
ser formados pelas imagens fornecidas. Um dos métodos que faz uso desta abordagem é o
K-Means (JAIN, 2010).

Por fim tem-se o Aprendizado por Reforço (AR) que, segundo Sutton e Barto (2018),
pode ser definido como o problema de aprendizagem por meio de interações com o ambiente a
fim de atingir um determinado objetivo. Sendo assim, para que haja essa interação, o sistema de
AR é dividido em duas entidades distintas, o Agente e o Ambiente. Neste contexto, o Agente
é a parte que aprende e toma as decisões (executa ações), enquanto que o local (ou mundo) em
que o Agente executa essas ações é o Ambiente, que pode ser definido como o local em que as
interações acontecem. Essas interações ocorrem seguindo uma sequência de passos:

a) primeiro, o Agente escolhe uma ação para ser executada no Ambiente. Vale notar
que a execução da ação em um determinado instante “t” não tem consequência
apenas em “t”, mas também pode ter consequências nos estados futuros e, conse-
quentemente, nas recompensas futuras;

b) em seguida, o Ambiente responde para o Agente com o estado resultado da ação
e a recompensa de se ter executado aquela determinada ação;

c) por fim, o Agente atualiza o valor de executar essa ação baseando-se na recom-
pensa recebida, usando uma fórmula que é específica para cada algoritmo de AR.
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Como AR lida com problemas de tomada de decisão sequencial, se faz necessário a
definição de um formalismo para representação desses problemas, sendo assim, Sutton e Barto
(2018) definem o AR sobre o Processo de Decisão de Markov (MDP), que pode ser representado
pela tupla <S, A, T , R>, em que:

a) S é o conjunto de estados que podem ser observados no domínio;
b) A é o conjunto de ações que podem ser executadas por um Agente;
c) T representado pela equação (6), é a função de transição que provê a probabilidade

de o Agente, estando em um estado s ∈ S e executando uma ação a ∈ A, alcançar
o estado futuro s′ ∈ S;

d) R representado pela equação (7), é a função de recompensa que provê a recom-
pensa para o Agente, quando este se encontra em um estado s ∈ S e executa uma
ação a ∈ A, alcançando o estado futuro s′ ∈ S.

Transição = S × A× S 7→ [0,1] (6)

Recompensa = S × A× S 7→ Re (7)

Além dessa tupla, um MDP assume a Propriedade de Markov de primeira-ordem, de-
finindo que um Agente, presente em um estado s ∈ S, tem toda informação necessária para
decidir que ação deve ser executada, sem contar com a necessidade de consultar qualquer tipo
de histórico para isso. Em outras palavras, cada estado do Ambiente deve resumir experiências
passadas de uma forma compacta, mantendo as informações que ainda são relevantes para o
processo de tomada de decisão por parte do Agente (SUTTON; BARTO, 2018).

Outro ponto de destaque de AR é a escolha entre exploitar e explorar2 já que, na busca
pela melhor recompensa, o Agente deve escolher as ações que já foram executadas antes e
que resultaram em algum tipo de sucesso, medido através da recompensa (SUTTON; BARTO,
2018). Mas para encontrar essas ações bem-sucedidas, o Agente deve explorar o ambiente, e
assim testar diferentes ações não vistas anteriormente. Pode-se ver assim como o uso individual
de qualquer uma das duas opções leva à falha, portanto a melhor abordagem, segundo Sutton
e Barto (2018), é uma combinação das duas, podendo começar com uma taxa de exploração
alta e ir diminuindo gradualmente com o passar das interações, permitindo assim que o Agente
possa encontrar novas ações e também utilizar aquelas que já foram testadas.

Observando todas essas características do AR é possível notar o porquê da sua esco-
lha como técnica de aprendizado neste trabalho, já que AR apresenta uma maneira de aprender
uma política ótima por meio de interações com os quebra-cabeças, movimentando os elementos,
criando e modificando as relações entre estes elementos, sem a necessidade de nenhum conhe-
cimento anterior sobre as funções de Transição e Recompensa. Neste trabalho o algoritmo de

2Exploitar é escolher a melhor decisão dada uma informação já conhecida, neste caso, escolher a ação com o maior
valor determinado pela função Q(s, a), enquanto que explorar é escolher uma ação qualquer para ser executada
naquele estado, não considerando o valor da função Q(s,a).
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AR que foi usado é o Q-Learning, que aprende uma política ótima enquanto um determinado
agente interage com o ambiente. Essa interação acontece com o agente executando uma ação a
∈ A, no instante t e presente no estado s ∈ S. Após essa execução, o agente observa o estado
futuro s′ ∈ S no instante t+1 e recebe uma recompensa r. Ao fim de cada interação, Q-Learning
é capaz de atualizar a função valor-ação Q(s,a), utilizando para isso a equação (8). Os termos
adicionais dessa fórmula como o “α” e o “γ” representam a taxa de aprendizado e o fator de
desconto, respectivamente.

Qt+1(st,at)← Qt(st,at) + α · (r + γ ·max
a

Qt(st+1,a)−Qt(st,at)). (8)

Essas interações são repetidas inúmeras vezes (definida pelo projetista), sendo que ao
fim de todas as interações, é esperado que um agente equipado com Q-Learning encontre uma
política ótima para o problema.

Um ponto a se destacar sobre o processo de aprendizado do Q-Learning é que no co-
meço das interações o agente não possui nenhum conhecimento sobre qual ação escolher, sendo
uma escolha totalmente aleatória inicialmente. Sutton e Barto (2018) mostram como o conheci-
mento que o Agente pode ter no início da tarefa (antes de começar a interagir com o Ambiente)
pode diminuir o tempo necessário para o Agente aprender tal tarefa. Portanto, uma outra possi-
bilidade quando usa-se AR é a aplicação de heurísticas para acelerar o processo de aproximação
da função valor-ação Q(s,a), fornecendo o conhecimento que foi obtido antes do processo de
aprendizado começar. Uma abordagem que aplica o conceito de conhecimento prévio para ace-
lerar o processo de aprendizado é conhecida como Aprendizado por Reforço Acelerado por
Heurística (HARL) e foi introduzida por Bianchi, Ribeiro e Costa (2008). Essa aceleração é
possível porque a heurística é capaz de guiar o processo de aprendizado, agindo no momento
da escolha da ação pelo algoritmo de AR. Com isso, considerando que se usa a estratégia ε-
greedy3 para seleção de ação, a única diferença entre a aplicação tradicional de Q-Learning e
HARL é no momento da escolha da ação, já que essa regra, no algoritmo HARL, passa a ser
descrita como:

π(s) =

argmaxa[Q̂(s,a) + ξH(s,a)β], se q ≤ p.

aaleatória, caso contrário,
(9)

em que H(s,a) é a função heurística que guia a escolha da ação; ξ e β são parâmetros que
controlam a influência de H(s,a) no processo de escolha; q é um valor aleatório entre 0 e 1; p
é um valor entre 0 e 1 responsável por definir o equilíbrio entre exploitar/explorar no algoritmo
Q-Learning; aaleatória é uma ação que foi escolhida de forma aleatória quando q é maior que p.

Apesar do conhecimento prévio (heurísticas) ajudar na aceleração do aprendizado, é a
interação com o Ambiente que leva o Agente a aprender a política ótima, sendo este um processo

3A estratégia em que o agente tem uma probabilidade (1 - ε) de escolher uma ação que maximize o valor da política
e uma probabilidade (ε) de escolher uma ação de maneira aleatória.
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essencial para que o Agente possa ajustar seu comportamento e explorar certas características
específicas da tarefa4, que não puderam ser mapeadas apenas com as heurísticas conhecidas.

Considerando as definições de AR e MDP apresentadas acima, é possível definir a im-
portância desses conceitos nessa dissertação, que é formalizar os estados dos quebra-cabeças
como um MDP e então aplicar um algoritmo de AR para encontrar uma solução para estes
quebra-cabeças. Para interagir com os domínios dos quebra-cabeças, um planejador em PRO-
LOG é usado como Oráculo, permitindo que o agente Q-Learning possa perguntar ao Oráculo
qual a consequência de executar uma ação em um determinado estado. Além disso, apesar do
Q-Learning não precisar conhecer informações sobre as funções de Transição e Recompensa,
ainda precisa saber sobre os conjuntos de ações possíveis A e de estados S. Essa necessidade
justifica a combinação com ASP, já que o último pode ser usado para representar um MDP
permitindo a construção do conjunto de estados visitados S e do conjunto de ações A de uma
maneira online, mesmo quando há mudanças no domínio. Na próxima seção é apresentado o
algoritmo oASP(MDP) que combina ASP e MDP.

2.4 ONLINE ANSWER SET PROGRAMING PARA PROCESSO DE DECISÃO DE MAR-
KOV (oASP(MDP))

Ferreira et al. (2018) definem o algoritmo Online ASP for MDP (oASP(MDP)) como a
combinação dos conceitos descritos acima, obtendo vantagem do ASP com programação lógica,
do MDP com o formalismo para descrever um processo de tomada de decisão, e de AR com o
algoritmo Q-Learning. Desse modo, ASP é usado para descrever o MDP, fazendo com que seja
possível encontrar os answer sets através da exploração do espaço de estados, enquanto que o
Q-Learning é usado para aproximar a função valor-ação Q(s, a) desse MDP.

Um dos primeiros pontos de observação quando se considera esta nova proposta de
algoritmo é como modelar um MDP utilizando um programa lógico. Essa modelagem é feita
através da definição de regras de escolha que descrevem uma transição t(s, a, s’), com a fórmula
lógica em ASP a seguir:

1{s’}1 :- a, s (10)

Segundo Ferreira et al. (2018), essa descrição pode ser aplicada para toda ação e todo
estado no domínio. Portanto, descrevendo toda transição para cada ação e para cada estado
que foi visitado, em um determinado instante, como um programa lógico, é possível usar ASP
para obter um conjunto de estados e ações observáveis e, através da interação entre o agente
Q-Learning e o ambiente, definir a função valor-ação Q(s,a).

ASP é uma linguagem que acrescenta ao algoritmo de AR (Q-Learning) a capacidade
de realizar revisões nos conjuntos de estados e ações quando uma mudança é observada no
domínio. Essa revisão tem como consequência a alteração da formalização do MDP que foi
utilizado para descrição inicial do domínio. Todo esse processo, de alteração e revisão, faz com

4Por exemplo no domínio de Fisherman’s Folly, aprender quais são as ações ótimas que levam ao objetivo.
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que ocorra uma parada no cálculo da função Q(s, a), permitindo assim que os answer sets do
programa lógico, que descrevem o novo MDP modificado, sejam encontrados e imediatamente
passam a ser utilizados como uma nova descrição do MDP. Assim, não há necessidade alguma
de reinicialização completa do processo de aprendizado e nem do MDP, como ocorre na versão
tradicional do Q-Learning. O algoritmo oASP(MDP) tem como objetivo utilizar uma combina-
ção entre ASP e MDP para então, a partir de um método de AR, aproximar a função valor-ação
Q(s, a) de um MDP, podendo este ser não-estacionário (FERREIRA et al., 2018).

No algoritmo 1 tem-se a representação em pseudocódigo do algoritmo oASP(MDP). O
algoritmo começa recebendo três parâmetros de entrada (linha 2, algoritmo 1): o primeiro é
o conjunto de ações que o agente pode executar inicialmente no ambiente, é importante notar
que esse conjunto de ações pode sofrer mudanças enquanto as interações acontecem, já que
oASP(MDP) permite a realização de revisão do conhecimento, passando a não levar em consi-
deração ações que não podem ser executadas fisicamente no ambiente (como passar o Disco1
pelo Anel). Essas ações impossíveis são aprendidas enquanto há a interação com o ambiente; o
segundo parâmetro é um algoritmo M de AR que pode aproximar a função valor-ação Q(s, a);
e por último o oASP(MDP) recebe a quantidade n de episódios que deve ser executado. Depois
de definidas essas entradas, o próximo passo do algoritmo é inicializar o conjunto de estados
visitados S como um conjunto vazio (linha 4, algoritmo 1), já que a construção de S é feita
passo a passo conforme o agente interage com o ambiente. A novidade deste algoritmo, com-
parando com os algoritmos de AR tradicionais, é que M ainda é capaz de aproximar a função
valor-ação Q(s, a), mesmo com a construção incremental dos conjuntos de estados e de ações
para cada estado, e retornar a tabela Q, definindo que a política ótima é seguida se as ações com
os maiores valores são executadas (FERREIRA et al., 2018).

Logo após a sua inicialização, o algoritmo entra em um laço de repetição (linha 5, al-
goritmo 1), que será executado um número n de vezes (n é um valor informado ao algoritmo
através do parâmetro de entrada). Em cada repetição deste laço, o algoritmo observa o estado
atual s, e então, poderá tomar duas decisões distintas, dependendo do estado atual s estar pre-
sente ou não no conjunto S. Portanto, se s 6∈ S (linha 8, algoritmo 1), então: s é adicionado ao
conjunto S, uma ação aleatória é escolhida e executada, retornando um estado futuro s′. A par-
tir disso é possível descrever as transições para cada ação em cada estado como um programa
lógico através das regras de escolha (como a formula 10), considerando que um solucionador
ASP é usado para encontrar todo answer set para cada estado s visitado neste episódio. Final-
mente, após a definição das regras de escolha ocorre a atualização da descrição de Q(s, a) (linha
13, algoritmo 1).Por outro lado, se s ∈ S (linha 15, algoritmo 1), então um outro fluxo é seguido pelo
oASP(MDP), já que neste caso, a escolha da ação é feita pelo algoritmo M (linha 16, algo-
ritmo 1) e não há atualização das regras de escolha, pois o estado s já está presente em S.

Enfim, independente de qual fluxo de execução for seguido pelo oASP(MDP), a função
valor-ação Q(s, a) é atualizada (linha 20, algoritmo 1) n vezes, de acordo com o algoritmo de
AR M . Outra atualização que ocorre ao mesmo tempo da atualização de Q(s, a) é a do estado
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Algoritmo 1 – oASP(MDP)
1 Algoritmo: oASP(MDP)
2 Entrada: O conjunto de ações A, um método de aproximação da função

valor-ação M e o número de episódios n.
3 Saída: A função aproximada Q(s,a).
4 Inicialize o conjunto de estados observados So = �
5 enquanto número de episódios for menor que n faça
6 repita
7 Observe o estado atual s
8 se s 6∈ So então
9 Adicione s ao conjunto de estados So.

10 Escolha e execute uma ação aleatória a ∈ A.
11 Observe o estado futuro s′.
12 Atualize o estado s adicionando ao programa lógico a transição observada

através da regra de escolha correspondente.
13 Atualize a descrição de Q(s,a) encontrando cada answer set para cada

estado s adicionado a So neste episódio.
14 fim
15 senão
16 Escolha uma ação a ∈ A definida por M .
17 Execute a ação escolhida a.
18 Observe o estado futuro s′.
19 fim
20 Atualize o valor de Q(s,a) a partir da definição encontrada por M .
21 Atualize o estado atual s← s′.
22 até fim do episódio
23 fim

Fonte: Ferreira et al. (2018)

atual (linha 21, algoritmo 1), que passa a ser o estado (s′) observado quando executada uma
ação a no estado s.

Com relação às mudanças no conjunto de açõesA, se a ação que o agente tentou executar
for fisicamente impossível de ser executada (por exemplo, tentar passar qualquer Esfera pelo
Buraco do Poste), o ambiente informa isso ao agente, que então não considera mais essa, não a
levando em consideração em momentos futuros. Além da remoção de ações impossíveis para
todos os estados, oASP(MDP) também é capaz de excluir ações especificamente por estado.

Outra vantagem do oASP(MDP) é sua capacidade de lidar com mudanças nos conjun-
tos de estados, tornando esse algoritmo viável para diferentes tipos de problemas que sejam
não-estacionários. Diferente da versão tradicional do Q-Learning, que precisa reinicializar seus
valores quando uma mudança é detectada no ambiente, o oASP(MDP) é capaz de usar o conhe-
cimento obtido antes da mudança ocorrer para tomar decisão no domínio após a mudança.

A próxima seção apresenta como o algoritmo oASP(MDP) foi aplicado nos quebra-
cabeças espaciais. Além disso, a contribuição principal dessa dissertação também é apre-
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sentada, que é a adaptação do oASP(MDP) para utilizar heurísticas, o algoritmo Heurística
oASP(MDP).
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3 HEURÍSTICA E oASP(MDP)

Este capítulo apresenta a principal contribuição deste trabalho, a adaptação do algoritmo
oASP(MDP) para utilizar heurísticas, o algoritmo Heurística oASP(MDP) (HoASP(MDP)) (al-
goritmo 2).

No algoritmo HoASP(MDP) as heurísticas são levadas em consideração no momento da
escolha da ação (linha 16, algoritmo 2). Para um melhor entendimento sobre essa mudança, uma
aplicação do HoASP(MDP) no domínio do quebra-cabeça de Fisherman’s Folly é apresentada
a seguir.

HoASP(MDP) é inicializado recebendo o conjunto de AçõesA, um algoritmoM de AR
e o número de episódios n que deve ser executado.

Depois do recebimento dos parâmetros de entrada, o agente inicializa o conjunto de
estados visitados S como um conjunto vazio (linha 4, algoritmo 2), que é o ponto inicial do
episódio. O agente verifica se o estado inicial s0 (Figura 2a) está no conjunto S (linha 8,
algoritmo 2), como o conjunto S está vazio no começo do processo de aprendizado, s0 6∈ S,
o agente executa uma ação aleatória, por exemplo, passar o Disco através do Buraco do Poste
da direita para esquerda. Depois dessa execução, o agente está no estado resultante s1, s0
pode ser adicionado ao conjunto S e o agente recebe a recompensa como resposta do ambiente.
Após a primeira interação o agente passa a ter conhecimento sobre uma transição no domínio,
esse conhecimento é expressado como uma regra de escolha em ASP (linha 12, algoritmo 2)
com a fórmula: 1{s1}1 :- s0, a(AçãoExecutada), em que “AçãoExecutada” é a ação “passar o
Disco através do Buraco do Poste da direita para esquerda” executada pelo agente. Seguindo a
obtenção das regras de escolha, o agente pode encontrar todos answer sets para o estado visitado
e então atualizar a descrição (os pares estado/ação possíveis) da função valor-ação Q(s,a) para
este estado.

O resultado da ação executada em s0 leva o agente para o estado s1, portanto todos
os passos descritos acima são executados da mesma maneira. Porém uma nova situação pode
acontecer, assumindo que a ação que foi escolhida aleatoriamente tenha sido a ação passar o
Disco através do Buraco do Poste da esquerda para direita, desfazendo a ação executada previ-
amente no estado s0, levando o agente de volta para o estado inicial (s0). Agora que o agente
está em s0, e s0 ∈ S, outro fluxo de execução do HoASP(MDP) deve ser seguido. Ao invés de
escolher uma ação aleatória, o agente usará o algoritmo de AR (linha 16, algoritmo 2) a fim de
escolher uma ação para ser executada, e é exatamente neste instante que a influência da heurís-
tica é levada em consideração. Primeiro há o mapeamento entre um estado na tarefa que fornece
a heurística (Fisherman’s Folly Simplificado (FFS), subseção 2.1.2) para um estado na tarefa
original (aquela que é o foco da solução, Fisherman’s Folly Original (FFO), subseção 2.1.1) e
então o agente escolhe, seguindo a equação 9, qual ação deve ser executada.

No fim de cada interação, a recompensa recebida pelo agente é usada para atualizar o
valor da função valor-ação Q(s,a) para o estado visitado e a ação executada. Essas interações,
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Algoritmo 2 – HoASP(MDP)
1 Algoritmo: HoASP(MDP)
2 Entrada: O conjunto de ações A, um método de aproximação da função

valor-ação M e o número de episódios n.
3 Saída: A função aproximada Q(s,a).
4 Inicialize o conjunto de estados observados So = �
5 enquanto número de episódios for menor que n faça
6 repita
7 Observe o estado atual s
8 se s 6∈ So então
9 Adicione s ao conjunto de estados So.

10 Escolha e execute uma ação aleatória a ∈ A.
11 Observe o estado futuro s′.
12 Atualize o estado s adicionando ao programa lógico a transição observada

através da regra de escolha correspondente.
13 Atualize a descrição de Q(s,a) encontrando cada answer set para cada

estado s adicionado a So neste episódio.
14 fim
15 senão
16 Escolha uma ação a ∈ A definida por M , utilizando a regra de

escolha com heurística (equação 9).
17 Execute a ação escolhida a.
18 Observe o estado futuro s′.
19 fim
20 Atualize o valor de Q(s,a) a partir da definição encontrada por M .
21 Atualize o estado atual s← s′.
22 até fim do episódio
23 fim

Fonte: Autor

que também podem ser vistas no diagrama apresentado na Figura 8, são repetidas n vezes (onde
n é o número de episódios), sempre atualizando o valor da função valor-ação Q(s,a) com a re-
compensa proveniente do ambiente. Ao fim de todas as interações, o algoritmo HoASP(MDP)
é capaz de retornar a tabela Q. Essa tabela representa os valores para cada ação executada em
cada estado visitado pelo agente, sendo que uma das propriedades mais importantes dessa ta-
bela é que se o agente sempre executar as ações com os maiores valores, então o agente está
executando a política ótima que foi aprendida (SUTTON; BARTO, 2018). Portanto, vale pon-
tuar que a saída do HoASP(MDP) é uma política, não um plano. Um plano é uma sequência de
ações que precisam ser seguidas para que um objetivo seja alcançado (sendo crucial a execução
correta do plano, um replanejamento é necessário caso algo não esperado aconteça, como o
agente ir para um estado diferente do planejado inicialmente); por outro lado, uma política é o
mapeamento entre estado/ação, em que há diversos pares estado/ação que podem ser executa-
dos para que o agente atinja um objetivo (nesse caso não há necessidade de encontrar uma outra
política caso o agente se encontre em um estado diferente do estado esperado).
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Figura 8 – Diagrama apresentando a interação por um episódio do processo de aprendizado
entre o Agente HoASP(MDP) e o Ambiente com Oráculo (Planejador PROLOG)

Fonte: Autor

No contexto desse trabalho, cada estado visitado s ∈ S tem um arquivo ASP com todas
as regras de transição (para cada ação executada, há a consequência de executar essa ação em um
determinado estado), sendo que esse arquivo ASP é atualizado a cada nova transição descoberta
pelo agente para o estado s. Para os quebra-cabeças determinísticos e não-estacionários, a
fórmula abaixo representa uma regra aprendida em ASP pelo agente HoASP(MDP):

1 {s1} 1 :- a, s0;

em que s1 é o estado futuro quando o agente executa a ação a no estado s0.
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Já para os quebra-cabeças não-determinísticos, como uma ação pode ter três diferentes
consequências, cada regra de transição pode ser descrita como:

1 {s1, s2, s3} 1 :- a, s0.

com os estados s1, s2 e s3 como possíveis estados futuros quando o agente executa a ação a no
estado s0.

Cada estado pode ter no máximo 20 ou 28 das regras acima, esse número depende do
quebra-cabeça considerado, 20 regras caso o quebra-cabeça seja o Fisherman’s Folly e 28 regras
caso o quebra-cabeça seja o Rope Ladder. A quantidade de regras está diretamente relacionada
com o número de possíveis ações que podem ser executadas nos quebra-cabeças.

Além dessas regras de transição, cada estado tem um outro arquivo ASP que contém
as restrições representando as ações impossíveis para aquele estado em específico, essas regras
são definidas como:

:- a, s0.

em que a é uma ação presente no conjunto A que é impossível de ser executada fisicamente no
quebra-cabeça quando o agente está no estado s0.

Portanto, cada estado visitado pelo agente tem dois arquivos ASP, um com todas as
regras de transição descobertas nas interações e o outro com as ações que são impossíveis de
serem executadas naquele estado.

Por fim, o último conjunto de regras ASP, que é aprendido pelo HoASP(MDP), é o que
contém restrições, representando todas as ações que são impossíveis em todos os estados, com
a seguinte formula:

:- a.

a é uma ação no conjunto A que não pode ser executada em nenhum estado do quebra-cabeça,
como tentar atravessar a Esfera1 pelo Buraco do Poste.

3.1 HoASP(MDP) PARA RESOLVER QUEBRA-CABEÇAS ESPACIAIS

Definidos os principais pontos acerca do algoritmo HoASP(MDP) para solução de pro-
blemas de tomada de decisão sequencial, essa seção descreverá como o HoASP(MDP) foi adap-
tado especificamente para solucionar quebra-cabeças espaciais (de crescente complexidade,
não-determinísticos e não-estacionários) descritos nessa dissertação. Ao todo, sete quebra-
cabeças foram estudados neste trabalho, que foram separadas em quatro categorias distintas
(detalhes na seção 2.1): Quebra-Cabeças Originais, aqueles sem alterações nos elementos e
nas relações; Quebra-Cabeças Simplificados, aqueles que contam com algum tipo de simplifi-
cação com o intuito de facilitar o processo de encontrar uma solução; Quebra-Cabeças Não-
Determinísticos, aqueles em que a execução de uma ação pode ter diferentes consequências; e
Quebra-Cabeças Não-Estacionários, aqueles que sofrem mudanças nos elementos ou relações
conforme as interações acontecem.
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Para resolver esses quebra-cabeças e acelerar o processo de aprendizado, nessa disser-
tação duas diferentes abordagens são utilizadas para a obtenção das heurísticas de domínio,
dependendo de qual quebra-cabeça espacial é considerado.

Nas versões determinísticas e não-determinísticas do Fisherman’s Folly, uma heurística
admissível é obtida por meio da solução de uma versão simplificada do quebra-cabeça, apli-
cando o algoritmo oASP(MDP) original para encontrar essa solução. A tabela Q é a solução ob-
tida pelo algoritmo, que é usada como heurística para acelerar o processo de aprendizado. Sendo
que especificamente para o quebra-cabeça Fisherman’s Folly Original (FFO) (subseção 2.1.1), o
quebra-cabeça Fisherman’s Folly Simplificado (FFS) (subseção 2.1.2) foi utilizado para obten-
ção da heurística. Já para o Fisherman’s Folly Não-Deterministico (FFND) (subseção 2.1.3), o
quebra-cabeça Fisherman’s Folly Simplificado Não-Determinístico (FFSND) (subseção 2.1.4)
foi o domínio utilizado para obtenção da heurística. Os quebra-cabeças simplificados mantive-
ram a mesma configuração e relacionamento entre objetos que os quebra-cabeças que utilizaram
a heurística. Essa simplificação está relacionada com o funcionamento do quebra-cabeça espa-
cial, adicionando uma restrição na quantidade de vezes que o agente pode enrolar a Corda pelo
Buraco do Poste. Na simplificação, a Corda não pode ser enrolada através do Buraco do Poste,
enquanto que nas versões FFO e FFND, a Corda pôde ser enrolada, até duas vezes, através do
Buraco do Poste.

No quebra-cabeça Rope Ladder uma simplificação também foi utilizada para obtenção
da heurística, mas com diferenças importantes a destacar considerando que uma outra estratégia
foi utilizada para obtenção destas heurísticas. No Rope Ladder utilizado como base para ob-
tenção de heurísticas, a Corda está, inicialmente, atravessando os dois Buracos do Poste apenas
uma vez, que é o suficiente para simplificar o quebra-cabeça e permitir que a solução ótima seja
encontrada. Outro ponto sobre a adaptação é a necessidade de criar uma função de mapeamento
entre um estado no Rope Ladder com a simplificação para o estado no Rope Ladder Original.
Como o conjunto de ações A é o mesmo em ambas as versões do quebra-cabeça, a função de
mapeamento foi responsável por equiparar as ações que levaram o agente a um determinado es-
tado na versão com a simplificação com as mesmas ações que levaram o agente para um outro
estado na versão Original.

As ações em HoASP(MDP) são definidas pela tupla < EP,EB, FP >, em que:

a) EP é um Elemento que Passa, um elemento do quebra-cabeça que atravessa um
buraco;

b) EB é um Elemento com Buraco, um elemento do quebra-cabeça que tem um
buraco;5

c) FP é a Face de Passagem, a direção que o elemento EP vai passar através do
elemento EB. Existem duas possíveis faces: positiva (+) e negativa (-). Se a
passagem pelo buraco é feita da esquerda para direita a face é positiva, ao contrário
a face é negativa.

5Por simplicidade, o buraco de um objeto é identificado pelo nome do próprio objeto.
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Nos quebra-cabeças espaciais investigados, cada ação é a manipulação de um EP que
passa através de umEB em direção à FP , sendo assim, a tupla< EP,EB, FP > pode ser lida
da seguinte maneira “EP está atravessando EB em direção à face FP ”. Essa formalização da
ação é geral o suficiente para descrever as ações em todos os quebra-cabeças (e configurações)
consideradas nesse trabalho. Como uma ação é a combinação de um EP , um EB e uma FP ,
o agente não pode escolher uma ação tendo o mesmo elemento em EP e EB. Outro ponto
de consideração é que o agente, no início do processo de aprendizado, não tem conhecimento
algum sobre quais elementos EP podem passar através dos elementos EB, por conta da res-
trição de tamanho dos elementos (por exemplo, passar a Esfera1 através do Buraco do Poste).
O agente aprende essas restrições conforme interage com o ambiente e recebe as recompensas
indicando quais ações são impossíveis de serem executadas fisicamente. Conforme o número
de interações aumenta, o agente HoASP(MDP) aprende sobre os efeitos das ações e então passa
a não considerar ações impossíveis no conjuntoA, levando-o a executar, ao longo termo, menos
ações impossíveis.

A tupla < EP,EB, FP > pode ser definida especificamente para cada um dos quebra-
cabeças. Começando com o Fisherman’s Folly, tem-se 20 ações no conjunto A, que conta com
a seguinte configuração: 6 elementos EP {Esfera1, Esfera2, Poste, Disco1, Disco2, Anel}; 2
elementos EB {Buraco do Poste, Anel}; e 2 FP {Positiva (+), Negativa (-)}.

Considerando o Rope Ladder, tem-se 28 possíveis ações a serem escolhidas com a se-
guinte configuração: 7 EP {Esfera1, Esfera2, Poste1, Poste2, Disco1, Disco2, Anel}; 3 EB
{Buraco do Poste1, Buraco do Poste2, Anel}; e também 2 FP {Positiva (+), Negativa (-)}.

Além dessa formalização das ações, se faz necessária uma formalização dos estados dos
quebra-cabeças espaciais. Sendo assim, esse trabalho segue uma abordagem similar à aborda-
gem descrita por Santos e Cabalar (2016), que usa duas listas (uma com os elementos que são
atravessados pelo Poste e outra para os elementos atravessados pela Corda) para representar
todos os estados possíveis do quebra-cabeça. Essa formalização é escolhida por conta de como
esses estados podem ser descritos, já que basta definir os elementos que são atravessados pela
Corda e pelo Poste para representar um estado qualquer do quebra-cabeça. Por exemplo, para
o estado inicial do Fisherman’s Folly apresentando na Figura 2a, as listas que representam esse
estado são definidas da seguinte maneira:

a) lista(corda) = [+Esfera1, +Poste, +Esfera2]
b) lista(poste) = [+Anel]

em que a lista(corda) e a lista(poste) contêm os elementos que são atravessados (elementos
com buracos, EB) pela Corda e pelo Poste, respectivamente. Para facilitar a representação dos
estados, cada elemento EB é descrito na lista pelo nome do elemento que contém o buraco e
com a face que o buraco foi atravessado. Por exemplo, na lista dos elementos atravessados pelo
Poste, tem-se +Anel, que representa o Buraco do Anel e a face que o Poste atravessou (+).



41

Finalmente, após a definição do algoritmo HoASP(MDP) e sua aplicação em Quebra-
Cabeças Espaciais, o próximo capítulo apresentará os experimentos realizados para avaliar essa
abordagem.
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4 EXPERIMENTOS

O objetivo deste capítulo é avaliar como diferentes algoritmos de AR lidam com dois
tipos de Quebra-Cabeças Espaciais (Fisherman’s Folly e Rope Ladder) em diferentes configu-
rações (Determinístico, Não-Determinístico e Não-Estacionário). Quatro diferentes algoritmos
de AR foram aplicados nos diferentes quebra-cabeças. O algoritmo Q-Learning (SUTTON;
BARTO, 2018), o oASP(MDP) original (FERREIRA et al., 2018), Q-Learning Acelerado por
Heurística (HAQL) (BIANCHI; RIBEIRO; COSTA, 2008) e o HoASP(MDP), proposto nesta
dissertação.

Com o intuito de realizar a comparação entre esses algoritmos, os parâmetros de AR
utilizados em todos os experimentos foram fixados com os seguintes valores: fator de desconto
de 0.9; ε (equilíbrio entre exploitar e explorar) ficou fixado até o episódio 4000 em 0.1, depois
disso foi caindo com uma taxa de 0.01 a cada 250 episódios, até o valor de 0.03; a taxa de apren-
dizado foi de 0.2; o valor de controle da heurística foi de 0.25. Com relação às recompensas, se
tem: -100 para ações impossíveis (aquelas que levam ao mesmo estado ou que são fisicamente
impossíveis de serem executadas), 1000 para ações que levam ao estado objetivo e -1 para cada
ação executada que não seja impossível e nem leve ao estado objetivo. O número de passos
máximo em cada episódio é 500 e o número de episódios de cada experimento é 6000. Com o
intuito de produzir resultados que sejam estatisticamente relevantes, 30 testes foram executados
para cada experimento.

Ao todo, 7 diferentes configurações dos quebra-cabeças foram consideradas neste traba-
lho (detalhes na seção 2.1). Em todas essas configurações a Corda é sempre finita, sendo assim
existe um limite de vezes que a corda pode atravessar o Buraco do Anel (6 vezes no Fisherman’s
Folly e no Rope Ladder) e o Buraco do Poste (6 vezes no Fisherman’s Folly e 8 vezes no Rope
Ladder) sem enrolar.

As seções a seguir descrevem cada um dos experimentos para cada configuração estu-
dada.

4.1 FISHERMAN’S FOLLY ORIGINAL (FFO)

Essa é a configuração inicial do quebra-cabeça de Fisherman’s Folly (figura 2a) apre-
sentado na subseção 2.1.1. Todos os quatro algoritmos de AR estudados nesse trabalho foram
aplicados nessa configuração com o intuito de mostrar como o HoASP(MDP) é a melhor abor-
dagem para lidar com esse quebra-cabeça. Considerando os algoritmos que usam heurísticas, a
tabela Q do Fisherman’s Folly Simplificado (FFS) foi usada para guiar o processo de aprendi-
zado.
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4.2 FISHERMAN’S FOLLY SIMPLIFICADO (FFS)

Já que nessa configuração do quebra-cabeça não é permitido que o agente enrole a Corda
através do Buraco do Poste (subseção 2.1.2), um dos objetivos desse experimento é verificar se
o espaço de estado seria menor que o da configuração original (FFO) e, consequentemente, a
quantidade de interações necessárias para solucionar o quebra-cabeça. Como essa é a confi-
guração utilizada para obter as heurísticas, apenas os algoritmos sem aceleração por heurística
foram aplicados nesse domínio, o oASP(MDP) original e o Q-Learning. A solução (tabela Q)
dessa configuração foi utilizada como heurística para a configuração original do Fisherman’s
Folly (FFO).

4.3 FISHERMAN’S FOLLY NÃO-DETERMINÍSTICO (FFND)

Essa é a versão do quebra-cabeça apresentada na subseção 2.1.3 que conta com os
mesmos elementos que a versão original do Fisherman’s Folly (FFO), mas agora com não-
determinismo na execução de ações. Apesar da política ótima para solução desse quebra-
cabeça ser a mesma política do quebra-cabeça FFO, o processo de aprendizado da versão
não-determinística fornece resultados diferentes que justificam seu estudo. Esse quebra-cabeça
segue a regra de não-determinismo definida na subseção 2.1.3, em que há 80% de chance de
uma determinada ação ser de fato executada, recebendo a recompensa esperada, já no caso dos
20% restantes, há 10% de chance da ação ser executada com a face oposta, recebendo uma
recompensa negativa pequena (-1) e 10% de chance de não executar a ação e receber uma re-
compensa de -100. Todos os quatro algoritmos estudados nessa dissertação foram aplicados
nesse domínio. Assim como no Fisherman’s Folly Original (FFO), a solução do Fisherman’s
Folly Simplificado Não-Determinístico (FFSND) foi utilizada como heurística para aceleração
do processo de aprendizado, já que este é o quebra-cabeça que conta com a mesma configuração
do FFND.

4.4 FISHERMAN’S FOLLY SIMPLIFICADO NÃO-DETERMINÍSTICO (FFSND)

Nessa configuração (FFSND), que foi apresentada na subseção 2.1.4, o objetivo é mos-
trar como a simplificação no quebra-cabeça acelera o processo de aprendizado, através da di-
minuição do espaço de estados, mesmo nos casos não-determinísticos. Além disso, o quebra-
cabeça FFSND fornece heurísticas para o quebra-cabeça FFND. Por conta desses objetivos,
apenas a versão original do oASP(MDP) e Q-Learning foram aplicadas nessa configuração.
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4.5 FISHERMAN’S FOLLY ESFERA NÃO-ESTACIONÁRIO (FFENE)

Nessa configuração (FFENE), que foi apresentada na subseção 2.1.5, e no começo do
aprendizado (até o episódio 2000), o ambiente permite que a Esfera1 e a Esfera2 atravessem
o Buraco do Poste. Depois do episódio 2000, o ambiente volta para a configuração do Fisher-
man’s Folly Simplificado (FFS). Como há uma mudança no ambiente enquanto as interações
acontecem, a política ótima também sofre uma mudança, até o episódio 2000 para solucio-
nar o quebra-cabeça era necessário um conjunto de 3 ações6, depois da mudança, a política
ótima virou a mesma que a do Fisherman’s Folly Simplificado (FFS), com 5 ações para a so-
lução. Apenas os algoritmos oASP(MDP) original e Q-Learning foram executados, não houve
a aplicação de nenhuma heurística nesse quebra-cabeça, já que esse domínio permite mudan-
ças enquanto as interações ocorrem e não faz sentido aplicar as heurísticas em dois problemas
diferentes7. Além disso, o objetivo de estudar os quebra-cabeças não-estacionários é avaliar
como os algoritmos se comportam nesse ambiente (que permite mudança enquanto a interação
acontece), mostrando como oASP(MDP) pode oferecer uma vantagem quando comparado com
a versão tradicional do Q-Learning.

4.6 FISHERMAN’S FOLLY DISCO NÃO-ESTACIONÁRIO (FFDNE)

Nessa configuração (FFDNE), que foi apresentada na subseção 2.1.6, e no começo do
aprendizado (até o episódio 2000), o ambiente permite que o Disco1 e o Disco2 possam atra-
vessar o Anel, mas não possam atravessar o Buraco do Poste. A mudança acontece depois do
episódio 2000, quando o quebra-cabeça volta a ser o Fisherman’s Folly Simplificado (FFS) (em
que os Discos não podem atravessar o Anel, mas podem atravessar o Buraco do Poste). As
heurísticas também não foram aplicadas nesse quebra-cabeça pois há uma mudança no ambi-
ente enquanto as interações acontecem, não fazendo sentido aplicar a mesma heurística para
dois problemas diferentes. Apenas as versões originais do oASP(MDP) e Q-Learning foram
executadas, já que não se utilizou de heurísticas para solucionar esse quebra-cabeça. Apesar do
trabalho de Ferreira et al. (2017) apresentar a aplicação do algoritmo offline ASP(MDP)8 para
domínios não-estacionários e o quebra-cabeça anterior também ser não-estacionário, com essa
configuração (FFDNE) o objetivo é avaliar qual é o comportamento do oASP(MDP), compa-
rado com Q-Learning tradicional, quando se tem ambientes com mudanças em que uma política
ótima aprendida anteriormente pode ser uma desvantagem para uma tarefa nova.

6O autor dessa dissertação contava com essa informação prévia por ter conhecimento sobre o quebra-cabeça.
7As mesmas heurísticas não aceleram o processo de aprendizado de dois quebra-cabeças diferentes. As heurísticas
acelerariam um dos quebra-cabeças e seria uma desvantagem para o outro quebra-cabeça (antes ou depois da
mudança ocorrer no ambiente).

8Versão anterior do algoritmo oASP(MDP), contando com um processo offline.
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4.7 ROPE LADDER

Em termos de complexidade do quebra-cabeça, esse é um dos quebra-cabeças mais di-
fíceis de serem resolvidos, já que há um maior número de ações para serem executadas e um
maior número de elementos conectados de uma maneira mais desafiadora, sendo que nesse
quebra-cabeça há sete elementos distintos, com dois Postes ligados por uma barra (subse-
ção 2.1.7). Além disso, a Corda atravessa os Buracos dos Postes em quatro diferentes pontos. A
política ótima para solução do Rope Ladder conta com a execução de 12 ações. Todos os quatro
algoritmos de AR estudados nessa dissertação foram aplicados nesse domínio. Considerando
os algoritmos que usam heurísticas, a tabela Q de uma versão simplificada (em que a Corda
atravessa os Buracos dos Postes apenas uma vez) do Rope Ladder foi usada como guia para o
processo de aprendizado. Uma restrição que foi aplicada para esse experimento é que o agente
não pode atravessar o Disco1 através do Buraco do Poste2 e o Disco2 não pode atravessar o
Buraco do Poste1. Outra restrição, presente nas configurações para obtenção de heurística e do
Rope Ladder original, é que não é possível enrolar a Corda através do Buraco do Poste. Essas
duas restrições têm o objetivo de excluir estados que não contribuem e são irrelevantes para a
solução desse tipo de quebra-cabeça, servindo então para diminuir o tempo necessário para o
aprendizado.

Portanto, para avaliar e comparar os algoritmos de AR (oASP(MDP), Q-Learning, HAQL
e HoASP(MDP)) estudados, considerando os objetivos descritos acima de cada experimento,
quatro diferentes medidas foram utilizadas. A primeira é o número de passos para completar o
quebra-cabeça. Também foi avaliado o acúmulo dos valores de retorno. A terceira medida foi
o número de estados visitados. Por último, foi obtido o número de par estado/ação presentes
na tabela Q. Os resultados e a discussão da execução dos algoritmos de AR nos quebra-cabeças
são apresentados no próximo capítulo.
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5 RESULTADOS E DISCUSSÃO

Este capítulo apresenta os resultados e a discussão dos experimentos descritos no capí-
tulo anterior, principalmente mostrando como Q-Learning e oASP(MDP) podem ser compara-
dos com suas versões aceleradas por heurísticas, HAQL e HoASP(MDP).

Já que se tem as 7 configurações dos experimentos separados por seções (no capítulo 4
de Experimentos), manteve-se essa separação neste capítulo.

5.1 FISHERMAN’S FOLLY ORIGINAL (FFO)

Para o experimento com o quebra-cabeça Fisherman’s Folly Original (FFO) (seção 4.1)
todos os quatro algoritmos estudados (Q-Learning, oASP(MDP), HAQL e HoASP(MDP)) fo-
ram aplicados. A figura 9a mostra o gráfico com o Número de Passos para solucionar o quebra-
cabeça, é possível observar que no começo do processo de aprendizado os algoritmos que são
acelerados por heurísticas apresentam uma melhor performance do que suas versões não acele-
radas, o teste T de Student na figura 11a mostra que essa diferença entre as curvas de aprendi-
zado dos algoritmos é estatisticamente significativa. Portanto, é possível concluir que o uso da
solução da versão simplificada do quebra-cabeça como heurística acelera o processo de apren-
dizado, isso acontece porque a solução do quebra-cabeça Fisherman’s Folly Simplificado (FFS)
é a solução para o FFO.

A figura 9b apresenta o gráfico para os Valores de Retorno, que também mostra uma
performance melhor (valores de retorno mais altos) nos algoritmos acelerados por heurísticas.
Isso ocorre porque a heurística serve como guia indicando quais ações devem ser executadas,
não executando ações que possam ter recompensas negativas. Desse modo, o agente equipado
com heurística precisa de menos interações para aprender a política ótima, que apresenta mai-
ores valores de recompensa. Como cada episódio do treinamento conta com 500 interações e
uma recompensa de -100 para cada ação que é impossível de ser executada fisicamente, inici-
almente os valores de retorno são muito baixos, por volta de -35.000 a -40.000. Esses valores
muito baixos ocorrem em todos os quebra-cabeças estudados.

Já a figura 10a mostra o número de Estados Visitados pelo agente. É possível obser-
var que o oASP(MDP) visita mais estados que o Q-Learning por conta da remoção das ações
impossíveis, sendo esta remoção uma característica do algoritmo oASP(MDP). Além disso, os
algoritmos que usam heurísticas exploram menos do espaço de estados que as versões não ace-
leradas por heurísticas. Isso ocorre porque com a heurística guiando o processo de aprendizado,
o agente já conta com alguma informação sobre quais estados devem ser visitados, diminuindo
assim o espaço de estados que precisa ser efetivamente visitado.

Por último, há a apresentação do número de pares Estado/Ações na figura 10b, o Q-
Learning é o algoritmo com o maior número de pares Estado/Ações em sua tabela Q. Este último
gráfico tem diferença quando se compara com o gráfico de Estados Visitados (figura 10a) porque
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para o Q-Learning todas as ações já estão na tabela Q assim que o estado é visitado, diferente do
oASP(MDP), que não adiciona na tabela Q as ações que são impossíveis de serem executadas
fisicamente. Sendo assim, Q-Learning tem um número maior de pares Estado/Ações porque o
agente não remove as ações impossíveis da tabela Q (Q-Learning apenas atribui recompensas
negativas para essas ações), fazendo com que a combinação de pares seja maior do que quando
há a remoção das ações, como no caso do oASP(MDP).
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Figura 9 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Original

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 10 – Resultados de Estados para o Fisherman’s Folly Original

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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Figura 11 – Testes Estatísticos para o Fisherman’s Folly Original

(a) Teste T de Student comparando o oASP(MDP) original com o HoASP(MDP)

Fonte: Autor
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5.2 FISHERMAN’S FOLLY SIMPLIFICADO (FFS)

Como descrito no capítulo de Experimentos (seção 4.2), para o quebra-cabeça Fisher-
man’s Folly Simplificado (FFS), apenas dois algoritmos foram avaliados: oASP(MDP) e o
Q-Learning, já que é a solução desse domínio que fornece as heurísticas para o quebra-cabeça
original (FFO).

A figura 12a mostra o gráfico que representa o Número de Passos para resolver o quebra-
cabeça, é possível observar como as curvas de aprendizado para ambos os algoritmos são pare-
cidas, esse tipo de comportamento é esperado porque o oASP(MDP) usa o Q-Learning como o
algoritmo de aprendizado.

Já a figura 12b apresenta o gráfico dos Valores de Retorno, mostrando como as curvas
para ambos os algoritmos (Q-Learning e oASP(MDP)) são similares novamente. Apesar dessa
similaridade, há uma diferença em como os algoritmos se comportam, já que o oASP(MDP)
é capaz de remover ações que são impossíveis (aquelas ações que não podem ser executadas
no quebra-cabeça e recebem valores absolutos altos como recompensa negativa), diferente do
Q-Learning que mantém essas ações impossíveis na tabela Q e pode até executá-las nos estados
visitados, recebendo recompensas negativas.

A figura 13a mostra o número de Estados Visitados, sendo que o agente oASP(MDP)
visita mais estados que o Q-Learning. Como o oASP(MDP) não leva em consideração as ações
impossíveis, o agente acaba por executar mais ações que levam a diferentes estados, explorando
assim mais do espaço de estados. Já o Q-Learning pode executar ações que são impossíveis e,
consequentemente, acaba por explorar menos o ambiente, destacando que ações impossíveis
não levam a novos estados. Outro ponto de destaque é que observando o número de interações
necessárias para aprender a política ótima (figura 12a) e também o número de Estados Visita-
dos (figura 13a) é possível concluir que a restrição de não enrolar a Corda através do Buraco
do Poste diminui a complexidade para encontrar a solução do quebra-cabeça. Para verificar
isso deve-se comparar essa versão do quebra-cabeça com a versão Original (FFO) (figura 9a
e figura 10a da seção 5.1, em que é possível enrolar a Corda através do Buraco do Poste até
duas vezes). Com relação ao espaço de estados, com o quebra-cabeça simplificado FFS, o
oASP(MDP) visita cerca de 6000 estados, enquanto que com o quebra-cabeça FFO, o agente
oASP(MDP) visita cerca de 25000 estados.

Por último, a figura 13b mostra o número de pares Estado/Ações presentes na tabela Q.
O Q-Learning tem mais pares por não remover ações que são impossíveis da sua tabela Q.
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Figura 12 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Simplificado

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 13 – Resultados de Estados para o Fisherman’s Folly Simplificado

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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5.3 FISHERMAN’S FOLLY NÃO-DETERMINÍSTICO (FFND)

Para os experimentos com o quebra-cabeça Fisherman’s Folly Não-Determinístico (FFND)
(seção 4.3) todos os quatro algoritmos (Q-Learning, oASP(MDP), HAQL, HoASP(MDP)) fo-
ram executados. O resultado sobre o Número de Passos para solucionar o quebra-cabeça está na
figura 14a. Nesta figura é possível observar que no começo do processo de aprendizado os algo-
ritmos acelerados por heurísticas apresentam uma melhor performance que os algoritmos não
acelerados, o teste T de Student na figura 16a mostra que essa é uma diferença com relevância
estatística.

A figura 14b mostra os Valores de Retorno, novamente os algoritmos acelerados por
heurísticas apresentam valores melhores no começo do processo. Um ponto de consideração
é que o oASP(MDP) tem maiores valores de retorno do que Q-Learning no começo do pro-
cesso, mas conforme o número de interações aumenta, essa diferença cai até os dois algoritmos
estarem no mesmo nível.

O gráfico na figura 15a mostra o número de Estados Visitados, apresentando como
oASP(MDP) explora mais dos estados válidos que os outros algoritmos, enquanto a figura 15b
mostra que Q-Learning tem mais pares Estado/Ações na tabela Q. Como nessa configuração
de quebra-cabeça é possível enrolar (até duas vezes por estado) a Corda através do Buraco do
Poste, o agente oASP(MDP) explora ainda mais do espaço de estados que todas as outras confi-
gurações dos quebra-cabeças (figura 15a), visitando por volta de 80000 estados. Esse compor-
tamento faz com que o algoritmo leve mais tempo para aprender a política ótima (Figure 14a).
Apesar desse problema ser Não-Determinístico, os algoritmos acelerados por heurísticas ainda
foram capazes de acelerar o processo de aprendizado, já que a influência da heurística só é con-
siderada no momento da escolha da ação. Portanto, mesmo que o resultado da execução da ação
seja o caso do não-determinismo, a recompensa negativa não é capaz de ser acumulada com va-
lores suficientes para contrapor a influência da heurística quando esta indica uma determinada
ação.
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Figura 14 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Original
Não-Determinístico

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 15 – Resultados de Estados para o Fisherman’s Folly Não-Determinístico

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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Figura 16 – Testes Estatísticos para o Fisherman’s Folly Original Não-Determinístico

(a) Teste T de Student comparando o oASP(MDP) original com o HoASP(MDP)

Fonte: Autor
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5.4 FISHERMAN’S FOLLY SIMPLIFICADO NÃO-DETERMINÍSTICO (FFSND)

Ainda considerando que as ações têm efeitos não-determinísticos, os resultados do
quarto quebra-cabeça estão relacionados com os experimentos para o Fisherman’s Folly Simpli-
ficado Não-Determinístico (seção 4.4), em que não é possível enrolar a corda através do Buraco
do Poste. Nessa configuração, apenas os algoritmos Q-Learning e oASP(MDP) foram execu-
tados, pois a solução desse quebra-cabeça é usada como heurística para o Fisherman’s Folly
Não-Determinístico (FFND) (seção 4.3).

A figura 17a apresenta o gráfico para o Número de Passos para solução do quebra-cabeça
e também mostra como as curvas para os dois algoritmos são similares (as curvas não têm
uma diferença significativa estatisticamente). Já a figura 17b apresenta os Valores de Retorno,
também mostrando como as duas curvas não apresentam diferenças relevantes.

Para o Número de Estados Visitados, tem-se a figura 18a mostrando que oASP(MDP)
explora mais do espaço de estados, já que executa mais ações que levam a estados novos.

Finalmente, a figura 18b apresenta o número de pares Estado/Ações presentes na tabela
Q, o algoritmo Q-Learning tem o maior número de pares. Isso ocorre porque o Q-Learning
mantém ações impossíveis em sua tabela Q.

Apesar de essa ser uma versão simplificada do Fisherman’s Folly Não-Determinístico,
os resultados são similares aos resultados do quebra-cabeça Fisherman’s Folly Simplificado
(FFS), isso acontece porque quando se utiliza a simplificação do quebra-cabeça, o processo de
aprendizado ocorre de uma maneira muito rápida, portanto o não-determinismo acaba por não
ter influência relevante no processo de aprendizado como um todo. Em outras palavras, quando
se remove a possibilidade de enrolar a Corda através do Buraco do Poste, o espaço de estados do
quebra-cabeça é pequeno o suficiente para levar ao aprendizado da política ótima de uma forma
rápida (cerca de apenas 200 interações), sem grande exploração dos estados e ações possíveis,
o que acaba por diminuir a influência do não-determinismo para solução do problema.
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Figura 17 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Simplificado
Não-Determinístico

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 18 – Resultados de Estados para o Quebra-Cabeça Fisherman’s Folly Simplificado
Não-Determinístico

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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5.5 FISHERMAN’S FOLLY ESFERA NÃO-ESTACIONÁRIO (FFENE)

Com a possibilidade de adicionar mudanças no domínio enquanto a interação acon-
tece, os resultados dos experimentos para o quebra-cabeça Fisherman’s Folly Esfera Não-
Estacionário (FFENE) (seção 4.5) são apresentados. Como descrito na seção 4.5, no FFENE
apenas dois algoritmos (Q-Learning e oASP(MDP)) foram executados.

Na figura 19a é possível observar que ambos os algoritmos têm uma performance muito
similar, não apresentando diferenças significativas, mesmo após a mudança ocorrida no ambi-
ente. Isso ocorre porque a política ótima encontrada no problema antes da mudança não faz
parte da política ótima depois da mudança. Portanto, na prática, o agente oASP(MDP) deve
aprender uma nova política para o novo ambiente, do mesmo modo que o Q-Learning (que
reinicializa todos os parâmetros quando uma mudança é detectada) também tem que aprender,
sem o uso de conhecimento da política ótima anterior. A vantagem do oASP(MDP) é que esse
agente aprende quais ações são impossíveis e então o agente não precisa executar essas ações
novamente, diferente do que acontece com Q-Learning, que não reutiliza esse conhecimento
sobre ações impossíveis.

O gráfico para os Valores de Retorno (figura 19b) também apresenta similaridade entre
oASP(MDP) e Q-Learning. As mudanças relevantes começam a ser vistas nos gráficos referen-
tes aos Estados Visitados (figura 20a) e pares Estado/Ações (figura 20b). O oASP(MDP) visita
mais estados e não reinicializa os valores da tabela Q, com isso o número de estados visitados
não sofre uma queda no seu valor (figura 20a) o que também acontece para o caso dos pares
Estado/Ações (figura 20b). Em contraste, o Q-Learning reinicializa todos os parâmetros obtidos
antes da mudança (no episódio 2000) e portanto apresenta uma queda em seus valores (seguido
de uma subida nesses números).
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Figura 19 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Esfera
Não-Estacionáiro

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 20 – Resultados de Estados para o Fisherman’s Folly Esfera Não-Estacionário

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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5.6 FISHERMAN’S FOLLY DISCO NÃO-ESTACIONÁRIO (FFDNE)

Partindo agora para outro caso Não-Estacionário, os resultados para os experimentos
do quebra-cabeça Fisherman’s Folly Disco Não-Estacionário (FFDNE), em que apenas dois
algoritmos (Q-Learning e oASP(MDP)) foram executados (seção 4.6).

A figura 21a mostra que os dois algoritmos apresentam performance similar até o mo-
mento da mudança no ambiente (no episódio 2000). Depois dessa mudança, o Q-Learning passa
a ter uma performance melhor que o oASP(MDP), já que o último converge apenas para uma
política sub-ótima. A diferença na performance é estatisticamente relevante como mostrado
pelo teste T de Student na figura 23a. Nessa configuração, o modo como a mudança ocorre
no ambiente acaba por impactar a performance do agente oASP(MDP). Pois este agente apren-
deu uma política ótima para o domínio antes da mudança que é uma desvantagem no domínio
depois da mudança (após a interação 2000), considerando que o oASP(MDP) obteve apenas
uma política sub-ótima, diferente do Q-Learning (figura 21a). Em outras palavras, primeiro
o agente oASP(MDP) aprende uma política ótima para resolver o domínio antes da mudança;
segundo, depois que a mudança é detectada, a tabela Q do oASP(MDP) não é reinicializada,
portanto a política ótima aprendida anteriormente influencia negativamente o comportamento
do agente no novo ambiente, sendo que essa política ótima anterior não é parte da política ótima
do novo ambiente. Como o agente oASP(MDP) não recebe recompensas negativas suficientes
para contrapor essas ações aprendidas, o agente acaba executando ações que não são ótimas
(depois da mudança) e, consequentemente, o algoritmo apresenta uma convergência para uma
política sub-ótima na segunda parte do ambiente.

A figura 21b mostra os Valores de Retorno, nesse caso não há diferenças significativas.
Apesar da diferença no Número de Passos (figura 21a) para solucionar o quebra-cabeça depois
da mudança ocorrer, essa diferença não pode ser observada nos Valores de Retorno (Figure 21b),
isso ocorre porque a recompensa por cada ação tomada é pequena (-1) quando comparada com
a recompensa para quando o objetivo é alcançado (+1000).

O comportamento relacionado com o número de Estados Visitados é mostrado na fi-
gura 22a, apresentando como o oASP(MDP) mantém sua tabela Q, mesmo após a mudança no
ambiente, enquanto Q-Learning precisa reinicializar esses valores. A figura 22b mostra que o
Q-Learning ainda tem um maior número de pares Estado/Ações, mesmo que esse algoritmo
precise reinicializar sua tabela Q. O número de pares Estado/Ações apenas aumentam para o
oASP(MDP) porque a tabela Q não é reinicializada.
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Figura 21 – Número de Passos e Valores de Retorno para o Fisherman’s Folly Disco
Não-Estacionário

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 22 – Resultados de Estados para o Fisherman’s Folly Disco Não-Estacionário

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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Figura 23 – Testes Estatísticos para o Fisherman’s Folly Disco Não-Estacionário

(a) Teste T de Student comparando o oASP(MDP) com Q-Learning

Fonte: Autor
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5.7 ROPE LADDER

Por fim, os resultados para os experimentos do quebra-cabeça mais complexo, Rope
Ladder (seção 4.7), são apresentados. Todos os quatro algoritmos estudados (Q-Learning,
oASP(MDP), HAQL e HoASP(MDP)) foram executados.

A figura 24a mostra as curvas de aprendizado relacionadas ao Número de Passos para so-
lucionar o quebra-cabeça, é possível ver que os algoritmos acelerados por heurísticas aprendem
a política ótima de forma mais rápida quando comparados com os algoritmos não acelerados, a
figura 26a apresenta o teste T de Student mostrando como essa diferença é relevante estatisti-
camente. Além disso, o algoritmo HoASP(MDP) apresenta uma melhor performance, por um
pequeno número de interações (por volta de 300 interações), do que o Q-Learning Acelerado
por Heurística, o teste T de Student que sustenta essa hipótese pode ser visto na figura 26b.

A figura 24b apresenta os Valores de Retorno por algoritmo, é possível observar como
esses valores mudam com o tempo, já que no começo da interação, os algoritmos não acelerados
por heurísticas apresentam um valor maior de retorno que os algoritmos acelerados por heurís-
ticas, mas essa relação muda conforme o número de interações aumenta, porque os algoritmos
acelerados por heurísticas começam a receber valores maiores de retorno com o tempo.

Uma das observações mais importantes que pode ser feita sobre esse domínio é em rela-
ção ao gráfico de Valores de Retorno (figura 24b) e o número de Estados Visitados (Figure 25a).
É possível observar que, no começo do processo de aprendizado (na parte ampliada do gráfico),
os algoritmos que não usam heurísticas têm um maior valor de retorno que os algoritmos que
usam heurísticas (já que esses algoritmos exploram mais estados novos, levando os algoritmos
acelerados por heurísticas a receber recompensas piores por conta da exploração de estados
desconhecidos e da execução de ações desconhecidas nesses estados), isso acontece porque o
número de Estados Visitados não cresce na mesma proporção que os Valores de Retorno para
os algoritmos sem heurísticas. Em outras palavras, os algoritmos sem heurísticas visitam o
mesmo estado com mais frequência, eles demoram mais para explorar o espaço de estados, o
que os leva a executarem menos ações impossíveis, já que eles receberam recompensas indi-
cando quais ações são melhores nesses estados conhecidos. Os algoritmos se comportam dessa
maneira apenas no começo das interações, conforme o número de interações aumenta, os al-
goritmos acelerados por heurísticas exploram mais do espaço de estados e acabam recebendo
recompensas mais altas (já que acabam chegando mais rápido no estado objetivo). Os Valores
de Retorno aumentam para os algoritmos com heurísticas com o tempo, enquanto os algoritmos
sem heurísticas precisam de um número maior de interações para chegar ao mesmo resultado.

Por último, o gráfico mostrando o número de pares Estado/Ações pode ser visto na
figura 25b, apresentando como Q-Learning tem um maior número de pares que os outros algo-
ritmos, pois mantém em sua tabela Q todas as ações para cada estado visitado do domínio.
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Figura 24 – Número de Passos e Valores de Retorno para o Rope Ladder

(a) Número de Passos para resolver o quebra-cabeça

(b) Valor de Retorno recebido por episódio

Fonte: Autor
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Figura 25 – Resultados de Estados para o Rope Ladder

(a) Número de Estados Visitados pelo agente

(b) Número de pares Estado/Ações

Fonte: Autor
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Figura 26 – Testes Estatísticos para o Rope Ladder

(a) Teste T de Student comparando oASP(MDP) original com HoASP(MDP)

(b) Teste T de Student comparando HoASP(MDP) com HAQL

Fonte: Autor
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Após a apresentação em gráficos dos resultados, é possível também fazer um resumo
e mostrar esses valores de uma forma tabular. Sendo assim, cada tabela mostrada a seguir
apresenta uma das métricas utilizada para avaliação dos algoritmos. Primeiro, começando com
o "Número de Interação", depois mostrando os valores para o “Número de Estados Visitados”
pelo agente, e por fim, a tabela para o "Número de Pares Estado/Ação"que o agente tem no fim
do treinamento. A métrica com os “Valores de Retorno” não foi apresentada porque a tabela
com valores de “Número de Interação” já resumem as informações que estariam presente na
tabela de retorno.

Tabela 1 – Número aproximado de interações necessárias para o agente começar a aprender a
política ótima para os quebra-cabeças estacionários

Quebra-Cabeça Algoritmos

oASP(MDP) HoASP(MDP) Q-Learning Q-Learning
Heurística

FFO 541 13 476 2
FFS 226 X 185 X

FFND 2197 179 3388 91
FFSND 217 X 252 X

Rope Ladder 1898 1022 2134 1242
Fonte: Autor

Tabela 2 – Número aproximado de interações necessárias para o agente começar a aprender a
política ótima para os quebra-cabeças não estacionários

Quebra-Cabeça Algoritmos

oASP(MDP) oASP(MDP) Pós
Mudança Q-Learning

Q-Learning
Pós

Mudança
FFENE 62 2210 66 2263
FFDNE 119 2230 142 2213

Fonte: Autor

Tabela 3 – Número de Estados Visitados pelo agente durante a interação com o ambiente para
os quebra-cabeças estacionários

Quebra-Cabeça Algoritmos

oASP(MDP) HoASP(MDP) Q-Learning Q-Learning
Heurística

FFO 28379 4080 17117 1328
FFS 5895 X 4358 X

FFND 79565 13455 61315 5705
FFSND 5923 X 3585 X

Rope Ladder 15721 11967 14005 10235
Fonte: Autor
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Tabela 4 – Número de Estados Visitados pelo agente durante a interação com o ambiente para
os quebra-cabeças não estacionários

Quebra-Cabeça Algoritmos

oASP(MDP) oASP(MDP) Pós
Mudança Q-Learning

Q-Learning
Pós

Mudança
FFENE 5426 10182 3315 4481
FFDNE 4384 9710 3719 4366

Fonte: Autor

Tabela 5 – Número de pares Estado/Ação presentes na Tabela Q para os quebra-cabeças
estacionários

Quebra-Cabeça Algoritmos

oASP(MDP) HoASP(MDP) Q-Learning Q-Learning
Heurística

FFO 253855 38570 342358 26573
FFS 39600 X 87157 X

FFND 682128 126103 1226319 114118
FFSND 39186 X 71703 X

Rope Ladder 92426 85005 392163 28660
Fonte: Autor

Tabela 6 – Número de pares Estado/Ação presentes na Tabela Q para os quebra-cabeças não
estacionários

Quebra-Cabeça Algoritmos

oASP(MDP) oASP(MDP) Pós
Mudança Q-Learning

Q-Learning
Pós

Mudança
FFENE 72029 102111 66313 89639
FFDNE 36101 68303 59509 87322

Fonte: Autor

Para além da discussão de cada uma das configurações dos quebra-cabeças, há algumas
observações gerais que podem ser feitas sobre o gráfico com o Número de Passos para todas
as configurações (figuras 12a, 9a, 14a, 21a e 24a). Quando o processo de aprendizado está
estável (depois do algoritmo ter encontrado a política ótima), o agente ainda tem uma taxa de
exploração, isso faz com que as curvas de aprendizado pareçam estar estáveis em um certo
número de passos (acima da política ótima). Esse comportamento acontece porque o agente,
em um dos 30 experimentos, não encontra a solução ótima (por conta da exploração) e acaba
executando todas as 500 ações naquele episódio, não encontrando o estado objetivo. Sendo
assim, o valor médio de Número de Passos calculado para aquele episódio em todos os testes
acaba ficando acima do valor ótimo.
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Outra observação é que as heurísticas não foram utilizadas para os domínios que con-
tam com mudança (não-estacionários), já que os problemas, antes e depois da mudança, eram
muito diferentes. O que se procurou com esses experimentos foi avaliar o comportamento do
oASP(MDP) e do Q-Learning nesses casos, já que foi mostrado (nos resultados para os quebra-
cabeças FFO, FFND e Rope Ladder) como o uso de heurísticas tem um impacto positivo na
solução automática desse conjunto de quebra-cabeças.

Após a finalização dos experimentos e apresentação dos resultados e discussão é pos-
sível destacar alguns pontos que foram aprendidos no processo de desenvolvimento. As heu-
rísticas mostraram impactar positivamente na aceleração do processo de aprendizado para os
quebra-cabeças estudados, evidenciando como as soluções dos quebra-cabeças simplificados
podem ser aproveitadas para os quebra-cabeças completos (sendo estes determinísticos ou não).
Apesar da vantagem apresentada com uso de heurística, uma desvantagem no seu uso pode ser
no processo de desenvolvimento da função que faz o mapeamento entre a tarefa utilizada para
obter a heurística e a tarefa que se deseja resolver, pois nos quebra-cabeças estudados essas
funções de mapeamento ficaram atreladas aos domínios específicos, não sendo possível abstrair
o conhecimento obtido no Fisherman’s Folly para o Rope Ladder, por exemplo.

Outro ponto de destaque é como a possibilidade de enrolar a Corda através do Buraco
do Poste aumenta o espaço de estado do domínio e a quantidade de interações necessárias para
aprender uma política ótima. O aprendizado da política ótima nos quebra-cabeças simplificados
(sem possibilidade de enrolar a Corda) é feito de forma mais rápida (necessitando por volta de
apenas 200 interações), fazendo com que esses quebra-cabeças sejam relevantes para obtenção
de conhecimento prévio que auxilie na solução de problemas mais complexos.

Os experimentos com os quebra-cabeças não-estacionários mostraram que oASP(MDP)
não tem uma performance melhor que o Q-Learning em todos os casos, podendo, inclusive,
não encontrar a política ótima em alguns domínios (como no Fisherman’s Folly Disco Não-
Estacionário, seção 4.6). Porém também foi possível observar que, devido à capacidade de não
considerar ações impossíveis, o oASP(MDP) pôde obter melhores valores de retorno (como no
Rope Ladder, seção 5.7).

Todos os experimentos foram executados em um processador Intel Core I7-8700 3.2GHz
com 16GB de RAM, no sistema operacional Ubuntu 16.04 LTS. Os algoritmos foram imple-
mentados usando a linguagem de programação Python 3.5, que usa a biblioteca ZeroMQ para
providenciar troca de mensagens entre o agente e o ambiente. SWI-PROLOG foi usado para
execução do Oráculo e CLINGO foi a engine ASP. Os códigos fontes para os experimentos estão
disponíveis em: https://bitbucket.org/thiagomestrado/journalarticle/
src.

https://bitbucket.org/thiagomestrado/journalarticle/src
https://bitbucket.org/thiagomestrado/journalarticle/src
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6 REVISÃO BIBLIOGRÁFICA

Neste capítulo estão relacionados outros trabalhos que exploram a combinação de pro-
gramação em lógica com MDP para resolver tarefas de tomada de decisão sequencial, já que
esse é o mesmo tipo de tarefa estudada neste projeto. Além disso, o estudo de Aprendizado por
Reforço (AR) com heurística para acelerar o processo de aprendizado também foi explorado.
Por fim, são descritas pesquisas que fazem o estudo da aplicação de uma abordagem em lógica
formal nos domínios de Quebra-Cabeças Espaciais. Considerando os trabalhos que estão rela-
cionados com o tema deste projeto, pode-se observar duas frentes principais que se destacam,
uma é o domínio em que é proposta uma solução (cordas, buracos e objetos flexíveis, repre-
sentados pelos quebra-cabeças de Fisherman’s Folly e Rope Ladder) e a outra é a aplicação do
algoritmo HoASP(MDP).

Em seu trabalho, Gelfond e Rushton (2010) apresentam P-Log, uma linguagem decla-
rativa que faz a combinação de Answer Set Programming com probabilidade. Esta linguagem
pode ser usada para permitir a representação de conhecimento de bom senso envolvendo lógica
e probabilidade, além de fornecer também uma melhora no grau de tolerância à elaboração,
devido à generalização de sua base lógica. Apesar desta abordagem ser capaz de calcular pro-
babilidades de transição em ambientes não-determinísticos, ela não pode ser usada para gerar
uma política que seja a melhor solução, diferente do algoritmo HoASP(MDP).

Uma outra pesquisa que usa uma abordagem similar à deste trabalho é a realizada por
Nickles (2012), que desenvolveu um sistema que faz a integração entre Aprendizado por Re-
forço e ASP, sendo este último utilizado para representação, processamento e restrição de es-
tados e ações. Esse sistema desenvolvido é o QASP, nomeado assim devido ao uso do método
Q-Learning para aprendizado da função valor-ação Q(s, a), apesar do nome QASP remeter ao
Q-Learning, a abordagem desenvolvida por Nickles (2012) também pode ser adaptada facil-
mente para o SARSA, um outro algoritmo capaz de aprender a função valor-ação Q(s, a). O
ambiente que este sistema é executado pode ser tanto determinístico quanto não-determinístico,
com a limitação de não permitir mudanças na descrição do domínio (não lida com proble-
mas não-estacionários). Essa limitação se dá devido ao modo como QASP funciona, já que
este utiliza ASP depois que uma ação é executada e a atualização da função valor-ação Q(s,a)
ocorre, diferente do HoASP(MDP) que gera os answer set antes da ação ser executada e antes
do processo de aproximação da função valor-ação Q(s,a), portanto mudanças no domínio não
impedem seu funcionamento.

Diferente do uso com MDPs, mas mostrando a capacidade de resolver tarefas de plane-
jamento com ASP, Erdem et al. (2013) apresentam um trabalho em que ASP é utilizada para
encontrar planos ótimos para múltiplos times de robôs que interagem de uma maneira colabora-
tiva. Como um dos passos dessa abordagem é encontrar um plano ótimo global que é formado
por planos ótimos de cada time, ASP pôde ser usado para encontrar as respostas para esses
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problemas de planejamento. Essa abordagem difere-se do HoASP(MDP) por conta de não lidar
com aprendizado, além de não fazer uso de heurísticas para acelerar o processo de AR.

Considerando um domínio de perguntas e respostas, utilizando-se de um conjunto de da-
dos reais, o trabalho de Rettinger, Hagemann e Nickles (2014) desenvolve um sistema híbrido,
combinando inferências estatísticas e dedutivas por meio do uso do framework de Aprendi-
zado por Reforço Relacional Interativo (IRRL), que faz uso do sistema QASP desenvolvido
por Nickles (2012) para a tarefa de aprendizado. Porém, um problema dessa abordagem é a
restrição que a disponibilidade (ou a falta) de dados de treinamento necessários para o processo
de aprendizado. Essa abordagem conta com as mesmas limitações apresentadas acima sobre
QASP.

Outro trabalho que faz uso do ASP para tarefas de planejamento é a pesquisa de Yang
et al. (2014), em que o sistema desenvolvido permite que os robôs aprendam custos de ações
individuais por meio da interação com o ambiente. ASP é utilizada para representar partes do
sistema, como o conhecimento sobre informações que não mudam com o tempo, conhecimento
sobre informações que mudam com o tempo independente da ação do robô, conhecimento sobre
informações que são diretamente afetadas por ações do robô e por último conhecimento sobre
regras que formalizam as ações do robô. O experimento demonstrou como o robô pôde se adap-
tar mesmo quando há uma mudança no ambiente. Diferente do HoASP(MDP) que usa Apren-
dizado por Reforço, esse trabalho faz o uso de “Exponentially Weighted Moving Average” para
realizar a atualização de estimativas das ações. O trabalho desenvolvido em Khandelwal et al.
(2014) é uma extensão de Yang et al. (2014) que faz o uso da linguagem de ação BC (LEE;
LIFSCHITZ; YANG, 2013), ao invés de ASP. Essas linguagens são interessantes pelo fato de
serem tolerantes à elaboração. A abordagem de Khandelwal et al. (2014) lida com planeja-
mento e aprende os custos das ações, já o HoASP(MDP) não aplica planejamento e ainda assim
é capaz de aproximar a função valor-ação Q(s,a) que indica qual é a política ótima a ser seguida.

Já Shiqi Zhang, Sridharan e Wyatt (2015) apresentam uma combinação de Answer Set
Prolog com POMDP, tendo como objetivo o uso desse framework por um robô que está em um
ambiente com observação parcial e executando ações não-determinísticas. O uso do POMDP se
dá pelo fato de haver incerteza sobre o processamento dos sinais de entrada dos sensores. Essa
abordagem difere-se do HoASP(MDP) usado nessa dissertação por conta da linguagem decla-
rativa que é utilizada para descrever o formalismo (dependendo de uma fase a priori de plane-
jamento para prover uma estimativa para o POMDP). Além disso, faz uso do POMDP como o
formalismo para descrever o domínio e suas incertezas, ao invés de Answer Set Programming
(ASP) e MDP para modelar e representar o problema que pode trabalhar com mudanças no
ambiente.

O trabalho de Leonetti, Iocchi e Stone (2016) explora a combinação de ASP e AR,
apresentando o framework DARLING, que usa ASP para representar modelos e permitir pla-
nejamento e raciocínio, enquanto que AR é usado para tornar o agente adaptativo ao ambiente.
DARLING foi testado com um robô de serviço em um escritório, isso permitiu aos autores do
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trabalho mostrar que quando DARLING é usado, o robô é capaz de aprender as tarefas de uma
maneira mais rápida e melhorar sua performance com o tempo. Um aspecto importante que
diferencia o DARLING do HoASP(MDP) é a dependência de uma fase de planejamento no
primeiro (que não é necessária no segundo). Trabalho futuro deve explorar essa diferença.

Com o uso de Aprendizado Profundo em muitos trabalhos recentes é de se esperar algo
também em combinação com Aprendizado por Reforço, e isso foi feito por Garnelo, Arulkuma-
ran e Shanahan (2016) por meio do desenvolvimento de uma arquitetura que pode ser separada
em dois grandes blocos, um que é formado por uma Rede Neural (essa rede tem como saída uma
representação simbólica que é passada para o outro bloco da arquitetura) e pelo bloco de Sele-
ção de Ações (que recebe como entrada a saída da Rede Neural). Esta combinação foi adotada
a fim de solucionar problemas do Aprendizado Profundo, como a necessidade de uma quan-
tidade extensa de dados para treinamento e lentidão na tarefa de aprendizado. Sendo assim,
Aprendizado Profundo é utilizado para encontrar a descrição de um conjunto de estados que
são descritos como regras para um programa lógico probabilístico. Com essas informações, o
agente equipado com Aprendizado Por Reforço pode interagir com o ambiente e aprender a po-
lítica ótima. Essa abordagem se diferencia do HoASP(MDP) no modo como gera e representa
os estados e ações, usando Aprendizado Profundo para essa tarefa (que envolve mais tempo de
processamento e mais poder computacional), ao invés de ASP.

Um outro trabalho que segue o conceito de Aprendizado Profundo (contando com suas
limitações e particularidades citadas acima) é o trabalho de Mnih et al. (2015), apresentando
o uso de Redes Neurais Profundas de Convolução para aproximar a função valor-ação Q(s,a)
a fim de aumentar a capacidade de generalização dos algoritmos de Aprendizado por Reforço.
Um ponto de desvantagem sobre essa abordagem a se destacar é que as camadas de convolução
não parecem ter grande peso no momento de tomada de decisão do agente, atuando apenas
como uma maneira de reduzir a dimensionalidade dos estados.

Zamani et al. (2017) também apresentam uma abordagem relacionada com o uso de
Aprendizado Profundo, onde é desenvolvida uma combinação de uma Rede-Q Profunda (Deep-
Q Network) com Representação Simbólica. Esta representação simbólica serve tanto para en-
trada como para saída do algoritmo profundo, fazendo com que este seja na prática um sistema
de abordagem híbrida. O domínio utilizado para experimentos dessa abordagem foi o de dar
instrução para uma máquina em linguagem natural sobre um ambiente que conta com relação
espacial entre objetos. Para isso, há a passagem da Representação Simbólica do ambiente para
o agente do Aprendizado por Reforço, que é formada por predicados que tem como objetivo
descrever ou uma relação espacial entre dois objetos ou o estado de um determinado objeto,
sendo que para se formar um estado do ambiente é necessário que ocorra uma combinação des-
ses predicados. A diferença em relação ao HoASP(MDP) está na fase de geração de estados, já
que no algoritmo HoASP(MDP), essa fase é de responsabilidade do ambiente, não sendo neces-
sário o uso de um sistema intermediário que seja capaz de mapear um conjunto de predicados
para um estado.
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Continuando com os estudos relacionados com Aprendizado Profundo, o trabalho de
Garcez, Dutra e Alonso (2018) apresenta uma extensão do que foi realizado por Garnelo, Arul-
kumaran e Shanahan (2016), o algoritmo Aprendizado por Reforço Simbólico com Senso Co-
mum (SRL+CS), onde há a inclusão de raciocínio de senso comum, oferecendo um melhor
balanço entre generalização e especialização quando comparado com Garnelo, Arulkumaran
e Shanahan (2016). A representação dos estados é feita através de símbolos, por exemplo os
objetos de uma imagem são representados com um símbolo e sua localização na imagem. Com
isso é possível realizar uma representação mais abstrata do domínio, incluindo a capacidade de
criar estados totalmente novos a partir de uma determinada entrada. Apesar da aplicação em um
domínio muito simples, esse trabalho apresentou um resultado melhor do que implementações
tradicionais de Q-Learning e da implementação de Garnelo, Arulkumaran e Shanahan (2016).

Já o trabalho de Yang et al. (2018) apresenta um framework que integra planejamento
simbólico com Aprendizado por Reforço Hierárquico (HRL) (diferente do HoASP(MDP), que
utiliza Q-Learning), lidando com tomada de decisão em um ambiente não-determinístico. Os
planos simbólicos são utilizados para guiar o aprendizado do agente, após isso, a experiência
que foi aprendida é alimentada de volta para o planejador simbólico com o intuito de melhorar
o plano fornecido para o algoritmo de HRL. Essa abordagem é definida como Planejamento,
Execução, Observação e Aprendizado por Reforço (PEORL). A linguagem BC é utilizada para
representar conhecimento de senso comum. Resultados mostraram que há um retorno maior
dos valores acumulados de recompensa, quando comparada com versões tradicionais de AR.

Outro trabalho que também estudou a solução do quebra-cabeça de Fisherman’s Folly,
formalizando-o como um Processo de Decisão de Markov (MDP), é o apresentado por Freitas
dos Santos et al. (2018), sendo que essa dissertação estende este trabalho considerando novos
quebra-cabeças, além de explorar novos conjuntos de parâmetros para os algoritmos de AR.

Considerando que esse trabalho adaptou o algoritmo oASP(MDP) para aplicar heurísti-
cas (HoASP(MDP)) com o intuito de acelerar o processo de aprendizado, vale destacar alguns
trabalhos que utilizaram dessa abordagem. Primeiramente apresentado por (BIANCHI; RI-
BEIRO; COSTA, 2008), o Aprendizado por Reforço Acelerado por Heurística (HARL) faz uso
de heurísticas para acelerar e guiar o processo de aprendizado. A função heurística é direta-
mente ligada com a política, visto que a primeira serve para indicar qual ação deve ser tomada
em um determinado estado, desse modo, após inúmeras interações, o algoritmo de AR é capaz
de aprender a política ótima que soluciona um problema. Essa implementação mostrou melho-
res resultados do que a aplicação tradicional de Q-Learning, podendo ser aplicada também por
outros algoritmos de AR, como SARSA.

O trabalho de Celiberto Jr. et al. (2011) apresenta a combinação de três diferentes téc-
nicas para acelerar o processo de aprendizado de um algoritmo de AR, o Raciocínio Baseado
em Casos, Heurística e Redes Neurais Artificiais, criando o algoritmo L3, que funciona da
seguinte maneira: primeiro, o algoritmo de AR aprende uma política ótima para determinada
tarefa, gravando a política ótima aprendida como um caso (para ser utilizado posteriormente);
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segundo, uma rede neural é aplicada para realizar um mapeamento das ações de um domínio
para outro; finalmente, os casos obtidos na primeira etapa são utilizados como heurísticas para
acelerar a o processo de aprendizado. É importante ressaltar que o processo de aprendizado é
feito em uma tarefa relacionada, porém diferente daquela utilizada para obtenção dos casos. A
abordagem de Celiberto Jr. et al. (2011) foi aplicada em dois domínios diferentes, onde a po-
lítica do primeiro domínio é utilizada como heurística pelo segundo domínio. O maior desafio
dessa abordagem é determinar a equivalência entre ações de um domínio para outro (criação da
função de mapeamento).

Martins e Bianchi (2014) apresentam um estudo comparativo de três diferentes algo-
ritmos de AR com suas versões aceleradas por heurística, mostrando como a aceleração por
heurística é benéfica no contexto de AR. Outra conclusão apresentada no trabalho de Martins
e Bianchi (2014) é que o uso de uma boa função heurística é útil como um guia para fase de
seleção das ações, principalmente quando o agente tem pouco ou nenhum conhecimento (se
destacando especialmente no começo do processo de aprendizado), importante observar que
conforme o número de interações aumenta, a importância e influência da heurística diminuem,
fazendo com que no fim os algoritmos acelerados por heurística e suas contrapartidas (sem
heurística) tenham o mesmo comportamento.

Também explorando a combinação entre heurística e AR, o trabalho de Morozs, Clarke
e Grace (2015) aplicou o algoritmo HAQL no domínio de Compartilhamento Dinâmico de Es-
pectro Secundário em sistemas de celular9. Os experimentos realizados mostram como essa
abordagem alcança um controle alto dos padrões de compartilhamento de uma maneira total-
mente autônoma. Como os outros trabalhos apresentados anteriormente, os resultados também
mostram a superioridade dessa abordagem quando comparado com AR tradicional.

Bianchi et al. (2018) apresentam uma classe de algoritmos que utiliza Raciocínio Ba-
seado em Casos (CBR) como heurística em uma configuração que há aprendizado por transfe-
rência para acelerar o processo de aprendizado. A aplicação dessa abordagem foi realizada em
dois domínios diferentes de robôs. Primeiro, o algoritmo de AR é aplicado em uma tarefa que
é a fonte da heurística. Após a estabilização do aprendizado, uma base de casos é construída.
Segundo, esses casos aprendidos são transferidos e utilizados na tarefa desejada, nessa fase,
essa adaptação dos casos é feita seguindo os conceitos de CBR.

Fengyun Zhang, Duan e Wang (2017) apresentam um método melhorado de AR, uti-
lizando Redes Neurais com Funções de Ativação de Base Radial (Rede RBF) e Q-Learning
acelerado com heurística. Essa aplicação foi realizada no domínio de busca de rotas contando
com um grande espaço de estados. Os experimentos e resultados também mostraram como o
uso de heurística acelera o processo de aprendizado.

Apesar do HoASP(MDP) utilizar a abordagem de heurística para acelerar o processo de
aprendizado e fornecer conhecimento obtido previamente para um algoritmo de AR, há outras

9Domínio que lida com o compartilhamento de espectros disponíveis no contexto de redes de rádio. Um melhor
compartilhamento desse espectro resulta em uma melhora em chamadas de voz e transmissão de dados, além de
prover uma boa qualidade de serviço para os usuários da rede.
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abordagens que procuram esses mesmos efeitos (KOGA; FREIRE, V.; COSTA, 2015; TAY-
LOR, A. et al., 2014). O trabalho de Topin et al. (2015) introduz um framework para descoberta
de opção e transferência de aprendizado em domínios complexos que são representados como
MDP orientado a objeto (OO-MDPs). Um ponto de destaque dessa abordagem é a utilização
de um método capaz de realizar o mapeamento entre domínios orientado a objeto que contam
com um espaço de estados diferente. O uso de heurística pode ser tão geral que é também uti-
lizado nesse framework como um modo de aumentar a eficiência do processo de mapeamento.
Utilizando essa abordagem, o trabalho de Bonini et al. (2018) aplica uma maneira probabilís-
tica para obtenção do aprendizado de opções em um contexto de domínio orientado a objeto
por meio do encapsulamento de um comportamento aprendido para uma forma mais genérica,
providenciando assim uma melhor escolha de tarefas para os agentes e acelerando o processo
de aprendizado (com experimentos executados no domínio de Mundo de Grades e no Mundo
de Táxi).

Para além dos trabalhos que foram apresentados aqui, Leno Da Silva, Matthew E. Taylor
e Costa (2018) apresentam uma gama de pesquisas que lidam com diferentes técnicas que são
capazes de reutilizar conhecimento e prover aceleração do processo de aprendizado no contexto
de AR, incluindo domínios com Multi Agentes. A escolha pelo uso da abordagem HARL nessa
dissertação é porque um dos objetivos do trabalho é explorar como as heurísticas podem guiar
o processo de aprendizado neste tipo de domínio (quebra-cabeças espaciais), que mantém as
propriedades dos elementos de diferentes configurações do quebra-cabeças da mesma forma
(com adição ou remoção de elementos) e com o mesmo comportamento.

Por fim, segue uma descrição de alguns trabalhos que abordam o domínio em que o
algoritmo HoASP(MDP) foi aplicado, contando com uma abordagem mais formal sobre repre-
sentação do conhecimento.

Cabalar e Santos (2011) resolvem os problemas relacionados ao quebra-cabeça de Fisher-
man’s Folly que não foram considerados pelo trabalho anterior (CABALAR; SANTOS, 2006).
Esses problemas estão relacionados com o tratamento de fluentes (propriedades do domínio
que podem ter os seus valores alterados por meio da aplicação de uma ação) e ações. Para
resolver essas limitações, Cabalar e Santos (2011) apresentam uma formalização dos quebra-
cabeças espaciais explorados nessa dissertação (Fisherman’s Folly e Rope Ladder), aplicando
uma combinação de Cálculo de Situações (uma ferramenta de sintaxe para formalizar o do-
mínio) e Lógica de Equilíbrio (usada para representar a semântica). Além disso Cabalar e
Santos (2011) também desenvolveram um planejador PROLOG, utilizado como um Oráculo
no framework de AR. Esse planejador PROLOG também pode ser usado para solucionar o
quebra-cabeça de Fisherman’s Folly, porém há um ponto negativo nesse planejador, já que ele
não pode ser usado para resolver quebra-cabeças mais complexos (como Rope Ladder), pois
o espaço de estados é muito grande nesses casos, o que faz com que leve muito tempo para
encontrar a solução ou não encontra a solução. Diferente do que é abordado por esse trabalho
(HoASP(MDP)), em que uma combinação de ASP e AR é utilizada para realizar a busca nesse
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espaço de estados, aprendendo as ações ótimas conforme as interações acontecem. Outras van-
tagens do HoASP(MDP) incluem a possibilidade de aprendizado de uma solução e a aplicação
em quebra-cabeças Não-Determinísticos e Não-Estacionários.

Com o intuito de solucionar alguns problemas de representação deixados em aberto
por Cabalar e Santos (2011), o trabalho desenvolvido por Santos e Cabalar (2013) apresenta a
formalização que leva em consideração a possibilidade de formação de laços com cordas e de
um objeto com buraco atravessar outro objeto com buraco. Já o trabalho de Santos e Cabalar
(2016) apresenta uma descrição e formalização de buracos como cordas e de buracos passando
através de outros buracos, podendo esses buracos ser criados conforme o agente interage com
o ambiente (no caso com o quebra-cabeça). Além disso, Santos e Cabalar (2016) formalizam
duas outras ações que são aplicadas sobre cordas que podem criar ou destruir os buracos: passar
uma parte da corda por um buraco e puxar de uma corda para desfazer um laço. Apesar desse
formalismo funcionar, essa dissertação faz uso de ASP porque com essa linguagem é possível
descrever cada estado com um programa ASP que descreve as consequências de executar cada
ação permitida em um estado. Diferente do trabalho de Santos e Cabalar (2016), que foca
em uma formalização mais lógica desses quebra-cabeças (com uma implementação complexa),
essa dissertação foca em uma abordagem em processos de decisão de Markov para o problema,
procurando entender como AR pode trabalhar combinado com lógica (especificamente ASP) e
sendo acelerado com o uso de heurísticas.
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7 CONCLUSÃO

Este trabalho apresentou a adaptação do algoritmo oASP(MDP), que combina Answer
Set Programming (ASP) com MDP, para utilizar heurísticas com o intuito de acelerar o pro-
cesso de aprendizado. Essa adaptação deu origem ao algoritmo Heurística oASP(MDP) (Ho-
ASP(MDP)) que foi aplicado a um conjunto de quebra-cabeças espaciais com diferentes confi-
gurações.

Dois quebra-cabeças espaciais (Fisherman’s Folly e Rope Ladder) foram utilizados como
base para os diferentes experimentos realizados. Esses quebra-cabeças são formados por cor-
das flexíveis, objetos rígidos e buracos, em que esses objetos são entrelaçados entre si formando
um estado do quebra-cabeça. Quando comparado com o Fisherman’s Folly, o Rope Ladder tem
uma relação mais desafiadora entre os objetos que o formam.

Sete experimentos foram realizados em diferentes configurações determinísticas, não-
determinísticas e não-estacionárias dos quebra-cabeças espaciais. Sendo assim, foi possível
avaliar como quatro algoritmos, que utilizam do framework de Aprendizado por Reforço (AR),
lidam com as características dos domínios explorados. Os quatro algoritmos considerados são:
Q-Learning, Q-Learning Acelerado por Heurística, oASP(MDP) e Heurística oASP(MDP),
proposto nessa dissertação. Todos esses algoritmos foram capazes de solucionar um conjunto
de quebra-cabeças espaciais formados por cordas flexíveis, objetos rígidos e buracos.

As heurísticas foram obtidas por meio da solução de configurações relaxadas dos domí-
nios, aplicando alguma restrição com o intuito de facilitar o processo de aprendizado e tornar o
quebra-cabeça viável para obtenção das heurísticas.

Resultados mostraram que as heurísticas fornecem informações que possibilitaram guiar
e acelerar o processo de aprendizado, sendo que os algoritmos acelerados por heurísticas apre-
sentam uma melhor performance do que os algoritmos que não usam heurísticas. Além disso,
os algoritmos que utilizam oASP(MDP) demostraram uma capacidade de maior exploração do
espaço de estados, já que executam menos ações que são impossíveis fisicamente.

Portanto, é possível concluir que a principal contribuição dessa dissertação é o desenvol-
vimento do algoritmo HoASP(MDP). Sendo que os resultados mostraram que entre os quatro
algoritmos avaliados, o HoASP(MDP) conta com a melhor performance em termos de intera-
ções necessárias para se encontrar a política ótima. Como o HoASP(MDP) apenas necessita da
tabela Q da solução de um problema como heurística, esse algoritmo é geral o suficiente para
também ser aplicado em outros domínios além dos quebra-cabeças espaciais.

7.1 TRABALHOS FUTUROS

Para explorar mais o uso do ASP no contexto de AR, um dos temas para trabalho fu-
turo é a aplicação dessa linguagem para extrair regras mais gerais de domínios (restrições, por
exemplo) e então aplicar essas regras para permitir raciocínio sobre o domínio, possivelmente
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guiando o processo de aprendizado. Com essa abordagem, seria possível construir uma arqui-
tetura mais genérica para reutilização de conhecimento previamente obtido.

Uma outra possibilidade de trabalho futuro é incluir uma etapa de planejamento, em que
as consequências das ações possam ser inferidas e então usá-la no processo de escolha da ação.

Por fim, considerar outros domínios, que lidam com os elementos estudados nos quebra-
cabeças espaciais, a fim de verificar como a abordagem proposta neste trabalho (HoASP(MDP))
lida com outras aplicações reais, de interesses da indústria, tais como cirurgia robótica e manu-
tenção de maquinário.
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APÊNDICE A – CÓDIGOS UTILIZADOS PARA OS EXPERIMENTOS
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Figura 27 – Código utilizado para execução de um experimento. Os resultados apresentados
nessa dissertação realizam 30 experimentos

Fonte: Autor
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Figura 28 – Parte do código utilizado para execução de uma determinada ação

Fonte: Autor
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Figura 29 – Parte do código utilizado atualização dos valores entre Python e ASP

Fonte: Autor
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Figura 30 – Código utilizado para definir os parâmetros dos experimentos

Fonte: Autor
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Figura 31 – Código utilizado para atualizar o valor do estado/ação na Tabela Q

Fonte: Autor

Figura 32 – Código utilizado para atualizar a descrição da tabela Q com informações do ASP

Fonte: Autor
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Figura 33 – Código utilizado para criar o arquivo ASP com as Ações Proibidas

Fonte: Autor

Figura 34 – Código utilizado para criar o arquivo ASP com os pares Estado/Ações proibidos

Fonte: Autor
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Figura 35 – Código utilizado para criar o arquivo ASP com os Estados Objetivos

Fonte: Autor



APÊNDICE B – CONFIGURAÇÃO PARA EXECUÇÃO DOS EXPERIMENTOS
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Considerando a reprodutividade dos experimentos realizados nesse trabalho, será apre-
sentado a seguir um guia de como configurar os programas necessários e executar os experi-
mentos.

Em primeiro lugar deve-se utilizar o sistema operacional Linux, a distribuição específica
usada por esse trabalho foi o Ubuntu 16.04 LTS.

Com o sistema operacional funcionando, deve-se instalar:

a) Python 3.5 - https://www.python.org/downloads/release/python-350/;

b) Biblioteca ZeroMQ - http://zeromq.org/;

c) SWI-PROLOG - http://www.swi-prolog.org/Download.html;

d) CLINGO - https://potassco.org/clingo/.

Após a instalação das dependências acima, deve-se baixar o código fonte do experi-
mento desejado diretamente do repositório (Bitbucket) desse trabalho, disponível em: https:
//bitbucket.org/thiagomestrado/journalarticle/src.

Com o código fonte baixo, vá até a pasta “Agente” e execute com Python o arquivo
“agent.py”. Essa execução faz com que o agente seja iniciado e espere por uma conexão com
o ambiente. Portanto, agora vá até a pasta “Ambiente” e execute com Python o arquivo “no-
meDoQuebraCabeça.py”, em que “nomeDoQuebraCabeça” deve ser substituído pelo nome do
quebra-cabeça específico que está sendo executado. Pronto, agora é só esperar o fim do experi-
mento e observar os valores obtidos.

É possível alterar os parâmetros dos experimentos, para isso deve-se ir até o arquivo
“exp.py” na pasta “Agente” e fazer as alterações desejadas.

https://www.python.org/downloads/release/python-350/
http://zeromq.org/
http://www.swi-prolog.org/Download.html
https://potassco.org/clingo/
https://bitbucket.org/thiagomestrado/journalarticle/ src
https://bitbucket.org/thiagomestrado/journalarticle/ src


APÊNDICE C – TEMPO DE EXECUÇÃO DOS EXPERIMENTOS
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Tabela 7 – Tempo de execução médio, em minutos, para um experimento completo (6000
episódios)

Quebra-Cabeça Algoritmos

oASP(MDP) HoASP(MDP) Q-Learning Q-Learning
Heurística

FFO 42.78 6.34 20.64 2.33
FFS 9.06 X 5.09 X

FFND 311.94 32.33 91.01 20.22
FFSND 6.20 X 4.16 X
FFENE 37.53 X 14.67 X
FFDNE 58.99 X 36.55 X

Rope Ladder 72.38 63.47 48.94 26.25
Fonte: Autor


	INTRODUÇÃO
	REVISÃO TEÓRICA
	O DOMÍNIO
	Fisherman's Folly Original (FFO)
	Fisherman's Folly Simplificado (FFS)
	Fisherman's Folly Não-Determinístico (FFND)
	Fisherman's Folly Simplificado Não-Determinístico (FFSND)
	Fisherman's Folly Esfera Não-Estacionário (FFENE)
	Fisherman's Folly Disco Não-Estacionário (FFDNE)
	Rope Ladder

	ANSWER SET PROGRAMING (ASP)
	APRENDIZADO POR REFORÇO (AR)
	ONLINE ANSWER SET PROGRAMING PARA PROCESSO DE DECISÃO DE MARKOV ())

	HEURÍSTICA E )
	H) PARA RESOLVER QUEBRA-CABEÇAS ESPACIAIS

	EXPERIMENTOS
	FISHERMAN'S FOLLY ORIGINAL (FFO)
	FISHERMAN'S FOLLY SIMPLIFICADO (FFS)
	FISHERMAN'S FOLLY NÃO-DETERMINÍSTICO (FFND)
	FISHERMAN'S FOLLY SIMPLIFICADO NÃO-DETERMINÍSTICO (FFSND)
	FISHERMAN'S FOLLY ESFERA NÃO-ESTACIONÁRIO (FFENE)
	FISHERMAN'S FOLLY DISCO NÃO-ESTACIONÁRIO (FFDNE)
	ROPE LADDER

	RESULTADOS E DISCUSSÃO
	FISHERMAN'S FOLLY ORIGINAL (FFO)
	FISHERMAN'S FOLLY SIMPLIFICADO (FFS)
	FISHERMAN'S FOLLY NÃO-DETERMINÍSTICO (FFND)
	FISHERMAN'S FOLLY SIMPLIFICADO NÃO-DETERMINÍSTICO (FFSND)
	FISHERMAN'S FOLLY ESFERA NÃO-ESTACIONÁRIO (FFENE)
	FISHERMAN'S FOLLY DISCO NÃO-ESTACIONÁRIO (FFDNE)
	ROPE LADDER

	REVISÃO BIBLIOGRÁFICA
	CONCLUSÃO
	TRABALHOS FUTUROS

	 REFERÊNCIAS
	 ÍNDICE
	 APÊNDICE A – CÓDIGOS UTILIZADOS PARA OS EXPERIMENTOS
	 APÊNDICE B – CONFIGURAÇÃO PARA EXECUÇÃO DOS EXPERIMENTOS
	 APÊNDICE C – TEMPO DE EXECUÇÃO DOS EXPERIMENTOS

